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RESUMO

Mapeamentos de uso e cobertura da terra em paisagens tropicais são necessários
para fins de manejo, conservação e melhor compreensão dos impactos antropogêni-
cos sobre os ecossistemas naturais. No entanto, a complexidade destas paisagens
por conta da transição sutil entre distintas fitofisionomias, a fragmentação da veg-
etação e o mosaico de áreas ocupadas para fins agropecuários, somada à constante
cobertura de nuvens, são fatores limitantes para a caracterização dos territórios a
partir de dados de sensoriamento remoto. Nesse sentido, o sinergismo entre sen-
sores ópticos e radares de abertura sintética (SAR) está ganhando evidência, pois
geralmente resulta em melhores mapeamentos. Dessa maneira, o objetivo deste tra-
balho foi analisar o potencial da integração de dados obtidos a partir do sensor óptico
OLI/Landsat-8 e SAR PALSAR-2/ALOS-2 para caracterização da paisagem de ten-
são ecológica entre floresta e savana do estado de Roraima, utilizando o classificador
Random Forest. A área de estudo no estado de Roraima abrange porções dos mu-
nicípios de Mucajaí, Boa Vista e Alto Alegre, com área total de 1260 km2. A região
é caracterizada pelo contato abrupto entre fisionomias florestais e savana (lavrado).
Dezessete classes foram levantadas em campo e mapeadas neste estudo. Foi utilizado
o produto Landsat CDR, em reflectância de superfície e uma imagem PALSAR-2
dual (HH+HV), Level 1.5 em formato CEOS, com 10 metros de resolução espacial.
Do produto OLI foram extraídos os índices NDVI e EVI para auxiliar a classificação.
A imagem PALSAR-2 teve o efeito speckle reduzido pelo filtro Lee 3x3 pixels e foram
extraídas dez métricas GLCM de cada polarização, além de cinco índices espectrais.
Ao todo foram utilizadas 35 bandas, 8 bandas ópticas e 27 SAR. As imagens foram
corregistradas com base na imagem OLI (ortorretificada) e os pixels reamostrados
para 10 metros. A classificação se deu com o algoritmo Random Forest, de mineração
de dados. Uma etapa prévia de calibração dos parâmetros ntree (número de árvores
na floresta) e mtry (número de variáveis usadas a cada nó das árvores), do Random
Forest, foi realizada a fim de utilizar os modelos com menor erro para classificação.
Foram processados 18 modelos, sendo 6 apenas com dados SAR, 6 apenas com da-
dos ópticos e 6 modelos híbridos, com distintas combinações entre bandas. O melhor
modelo SAR atingiu Acurácia Global de 44,6% e Kappa 0,39, enquanto que para o
óptico o resultado foi de 76,88% e 0,74, respectivamente. O produto híbrido atingiu
Acurácia Global de 82,96% e Kappa 0,81, com diferença estatística significativa em
relação aos resultados dos sensores separados, de acordo com o teste Z realizado para
comparação entre valores de Kappa. O melhor modelo foi composto apenas com as
seis bandas espectrais do OLI e imagens em amplitude HH e HV do PALSAR-2,
sendo que a adição de índices espectrais e texturas GLCM do SAR não resultaram
em melhorias significativas. Conclui-se, portanto, que o sinergismo entre os sensores
óptico e SAR na região de estudo é conveniente para caracterização desta complexa
paisagem formada por um mosaico de tipologias de uso e cobertura da terra.

Palavras-chave: Random Forest. OLI/Landsat-8. PALSAR-2/ALOS-2. Uso e cober-
tura da terra. Mucajaí. Boa Vista. Alto Alegre. Lavrado.
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OPTICAL AND SAR INTEGRATION TO CARACTERIZE
ECOLOGICAL TENSION LANDSCAPE IN THE STATE OF

RORAIMA

ABSTRACT

Land use and cover mapping in tropical landscapes are key for management, con-
servation and to enhance understanding about anthropogenic impacts over natural
ecosystems. However, the natural complexity of these landscapes because of subtle
transition between vegetation physiognomies, vegetation fragmentation and the mo-
saic of land uses for agriculture and pasture lands, in addition to persistent cloud
cover, often restricts its characterization by means of remote sensing data. In this
sense, optical and SAR synergies is becoming relevant, because it generally results
in better land use/cover maps. In light of that, the aim of this study was to analyse
the integration of OLI/Landsat-8 optical and PALSAR-2/ALOS-2 SAR sensors to
characterize the landscape of ecological tension between forest and savannah in Ro-
raima state, by means of Random Forest classifier. The study site in Roraima state
cover portions of the municipalities of Mucajaí, Boa Vista and Alto Alegre, with a
total area of 1260 km2. The region is characterized by the abrupt contact of for-
est and savannah physiognomies. Seventeen classes were collected during fieldwork
and mapped in this research. Landsat CDR surface reflectance data and PALSAR-
2/ALOS-2 dual (HH+HV), Level 1.5, CEOS format (10 metres) were used. From
OLI product NDVI and EVI indices were generated. PALSAR-2 image was speckle
filtered with a 3x3 Lee filter and GLCM textures were extracted for each polariza-
tion, in addition to five spectral indices. In total, 35 bands were used: 8 optical bands
and 27 SAR bands. All bands were corregistered based on orthorrectified OLI image
and pixels were resampled to 10 metres. Classification was made with data mining
Random Forest algorithm. A previous calibration step was required to define the
parameters ntree (number of trees in the forest) and mtry (number of variables at
each split node). Models whose combination of parameters resulted in minor errors
were used for classification. Eighteen models were processed: 6 with only SAR bands,
6 with only optical bands and 6 hybrid models, with distinct band combinations.
Best SAR model’s Overall Accuracy was 44.6% and Kappa 0.39, while optical bet-
ter result was 76.88% and 0.74, respectively. Hybrid classification resulted in Overall
Accuracy of 82.96% and Kappa 0.81, with significant statistical difference comparing
results of classifications using separated sensors, according to Z test between Kappa
values. The better model was formed by six OLI spectral bands and HH and HV
amplitude images. The addition of spectral indices and SAR GLCM textures did not
improved significantly the results. In conclusion, the synergy of OLI and PALSAR-2
in the study site is convenient for characterizing this complex landscape formed by
a mosaic of land use and land cover patches.

Keywords: Random Forest. OLI/Landsat-8. PALSAR-2/ALOS-2. Land use and land
cover. Mucajaí. Boa Vista. Alto Alegre. Lavrado.
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1 INTRODUÇÃO

Apesar da importância de se compreender as mudanças ambientais globais decor-
rentes de intervenções humanas sobre os ecossistemas, somente nas últimas décadas
a preocupação em estudar as mudanças de uso e cobertura da terra ganhou
evidência na comunidade científica. Isso ocorre a partir do entendimento de que tais
fenômenos de ordem antropogênica na superfície terrestre podem alterar o clima
local (LAMBIN et al., 2003), contribuindo para mudanças climáticas em escala global
(DENG et al., 2013). Estas mudanças podem levar à impactos socioeconômicos, como
insegurança alimentar e vulnerabilidade ambiental (TORRES et al., 2012), perda de
biodiversidade, redução da disponibilidade de água, dentre outros efeitos (DEFRIES

et al., 2012).

Uma das fontes mais significantes de emissão de gases de efeito estufa (GEE)
antropogênicos é a remoção da cobertura vegetal das florestas tropicais (WERF

et al., 2009; DENG et al., 2013). O desflorestamento atrai a atenção especial da
comunidade científica, pois estas florestas estocam e sequestram mais carbono do
que qualquer outro ecossistema terrestre (GIBBS et al., 2007; AVITABILE et al., 2012),
além de abrigar quase metade das espécies conhecidas do planeta (MALHI et al., 2008).

A partir de 1850, em torno de 35% do total de CO2 antropogênico emitido
foi derivado de mudanças de uso e cobertura da terra (HOUGHTON; HACKLER,
2001). No ano de 2008, apenas o desflorestamento foi responsável por 12% do
montante de CO2 emitido pela humanidade (QUÉRÉ et al., 2009). Dessa forma, as
mudanças de uso e cobertura da terra se configuram como a segunda maior fonte
de emissão antropogênica de gás carbônico, atrás somente dos combustíveis fósseis
(BODEN et al., 2012).

Ainda que haja incertezas quanto às consequências para a temperatura e ci-
clo hidrológico decorrentes do aumento da concentração atmosférica dos gases de
efeito estufa antropogênicos, em especial o gás carbônico, a conversão de florestas
para pastagens ou outros usos podem afetar diretamente o clima regional (CHASE

et al., 1999). Esta conversão altera o balanço energético da superfície e o ciclo
hidrológico (PIELKE et al., 2002; KALNAY; CAL, 2003).

A conversão de ambientes naturais afeta a biodiversidade, a partir da modifi-
cação, perda e fragmentação de habitat que leva ao declínio de espécies animais
e vegetais (PIMM; RAVEN, 2000). A perda de habitat é a remoção de ecossistemas
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naturais, enquanto a fragmentação é a perda de conectividade entre os ecossistemas
naturais que constituem a paisagem (FAHRIG, 1997; FAHRIG, 2003) devido à ação
humana.

É estimado que no período de 1850 a 2001 somente a expansão global dos
cultivos agrícolas foi responsável pela conversão de 6 milhões de km2 de florestas e
4,7 milhões de km2 de savanas, campos e estepes (LAMBIN et al., 2001). Em toda
região da América Latina e Caribe foi estimada perda líquida de 179.405 km2 de
vegetação lenhosa (perda total de 541.835 km2 e ganho total de 362.430 km2)
entre 2001 e 2010, sendo que 92% do desmatamento ocorreu na América do Sul
(particularmente no Brasil, Argentina, Bolívia e Paraguai), devido à expansão de
áreas agrícolas (como plantios de soja) e pastagens (AIDE et al., 2013).

Entretanto, ainda há limites e incertezas para compreensão da magnitude e
para o monitoramento das mudanças de uso e cobertura da terra e suas consequên-
cias (LAURANCE et al., 2011; DENG et al., 2013). Um dos motivos dessa dificuldade é
a escassez de dados disponíveis, especialmente sobre a cobertura da terra (FOODY,
2002). Isto evidencia a importância dos mapeamentos contínuos e precisos das
regiões tropicais para avançar no entendimento da sucessão de efeitos ambientais
nas escalas local, regional e global.

Tais mapeamentos temáticos são gerados, principalmente, a partir de técni-
cas de sensoriamento remoto orbital no espectro óptico (WERF et al., 2009). Nesse
contexto, algumas informações derivadas desses mapeamentos são a quantificação
da cobertura vegetal, grau e espacialização de fragmentação da paisagem, dis-
criminação de fitofisionomias e modelos de estimativa de biomassa. Todas essas
informações são fundamentais para o monitoramento da paisagem, como também
para suporte da escolha de áreas prioritárias para conservação.

Contudo, é de conhecimento geral que há uma série de limitações no uso desses
dados orbitais aplicados aos estudos da vegetação, derivados da complexidade
das paisagens tropicais. Essa complexidade é atribuída ao nível de fragmentação
em pequenas manchas de várias classes de uso e cobertura, ao mosaico formado
pela transição natural contínua entre fitofisionomias, às especificações técnicas dos
sensores e, um dos mais agravantes, a constante cobertura de nuvens (LU et al.,
2007; LAURIN et al., 2013).
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Com a crescente disponibilidade de dados coletados por Radares de Abertura
Sintética (Synthetic Aperture Radar - SAR) orbitais, tal ferramenta se tornou uma
importante opção para mapeamento e monitoramento das paisagens tropicais.
O SAR opera em certas frequências de micro-ondas que penetram as nuvens,
permitindo o sensoriamento remoto sob condições meteorológicas adversas aos
sensores ópticos (LU et al., 2012).

Um projeto pioneiro para mapeamento e monitoramento utilizando dados
SAR foi o Global Forest Mapping (GRFM/GBFM), utilizando informações em
banda L do satélite JERS-1 (XIANG-ZHENG et al., 2002; ROSENQVIST et al., 2004).
Outra iniciativa global de monitoramento de florestas com SAR em banda L foi o
uso do sensor PALSAR, a bordo do satélite ALOS, realizando quatro mapeamentos
anuais (2007 - 2010) com produtos de Floresta e Não-Floresta (SHIMADA et al., 2014).

Adicionalmente, muitos trabalhos apontam para o sinergismo entre sensores
ópticos e SAR como uma combinação considerada conveniente. Os sensores ópticos
permitem inferir sobre parâmetros biofísicos dos objetos na superfície terrestre por
meio da reflectância. Os sistemas SAR permitem extrair informações valiosas sobre
a geometria dos alvos (LU et al., 2007; SHIMABUKURO et al., 2007; LAURIN et al., 2013).

Dois representantes recentes da geração de dados ópticos e SAR são os sen-
sores OLI/Landsat-8, lançado em 2012, e PALSAR-2/ALOS-2, lançado em 2014. O
OLI é um sensor composto de nove bandas multiespectrais, concebido para fins de
monitoramento ambiental, mapeamento de uso e cobertura da terra, dentre outros
(ROY et al., 2014). Por sua vez, o PALSAR-2 é um radar de abertura sintética que
opera em banda L (23 cm) e dá continuidade à aquisição de dados nessa frequência
inciada pelo PALSAR-1, amplamente utilizado para fins de monitoramento de uso e
cobertura da terra (ROSENQVIST et al., 2014). Pelo que se sabe, o uso do PALSAR-2
para tal finalidade ainda não foi descrito na literatura.

Dentre as várias técnicas existentes para a classificação de dados ópticos e
SAR, ou da integração de ambos, Random Forest tem sido recentemente utilizada
em vários trabalhos (JHONNERIE et al., 2015). O Random Forest é um algoritmo
baseado em árvores de decisão e seu emprego para caracterização de uso e cobertura
da terra tem se mostrado eficiente e mais preciso do que outros classificadores
(RODRIGUEZ-GALIANO et al., 2012), inclusive para integração entre dados ópticos e
SAR (FORKUOR et al., 2014). Dentre as características do Random Forest pode-se
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destacar, principalmente, a capacidade de lidar com grande número de variáveis e
estimar a importância das variáveis de entrada para classificação. É um algoritmo
adequado para classificação multisensor (Van Beijma et al., 2014), especialmente por
se tratar de um método não-paramétrico, ao contrário de classificadores estatísticos,
como o MAXVER-ICM (CORREIA et al., 1998), usado para classificação SAR (SILVA;

SANTOS, 2011) e integração óptico+SAR (GARCIA et al., 2011).

1.1 Objetivos

1.1.1 Objetivo Geral

O presente trabalho tem por objetivo analisar o potencial da integração de dados
obtidos a partir de sensores orbitais óptico (OLI/Landsat-8) e radar de abertura
sintética (PALSAR-2/ALOS-2) para caracterização da paisagem de tensão ecológica
entre floresta e savana do estado de Roraima, utilizando o classificador Random
Forest.

1.1.2 Objetivos específicos

O trabalho tem os seguintes objetivos específicos:

a) Verificar a capacidade de caracterização temática de uso e cobertura da
terra obtida por meio do uso dos sensores OLI e PALSAR-2, adicionando
nessa comparabilidade a utilização de métricas derivadas das respectivas
bandas espectrais e polarizações;

b) Analisar a potencialidade de discriminação e mapeamento das classes de
uso e cobertura da terra a partir da integração dos sensores óptico e SAR;

c) Determinar quais as classes apresentam maior ganho de desempenho clas-
sificatório quando dados OLI e PALSAR-2 são utilizados em conjunto;

1.2 Justificativa

Mapear uma região é ação fundamental para iniciativas de planejamento, manejo
e monitoramento do território, a fim de reduzir os impactos antrópicos sobre os
ecossistemas locais. No entanto, diversos fatores supracitados levam à diminuição
da exatidão dos mapeamentos em regiões tropicais. Portanto, este trabalho se
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assenta na hipótese de que o sinergismo entre os sensores orbitais ópticos e SAR
resultará em mapeamentos com maior exatidão, em comparação aos mapeamentos
feitos a partir da extração de atributos independentemente dos sensores.

Assim, busca-se a aplicação de técnicas de sensoriamento remoto, em abor-
dagem multisensorial, para caracterização de uma região bastante heterogênea e de
grande interesse e fragilidade ecológica, caracterizada pela transição entre fisiono-
mias florestais e savânicas e que, todavia, sofre pressões de ordem antropogênica
que ameaçam a biodiversidade e o funcionamento dos ecossistemas.

Destaca-se, por fim, que este é um estudo pioneiro em ambiente tropical brasileiro
ao empregar a integração de dados OLI/Landsat-8 e PALSAR-2/ALOS-2 para
mapeamento de uso e cobertura da terra, bem como o uso deste mais recente SAR
em banda L para esta finalidade.
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2 FUNDAMENTAÇÃO TEÓRICA

Nesta seção serão inicialmente descritos os sensores OLI/Landsat-8 e PALSAR-
2/ALOS-2, que serão empregados como base primária na citada proposta de
caracterização e mapeamento temático. Adicionalmente, são citadas algumas
aplicações, fazendo uso da informação óptica e de microondas que vem sendo
ultimamente conduzidas para uso e cobertura da terra. Finalmente, discute-se
acerca das técnicas de processamento que os especialistas vem desenvolvendo e
aplicando para a abordagem integrada multisensor.

2.1 O sensor multiespectral OLI/Landsat-8 e o estado da arte para clas-
sificação da paisagem

Lançado em 11 de fevereiro de 2012, o Landsat-8 carrega a bordo o sensor termal
TIRS (Termal Infrared Sensor) e o multiespectral OLI (Operational Land Imager)
(MARKHAM et al., 2014), que será especificamente utilizado neste trabalho.

Os produtos são disponibilizados em 16 bits e a resolução espacial é de 30
metros, à exceção da banda pancromática (15 metros). O sensor OLI opera em
nove bandas espectrais no intervalo de 0,43 µm a 1,38 µm (ROY et al., 2014), como
descrito na Tabela 2.1.

Tabela 2.1 - Características das bandas do sensor OLI.

Banda Nome da banda Comprimento de onda (µm) Centro da banda (µm)
1 Aerossol costeiro 0,43 - 0,45 0,443
2 Azul 0,45 - 0,51 0,482
3 Verde 0,53 - 0,59 0,561
4 Vermelho 0,64 - 0,67 0,655
5 Infravermelho Próximo 0,85 - 0,88 0,865
6 Infravermelho Médio 1,57 - 1,65 1,609
7 Infravermelho Médio 2,11 - 2,29 2,201
8 Pancromática 0,50 - 0,68 0,59
9 Cirrus 1,36 - 1,38 1,373

Dadas as melhorias gerais, em especial da resolução radiométrica, o OLI em
relação aos seus antecessores (TM e ETM+/Landsat), pode discriminar melhor
certas classes de uso e cobertura da terra com respostas espectrais próximas.
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Roy et al. (2014) destacam a aplicação do sensor para fins de monitoramentos
ambientais e mapeamento de uso e cobertura da terra, com melhor capaci-
dade de separação entre solo exposto e vegetação não fotossinteticamente ativa,
bem como entre florestas perenifólias de outras tipologias de florestas sempre-verdes.

As resoluções espacial e temporal do OLI são as mesmas de seus anteces-
sores (30 metros e 16 dias, respectivamente), mas a resolução radiométrica é de 16
bits. Mais um ponto a ser destacado é que a banda do infravermelho próximo do
OLI é mais estreita do que a banda correspondente no ETM+, evitando a feição de
absorção pelo vapor de água em 0,825 µm (ROY et al., 2014).

O mapeamento de uma região urbana e peri-urbana, com os sensores TM e
OLI, em classificação baseada no pixel, resultou em acurácia global de 83,85% com
o TM e 86,15% com o OLI (POURSANIDIS et al., 2015). É destacado que a melhor
resolução radiométrica do OLI contribuiu para a separação das classes.

Nesse sentido, Pavanelli et al. (2014) também discutem que a resolução ra-
diométrica da imagem OLI (2014) favoreceu uma classificação temática com melhor
nível de acurácia, comparada com aquela feita a partir da imagem TM (2010), em
estudo na zona de contato entre floresta e savana de Roraima. A classificação pixel
a pixel com o OLI resultou em exatidão global de 89,01% e Kappa 0,86, enquanto
com o TM a exatidão global foi de 79,93% e Kappa 0,76.

Jia et al. (2014) usaram medidas texturais extraídas de imagens OLI e ETM+ para
comparar o desempenho entre os sensores para classificação de uso da terra em
Beijing, China. Ambas imagens foram adquiridas em maio de 2013 e foi assumido
que não houve drásticas alterações na paisagem entre o período de aquisição (7
dias). Os resultados mostram que a textura do OLI é mais fina na região do visível
e infravermelho próximo (VNIR), mas não apresenta melhoria significativa no
infravermelho médio (SWIR), em relação a do ETM+. As imagens do VNIR do
OLI são mais claras e contém mais informações texturais, especialmente no espectro
visível, contribuindo para a melhor classificação.

O uso de atributos derivados das bandas espectrais do OLI, tais como princi-
pais componentes multitemporais, conferiram exatidão global de 86,5% e Kappa
de 0,8 para classificação de treze temas em uma zona periurbana agrícola no
Azerbaijão, com o algoritmo Random Forest (EISAVI et al., 2015).
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Dessa forma, é notável o potencial do uso do sensor OLI para caracterização
de uso e cobertura da terra em diversas paisagens. Entretanto, espera-se classi-
ficações com maior exatidão e melhor distinção entre os temas ao se adicionar a
informação de retroespalhamento dos objetos, oriundos de dados SAR.

2.2 O sensor PALSAR-2/ALOS-2 e o estado da arte para a classificação
da paisagem

Em maio de 2014 foi lançado o satélite Advanced Land Observing Satelite-2 (ALOS-
2), carregando a bordo o sensor Phased Array L-band Synthetic Aperture Radar-2
(PALSAR-2) (ARIKAWA et al., 2014). Esse sensor dá continuidade à aquisição de
dados em banda L, após o final da operação do PALSAR 1, em 2011 (ROSENQVIST

et al., 2014).O PALSAR-2 deve contribuir com dados para a gestão de territórios
locais e em nível internacional, para manejo e exploração de recursos da Terra,
gestão de desastres, dentre outras aplicações nesse sentido (KANKAKU et al., 2009).

Este sensor opera em banda L (23 cm) com as possibilidades de selecionar polariza-
ções simples (HH/VV/HV), dual (HH+HV / VV+VH) ou full (HH+HV+VH+VV).
Há três modos de imageamento: Spotlight, Stripmap e ScanSAR (KANKAKU et al.,
2009).

O modo Spotlight tem resolução de 3 m em range e 1 m em azimute e pode
imagear com polarização simples. O ScanSAR tem resolução de 44,2 m a 95,1
m, podendo ser disponibilizado ao usuário nas polarizações simples e/ou dual.
Já o modo Stripmap é um pouco mais diversificado quanto aos produtos, po-
dendo apresentar imagens com resolução de 3 m, de polarizações simples e dual
(Ultra-fine), imagens com resolução de 6 m de polarizações simples, dual e full
(High-sensitive), ou ainda, imagens com resolução espacial de 10 m, também com
as três possibilidades de polarização (Fine).

Como até recentemente o sensor PALSAR do satélite ALOS-2 estava numa
fase de comissionamento, não há, ainda, registros científicos da qualidade cartográ-
fica e de aplicação temática desse produto-sensor. Contudo, traz-se logo a seguir,
as experiências tidas com sensores-radar, sobretudo de banda L, no delineamento
temático de uso e cobertura da terra, que ajuda a embasar e dar ciência da
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potencialidade que ora se direciona nessa dissertação.

A aplicação de dados em banda L, em variadas combinações de polarizações
e modos de imageamento, é descrita na literatura para diversas aplicações florestais,
como a caracterização da vegetação, estimativa de biomassa, detecção de desflo-
restamento e dinâmica de uso da terra.

A análise da correlação entre uma imagem σ0 JERS-1, banda LHH e imagens-fração
vegetação, solo e sombra derivados do Landsat-5/TM, em uma região com diferentes
tipologias de uso e cobertura da terra, incluindo florestas, savanas, áreas queimadas
e desflorestamento, levaram SHIMABUKURO et al. (2007) e Shimabukuro et al.
(2008) à conclusão de que os dados SAR e ópticos são altamente correlacionados.
Assim, os trabalhos destacam o potencial da banda L para o mapeamento nessa
região amazônica.

A utilização da simulação da banda L do MAPSAR, um radar proposto de
uma cooperação entre Brasil e Alemanha, para mapeamento de desflorestamentos
recentes na região do Tapajós, PA, indicou o potencial do uso das polarizações
HH+HV+VV para detecção de áreas desflorestadas (SANTOS et al., 2008). Segundo
estes autores a polarização dual VV+HV apresentou melhores resultados para
detecção de desflorestamentos recentes do que a polarização HH+HV.

Por sua vez, Li et al. (2012), utilizando a combinação de bandas C-HH e
-HV (RADARSAT-2) e L- HH e -HV (PALSAR/ALOS-1), não alcançaram resul-
tados satisfatórios para estratificação de fisionomias florestais de terra firme e de
igapós e sucessões secundárias no Estado do Pará.

Mitchell et al. (2014) compararam também as bandas C (RADARSAT-2) e
L (PALSAR/ALOS-1) através do uso de atributos texturais para classificação
de florestas naturais e manejadas na Tasmânia. Os resultados evidenciaram a
capacidade superior da banda L, em relação à C, na discriminação de tipos e
estruturas florestais, tanto nas áreas naturais quanto nas manejadas. A capacidade
de discriminação somente entre floresta e não-floresta também foi maior com a
banda L, mesmo com a adição de elementos texturais e topográficos à banda C.
Isso é devido ao fato de o comprimento de onda da banda L ter maior penetração
nos dosséis, resultando em interações da energia com os componentes da floresta
(galhos, troncos, etc.) e o solo. Por outro lado, a penetração limitada da banda
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C nos dosséis é uma desvantagem para o uso desse comprimento de onda nessa
aplicação.

Diferenças na relação entre biomassa e retroespalhamento na banda L
(PALSAR/ALOS-1) foram observadas entre florestas, bosques e bosques abertos
da Austrália (LUCAS et al., 2010). Tais diferenças são atribuídas às particularidades
estruturais de cada fitofisionomia, como densidade e distribuição das classes de
diâmetro e de altura das árvores. Sinais mais baixos de retorno dos bosques e
bosques abertos foram atribuídos à pouca interação das ondas na banda L com
galhos e ramos menores. Além disso, o dossel mais aberto pode ter contribuído para
o espalhamento do solo para outras direções que não no sentido do sensor.

Silva e Santos (2011) avaliaram o uso das imagens PALSAR/ALOS-1 no ma-
peamento de uma região do semi-árido brasileiro. Naquela oportunidade fizeram uso
dos algoritmos MaxVer-ICM e Wishart, envolvendo pares e/ou tripletes derivados
da matriz de covariância de imagens de amplitude PALSAR HH, HV e de uma
imagem sintética HH*HV. A abordagem Wishart resultou na acurácia global de
59,72% e Kappa de 0,50 para estratificação de classes de caatinga e de uso da terra.
Por outro lado, a classificação pelo MaxVer-ICM com o triplete das componentes
amplitude HH, HV e HH*HV, obteve melhores resultados com exatidão global de
66% e Kappa 0,58. Os autores destacam que a abordagem classificatória utilizada se
mostra eficiente dentro das limitações apresentadas pelas componentes de base dual
em banda L, devido à complexa interação dessa frequência com as sutis variações
nas fisionomias de caatinga.

Uma comparação entre algoritmos de classificação foi realizada por Shiraishi
et al. (2014), com a finalidade de investigar quais abordagens resultariam em
melhores classificações de uso e cobertura da terra na Indonésia. O estudo foi
conduzido baseado em um mosaico de séries temporais de imagens PALSAR com
polarizações HH e HV. Os resultados mostram que a classificação com o método
Random Forest produziu o melhor mapeamento temático, com exatidão global de
64,15%. Entretanto, quando a avaliação era decorrente da discriminação estrita
de floresta e não floresta, este método também se destacou como o melhor, com
exatidão global de 90,22%. Os autores também indicam o potencial do uso de séries
temporais para melhorar a classificação.

Também na região de floresta tropical da Indonésia, Bagan et al. (2010) uti-
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lizaram o algoritmo MaxVer sobre as quatro polarizações do PALSAR para
classificação de seis categorias genéricas de uso e cobertura da terra. Tal abordagem
conferiu-lhes uma exatidão global de 77,69% e Kappa 0,73. No entanto, ao utilizar a
abordagem subespaço e adição da matriz de coerência polarimétrica (T3) às quatro
bandas iniciais, a exatidão foi de 87,49% e o Kappa 0,84.

Outra abordagem descrita é o uso da classificação, por meio do método Wishart,
do atributo entropia (H), originado da decomposição polarimétrica do PALSAR
(DICKINSON et al., 2013). Tem-se que a classificação de uma savana arbórea da
Austrália atingiu a acurácia global de 79,7%, enquanto para uma floresta boreal e
outra de Pinus sp. nos Estados Unidos a exatidão alcançou valores mais baixos, de
47% e 40%, respectivamente.

A adição da coerência interferométrica ao retroespalhamento também se mostrou
eficiente para melhorar a classificação de uso e cobertura da terra nos arredores da
reserva florestal Tundi, na Índia. Parihar et al. (2014) obtiveram acurácia global
de 83,5% e Kappa 0,71 utilizando informações de retroespalhamento e imagens
de coerência em dados PALSAR de dezembro de 2007 e fevereiro de 2008. Nesse
sentido, a qualidade do mapeamento piorou com o intervalo temporal utilizado no
conjunto de dados. Para as informações interferométricas e de retroespalhamento
de dezembro de 2007 e março de 2008, a acurácia global foi de 79,1% e Kappa 0,66.

Por fim, destaca-se que é possível explorar as informações obtidas em banda
L para fins de caracterização da paisagem florestal e da resultante das atividades
antrópicas nela atuante. Isto é possível mesmo com as limitações impostas pela
interação entre o sinal-radar e as fitofisionomias em certos ambientes, ou ainda
decorrentes do produto em termos de polarizações disponibilizadas operacional-
mente ao usuário.

2.3 Sinergia entre dados SAR e óptico para mapeamento de cobertura
e uso da terra usando Random Forest

Dada a heterogeneidade das paisagens tropicais e a frequente cobertura de nuvens,
a integração entre dados ópticos e SAR é uma tendência para o mapeamento
da vegetação e de uso da terra (LU et al., 2012). Os sensores ópticos permitem
inferir sobre parâmetros biofísicos dos objetos na superfície terrestre por meio da
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reflectância. Os sensores SAR possibilitam extrair informações valiosas sobre a
estrutura dos alvos pelo retroespalhamento (LAURIN et al., 2013).

Segundo Prasad et al. (2011), quando explorados conjuntamente, os dados
ópticos e SAR provêm mais informações do que a simples soma da contribuição de
cada um dos sensores. Portanto, espera-se que a sinergia de tais dados melhore os
mapeamentos em relação ao uso isolado de cada um.

Xaud et al. (2010) destacam que as abordagens multisensor podem ser do
tipo substituição, complementação, calibração, intercalibração ou contextualização.
No contexto do presente estudo, o interesse principal é que os dados ópticos e SAR
se complementem, incorporando informações sobre a reflectância e geometria das
tipologias de vegetação e classes de uso da terra.

Muitos trabalhos procedem com a integração multisensorial a partir da fusão
de imagens por Análise das Componentes Principais, transformadas Wavelet
(PEREIRA et al., 2013; OTUKEI et al., 2015) ou de abordagens híbridas, com mais de
um método (LU et al., 2013; HONG et al., 2014). No entanto, tais abordagens requerem
a diminuição das variáveis, seja por seleção de atributos, seja por transformações
radiométricas, o que, por vezes, requer critérios subjetivos produzindo perda de
informação.

Nesse sentido, o Random Forest (RF) vem se destacando na comunidade científica
para fins de uso e cobertura da terra (GISLASON et al., 2006; RODRIGUEZ-GALIANO et

al., 2012). É um classificador robusto capaz de lidar um número grande de variáveis
de entrada, sem ter de eliminá-las. Adicionalmente, pode estimar a importância de
cada variável para o modelo classificatório.

A classificação pelo Random Forest consiste em subdividir aleatoriamente o
conjunto de dados em vários subconjuntos (BREIMAN, 2001). Cada subconjunto é
criado por uma amostragem com reposição de 2/3 do conjunto de dados, chamada
bootstrap, que dará origem a uma árvore de decisão. O restante não amostrado
(1/3), chamado out-of-bag, é usado para avaliação de erros modelo (Out-Of-Bag
Error - OOBE) e para medir a importância de cada variável de entrada. A cada nó
da árvore, um subconjunto, de m atributos, fixado para todos os nós, é selecionado
aleatoriamente e avaliado pelo conjunto OOB. O melhor atributo (com menor
OOBE) é escolhido para dividir o nó. Cada uma das árvores formadas contribui
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para a classificação final do objeto, por meio de um voto sobre qual classe o atributo
avaliado deve pertencer. Assim, o atributo é classificado de acordo com o maior
número de votos que receber.

Permutando, aleatoriamente, os valores de uma variável X j dentre as var-
iáveis fora do conjunto amostral (out-of-bag) tem-se novas estimativas do erro
OOBE. A somatória da diferença entre o erro estimado por permutação e medido,
para todas árvores, fornece uma métrica de quanto a ausência de cada variável
diminui, em média, a acurácia do modelo (Equação 2.1). Essa métrica se chama
decrescimento médio da acurácia (mean decrease in accuracy) e é utilizada para
medir a importância de cada variável para o modelo, de modo que as variáveis
com maior contribuição média para diminuição da acurácia do modelo são as mais
importantes.

V I(X j) = 1
ntree

∑
t

( ˜OOBEt
j −OOBEt

j) (2.1)

em que VI é a importância da variável X j, ntree é o número de árvores, a somatória
é sobre todas as árvores t, ˜OOBEt

j é o erro OOBE estimado pela permutação
aleatória dos valores da variável X j e OOBEt

j é o erro OOBE em cada árvore para
a variável.

A definição dos parâmetros m (mtry) e quantidade de árvores na floresta
(ntree) interfere na acurácia do modelo (BREIMAN, 2001). Os valores padrões de
mtry e ntree do pacote randomForest são a raiz quadrada do número total de
variáveis de entrada (

√
N) e 500 árvores, respectivamente. Breiman (2001) sugere

que este valor padrão de mtry chega a resultados quase ótimos, sendo utilizado
em diversos trabalhos para mapeamento com base em dados de sensoriamento
remoto (FORKUOR et al., 2014; MILLARD; RICHARDSON, 2015; AKAR; GÜNGÖR,
2015; SCHULTZ et al., 2015).

Com relação ao parâmetro ntree, não há acordo quanto a um número mín-
imo para alcançar o melhor desempenho (LAWRENCE et al., 2006; AKAR; GÜNGÖR,
2015; MILLARD; RICHARDSON, 2015), mas a importância das variáveis tende a
estabilizar com um número maior de árvores (LIAW et al., 2009). Dessa forma,
muitos trabalhos assumem o valor de 1000 (Van Beijma et al., 2014; SCHULTZ et al.,
2015; BANKS et al., 2015), pois este número de árvores não prejudica o modelo
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(BREIMAN, 2001) e florestas maiores não resultam em melhorias significativas na
acurácia do Random Forest (MILLARD; RICHARDSON, 2013; AKAR; GÜNGÖR, 2015).

Pal (2005) concluiu que o Random Forest atinge resultados comparáveis ao
algoritmo Support Vector Machines (SVM), com a vantagem de que necessita
escolher apenas dois parâmetros de entrada. Adam et al. (2014) compararam o
RF com SVM para mapeamento com onze classes na África do Sul com imagens
RapidEye. A classificação com RF atingiu exatidão global de 93%, enquanto com
SVM a exatidão foi de 91,8%.

Assim, muitos trabalhos usam o Random Forest para integração entre sen-
sores ópticos e SAR. Jhonnerie et al. (2015) empregaram o RF para classificação
de regiões de manguezais em Singapura a partir de dados Landsat-5/TM e
PALSAR/ALOS-1. A acurácia global atingiu 81,1% e Kappa 0,76 com as infor-
mações espectrais TM e PALSAR HH+HV.

Van Beijma et al. (2014) utilizaram sensores radar aerotransportados polarimétricos
em banda S e X e dados ópticos do Landsat-5/TM em uma região costeira no País
de Gales. A estratificação temática de cinco classes resultou em acurácia global de
78,2% e Kappa 0,71 quando todas as bandas derivadas dos sensores alimentaram
o modelo RF. As classes mapeadas foram areia, vegetação com dominância de
Salicornia sp., vegetação com dominância de Spartina anglica, sapal e pastagem
natural de Juncus maritimus.

Dessa forma, para fins de classificação de uso e cobertura da terra em áreas
de tensão ecológica, como a existente no estado de Roraima, o uso do classificador
Random Forest pode ser bastante interessante. O classificador poderá maximizar o
uso das informações extraídas dos sensores OLI e PALSAR-2, indicando quais das
variáveis de entrada foram as mais relevantes no processo de classificação.
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3 MATERIAL E MÉTODOS

3.1 Área de estudo

A região estudada apresenta o contato abrupto entre fisionomias florestais e de
savanas, o lavrado, além da ocupação humana para fins agropecuários, propiciando
certa dinâmica de uso e conversão de cobertura da terra. Dada a complexidade da
paisagem e a constante ocorrência de nuvens, sua caracterização por sensoriamento
remoto se torna uma tarefa difícil somente com dados ópticos.

Situada no extremo norte da Amazônia brasileira, no estado de Roraima, a
área de estudo é delimitada pelas coordenadas UTM WGS84 20N x = 706361,373,
y = 299450,648 (superior esquerdo) e x = 739667,830, y = 265998,627 (inferior
direito) (Figura 3.1). Com área de 1260 km2, compreende uma porção dos município
de Mucajaí, Alto Alegre e Boa Vista. Os principais cursos d’água são Rio Branco
e seu afluente Rio Mucajaí, que faz a divisa de Mucajaí (sudoeste) e Boa Vista
(nordeste). Há uma clara separação entre a região florestal (inferior esquerda) e
savânica (superior direita), cortadas pelo Rio Mucajaí.

Segundo a classificação de Köppen, a região se encontra sob o domínio Awi
(BARBOSA, 1997), caracterizado pelo clima do tipo tropical chuvoso com nítida
estação seca entre dezembro e março, época a qual, segundo Silva et al. (2006), é
propícia à ocorrência de incêndios florestais. A amplitude térmica entre as médias
do mês mais quente e do mês mais frio é inferior a 5 ◦C, com médias de temperatura
e precipitação de 28 ◦C e 2000 mm, respectivamente.

O relevo é predominantemente plano (66%), seguido de suave ondulado (29%) e
ondulado (3%). Os solos predominantes na região são do tipo Gleissolo Háplico
(48%), Latossolo Vermelho-Amarelo (38%), Latossolo Amarelo (9%) e Argissolo
Vermelho-Amarelo (5%) (IBGE-EMBRAPA, 2001).

A vegetação é composta por Floresta Estacional Semidecídua Submontana em
contato com Floresta Ombrófila, Floresta Estacional Semidecídua Aluvial, Camp-
inarana Arborizada sem Palmeiras, Vegetação Secundária com e sem Palmeiras em
região de Floresta Estacional Semidecídua, Savana Gramíneo-Lenhosa sem floresta
de Galeria e Savana Parque com Floresta de Galeria, caracterizando uma região de
tensão ecológica (IBGE, 2005).
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Figura 3.1 - Localização da área de estudo no estado de Roraima. A imagem OLI/Landsat-
8 foi adquirida em 06/02/2015 (composição R5G4B6).

A biodiversidade no lavrado é ameaçada pelas grandes extensões de agricul-
tura comercial em expansão (soja, arroz irrigado e silvicultura), fazendo com que
as terras indígenas tenham papel fundamental para preservação dos ecosistemas
savânicos (BARBOSA et al., 2007). A ocupação do lavrado por fazendas de criação
extensiva de gado desde o século XIX levou à implantação dos assentamentos sobre
as regiões de floresta, causando uma relação entre o ritmo de chegada de famílias
colonas e o desmatamento (BARBOSA, 1993).

Alguns trabalhos destacam que o abandono de lotes pelas famílias benefi-
ciárias é um prática comum, levando a um processo de reconcentração da terra,
ainda que de forma ilegal (BARBOSA, 1993; MELO et al., 2008; LACERDA et al.,
2015). Apesar disso, tal prática de abandono é uma estratégia de sobrevivência das
famílias assentadas que não são assistidas pelos órgãos competentes (BARBOSA,
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1993; SANTOS, 2013). O abandono dos lotes, por vezes, resulta em regeneração da
vegetação, levando à formação de capoeiras (vegetação secundária).

A agricultura nos assentamentos e colônias da região é baseada na técnica de
derrubada e queima, e a subsequente utilização das culturas de arroz, mandioca,
feijão, milho, pequena criação de animais e alguns Sistemas Agroflorestais (SAF)
(ALMEIDA, 2012). A produção bovina de Mucajaí conta com cerca de 220 pequenos
pecuaristas (média de 40 cabeças), 80 médios pecuaristas (média de 216 cabeças)
e 23 grandes pecuaristas (média de 1.208 cabeças), sendo que somente 16% do
rebanho é mantido pelos pequenos pecuaristas (BENDAHAN et al., 2009).

3.2 Dados de sensoriamento remoto utilizados

3.2.1 Landsat CDR

Foi utilizado neste trabalho o produto de reflectância de superfície do Landsat
Climate Data Record (Landsat CDR), que consiste em um produto nível 2A
gerado automaticamente pelo Landsat Ecosystem Disturbance Adaptive Processing
System (LEDAPS) (MASEK et al., 2006), a partir da rotina de correção atmosférica
do MODIS, aplicada aos dados Landsat nível 1T (com correção radiométrica e
ortorretificados com pontos de controle no terreno).

Para a correção atmosférica do Landsat CDR é utilizado o modelo de trans-
ferência radiativa 6S (Second Simulation of a Satellite Signal in the Solar
Spectrum). O produto CDR acompanha uma máscara de nuvens, sombra de nuvens,
água e neve gerada pelo algoritmo ”cfmask” (ZHU; WOODCOCK, 2012), que utiliza
informações espectrais de todas as bandas ópticas e termais para estimar as áreas
a serem mascaradas. Foram utilizadas as máscaras de nuvens e sombra de nuvens
nas operações envolvendo apenas os dados ópticos.

Vuolo et al. (2015) compararam o produto CDR com cenas corrigidas pelo
método ATCOR-2 em uma região semiárida europeia e concluíram que há con-
sistência entre os valores de reflectância gerados automaticamente e manualmente.
O Landsat CDR foi utilizado na Amazônia brasileira para estudos com vegetação
secundária na FLONA Tapajós (GALVÃO et al., 2015) e mudanças na cobertura
vegetal em várzeas do Baixo Amazonas (FRAGAL et al., 2016).
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O produto CDR utilizado neste trabalho foi derivado de uma imagem do
sensor Operational Land Imager (OLI), a bordo do satélite Landsat-8, órbita 232
e ponto 58, de 06/02/2015, com 30 metros de resolução espacial, obtida da base
de dados do USGS. Foram empregadas as bandas 2 (0,45 a 0,515 µm), 3 (0,525 a
0,60 µm), 4 (0,63 a 0,68 µm), 5 (0,845 a 0,885 µm), 6 (1,56 a 1,66 µm) e 7 (2,11
a 2,29 µm). É necessário aplicar um fator de escala de 0,0001 em todas as bandas
disponibilizadas no formato tiff pelo USGS, a fim de obter o valor de reflectância
de superfície, pois as imagens têm valores entre 0 e 10.0001.

3.2.2 PALSAR-2/ALOS-2

O satélite ALOS-2 foi lançado em maio de 2014 carregando a bordo o sensor
PALSAR-2 (Phased Array type L-band Synthetic Aperture Radar) (KANKAKU et

al., 2015). A missão dá continuidade à aquisição de dados SAR em banda L, após o
final da operação do PALSAR 1, em 2011 (ROSENQVIST et al., 2014).

O PALSAR-2 pode imagear com diferentes configurações em banda L, como
modo Spotlight, Stripmap (Ultrafine, High Sensitive e Fine) e ScanSAR (Normal e
Wide), com resolução em azimute de 1 a 100 metros, ângulo de incidência de 8 a 70
graus e em polarização simples (HH ou HV ou VV), dual (HH+HV ou VV+VH)
ou completa (HH+HV+VH+VV).

Neste trabalho foi utilizado o produto PALSAR-2, modo Stripmap Fine, com
polarização dual HH+HV, descendente, ângulo de visada de 32,5 ◦ e nível de
processamento 1.5 em formato CEOS, obtida pelo serviço de venda de imagens
PALSAR-2 da empresa Pasco. Neste nível, as imagens em amplitude já sofreram
processamento multi-look (2 looks) de modo a obter espaçamento de pixel de 6,25
m, conversão de slant range para ground range e geocodificação ou georreferencia-
mento. Optou-se na escolha da imagem pelo produto georreferenciado com sistema
de coordenadas UTM datum WGS84 zona 20N, mesma projeção da imagem OLI.
O imageamento foi feito no dia 23 de fevereiro de 2015.

1http://landsat.usgs.gov/documents/provisional_l8sr_product_guide.pdf
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3.3 Dados de campo

O levantamento das classes temáticas da paisagem foi realizado em duas etapas
de campo, realizadas em maio de 2014 e janeiro/fevereiro de 2015. A precipitação
diária no período de 06/01/2015 (trinta dias antes do imageamento OLI) até o dia
23/02/2015 (imageamento PALSAR-2) é mostrado na Figura 3.2.

Os dados de chuva foram obtidos na plataforma online do Instituto Nacional
de Meteorologia (INMET)2, coletados na estação automática de Boa Vista/RR.
Os dados do INMET revelam precipitação acumulada de apenas 7,1 mm nesse
intervalo de tempo. Esta informação é relevante, pois a presença de umidade na
superfície devido às chuvas diminuiria o retroespalhamento dos alvos, resultando
em um efeito indesejado para a classificação temática com dados SAR.

Da mesma forma, a ocorrência de chuvas é uma condicionante fisiológica para a
vegetação, principalmente para as formações mais abertas de savana (Ex. campos
limpos e campos sujos - Tabela 3.1, itens 5 e 6). Isso faz com que, no caso óptico,
haja diminuição da reflectância no infravermelho e aumento no vermelho pela
menor atividade fotossintética dessas tipologias vegetacionais. A resposta dos solos,
mais expostos, tendem a contribuir para a resposta espectral da tipologia vegetal,
juntamente com o material fotossinteticamente não ativo do substrato graminóide.
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Figura 3.2 - Precipitação diária e datas de imageamento do OLI e PALSAR-2.

Para o levantamento das classes temáticas, foram utilizados um GPS Garmin

2http://www.inmet.gov.br/portal/index.php?r=estacoes/estacoesautomaticas
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62sc para coleta das coordenadas das classes, uma câmera Canon t3i para registro
fotográfico das classes e anotações de campo para descrever os atributos classifi-
catórios relacionados aos pontos de GPS.

Os pontos de GPS foram importados no Sistema de Informações Geográficas
(SIG) livre QGIS para que polígonos representativos de cada classe fossem desen-
hados para compor um conjunto de amostras de treinamento e de validação (30%
dos polígonos). Estes polígonos foram feitos com base nas imagens de alta resolução
espacial da base de dados Google Earth. Ao todo, foram coletados 719 pontos das
classes no campo e 323 polígonos foram desenhados.

As classes de uso e cobertura da terra levantadas em campo e mapeadas neste
trabalho são: (1) agricultura, (2) água, (3) campinarana, (4) campo cerrado, (5)
campo limpo, (6) campo sujo, (7) capoeira inicial (SS1), (8) capoeira intermediária
(SS2), (9) cerrado queimado, (10) cerrado Strictu Sensu (cerrado SS), (11) floresta,
(12) pasto limpo, (13) pasto sujo, (14) silvicultura, (15) silvicultura cortada, (16)
solo exposto e (17) veredas. Uma breve descrição das fisionomias vegetacionais e
caracterização das tipologias de uso da terra são mostradas na Tabela 3.1.

Tabela 3.1 - Descrição e fotografias das classes e levantadas em campo e mapeadas no
trabalho.

id Classe Descrição Foto

1 Agricultura
Áreas com monoculturas
perenes ou anuais (ex.
soja).

2 Água
Corpos d’água presentes
na região (ex. Rio Muca-
jaí).

Continua na próxima página
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Tabela 3.1 – continuação da página anterior
id Classe Descrição Foto

3 Campinarana

Manchas de vegetação
arbóreo-arbustivas (max.
2-3m) associadas a áreas
limpas de solo arenoso.
Formação não florestada
dadas limitações edáfi-
cas.

4
Campo Cer-
rado

Formação savânica com
componentes arbustivo-
arbóreos esparsos e um
componente graminoide
contínuo, sujeita ao fogo
anual.

5
Campo
Limpo

Formação estritamente
graminóide, sem pre-
sença de árvores ou
arbustos.

6 Campo Sujo

Formação consti-
tuída por um estrato
graminoide entremeada
por arbustos isolados.

Continua na próxima página
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Tabela 3.1 – continuação da página anterior
id Classe Descrição Foto

7
Capoeira
Inicial (SS1)

Vegetação em estágio
inicial de sucessão se-
cundária, geralmente
associado ao abandono
de áreas agrícolas ou
pastagens. Pode durar
de cinco a dez anos,
dependendo do grau
de degradação do solo
e escassez de fonte de
propágulos (SALOMÃO et

al., 2012).

8
Capoeira In-
termediária
(SS2)

Vegetação em estágio de
sucessão intermediário
entre cinco e vinte anos,
com altura média de
dossel de 8 m e DAP de
9 cm (SALOMÃO et al.,
2012).

9
Cerrado
Queimado

Formação de savana com
cicatrizes de queimada
no momento do trabalho
de campo.

Continua na próxima página
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Tabela 3.1 – continuação da página anterior
id Classe Descrição Foto

10
Cerrado
Stricto
Sensu

Savana arbórea-
arbustiva adensada
com árvores menores do
que 12 m.

11 Floresta

Formações de Floresta
Estacional Semidecídua
Submontana em contato
com Floresta Ombrófila
e de Floresta Estacional
Semidecídua Aluvial

12 Pasto Limpo

Área destinada para
pastagem plantada
na porção florestal da
paisagem.

13 Pasto Sujo

Pastagem entremeada
por espécies invasoras de
porte herbáceo-arbustivo
e/ou palmeiras (pasto
degradado/abandonado).

Continua na próxima página
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Tabela 3.1 – continuação da página anterior
id Classe Descrição Foto

14 Silvicultura
Monoculturas de Aca-
cia mangium Willd
degradadas.

15
Silvicultura
Cortada

Áreas de monocultura de
Acacia mangium Willd
cortada e em processo de
rebrota no momento do
trabalho de campo.

16
Solo Ex-
posto

Área sem vegetação ou
cobertura do solo, geral-
mente preparada para
agricultura ou obras (ex.
habitação urbana).

17 Veredas

Formação do Cerrado
que ocorre nas florestas
de galeria caracteri-
zada pela presença da
palmeira Buriti (Mau-
ritia flexuosa Mart.) e
agrupamentos de espé-
cies arbustivo-herbáceas.
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3.4 Procedimentos metodológicos

As etapas de pré-processamento e processamento dos dados utilizados são evidenci-
adas pelo fluxograma metodológico (Figura 3.3).
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Figura 3.3 - Fluxograma metodológico.

3.4.1 Processamento das imagens

As bandas do OLI/Landsat-8 CDR foram convertidas para imagens de reflectância
de superfície pela multiplicação de cada banda pelo fator de escala de 0,0001 em
ambiente R. A partir das imagens de reflectância foram calculados os índices de
vegetação EVI (Equação 3.1) e NDVI (Equação 3.2), usados também na classificação
temática da paisagem.

EV I = 2, 5 ∗ ρNIR(b5OLI) − ρRED(b4OLI)
ρNIR(b5OLI) + 6 ∗ ρRED(b4OLI) − 7, 5 ∗ ρBLUE(b2OLI) + 1

(3.1)
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NDV I = ρNIR(b5OLI) − ρRED(b4OLI)
ρNIR(b5OLI) + ρRED(b4OLI) (3.2)

em que, ρ RED (b4OLI) é a reflectância na banda 4 do OLI, correspondente ao
vermelho, ρ NIR (b5OLI) é a reflectância na banda 5 do OLI, correspondente ao
infravermelho próximo e ρ BLUE (b2OLI) é a reflectância na banda 2 do OLI,
correspondente ao azul.

Importante observar que em mapeamentos da região dos Cerrados, no oeste
do estado da Bahia, séries temporais de produtos de EVI foram usadas para
mapeamento de uso e cobertura da terra (BORGES; SANO, 2014). Van Beijma et
al. (2014), Jhonnerie et al. (2015) e Akar e Güngör (2015) utilizaram o NDVI,
juntamente com valores de reflectância de bandas, métricas texturais e outros
índices espectrais para classificação de vegetação pelo algoritmo Random Forest, de
mineração de dados.

Por sua vez, no presente trabalho, as imagens HH e HV do PALSAR-2 foram
processadas com o aplicativo livre Sentinel 1 Toolbox 1.1.1 (STB1), da Agência
Espacial Europeia (European Space Agency - ESA). Até o momento do proces-
samento dos dados SAR, este era um dos poucos softwares com suporte para
dados PALSAR-2 CEOS 1.5 Dual. Como este produto já apresenta certo nível de
processamento, as etapas realizadas no STB1 foram a filtragem de efeito speckle e
extração dos atributos texturais.

Para redução do speckle foram testados os filtros de Lee e Frost, com as
janelas 3x3, 5x5, 7x7, 9x9, 11x11 e 13x13 pixels. O filtro Lee 3x3 foi escolhido com
base na análise do coeficiente de variação e número equivalente de looks sobre uma
área homogênea de floresta e na avaliação visual de degradação das bordas das
fisionomias. Foi também levado em conta, para a escolha de um tamanho de janela
mais suave, a transição natural entre classes que ocorrem na paisagem e o reduzido
tamanho de alguns fragmentos de classes.

Após a filtragem foram extraídas as métricas texturais de cada polarização
baseadas na matriz de co-ocorrência de níveis de cinza (Gray-level co-occurrence
matrix - GLCM) em uma janela de 5x5. O STB1 permite o cálculo de dez
métricas: média, variância, contraste, entropia, energia, dissimilaridade, correlação,
homogeneidade, segundo momento angular e máximo coeficiente de correlação.
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Diversos trabalhos mostram que o uso de razão, adição ou subtração de ban-
das, bem como índices a partir das polarizações, auxiliam no mapeamento de uso e
cobertura da terra com dados SAR (GUERRA et al., 2010; AVTAR et al., 2012; LI et al.,
2012). Entretanto Silva e Santos (2011) não encontraram melhoria estatisticamente
significativa na classificação adicionando a multiplicação das imagens amplitude
HH*HV ao conjunto de bandas usados para classificação no semiárido.

A fim de maximizar o uso das duas polarizações, foram geradas novas bandas
sintéticas a partir das bandas HH e HV para entrada nos modelos de classificação:
HH+HV (GUERRA et al., 2010; LEHMANN et al., 2011), HH-HV (DONG et al., 2012;
LONGÉPÉ et al., 2011), HH/HV e HV/HH (AVTAR et al., 2012), além do índice NL
= (HH*HV)/(HH+HV), utilizado por Lu et al. (2013), chamado aqui de SAR_IND.

Após realizado os processamentos necessários e geradas as métricas texturais
do SAR, bandas sintéticas e índices espectrais, os dados oriundos do OLI e
PALSAR-2 foram reamostrados para pixels de 10 metros, corregistrados com base
na imagem OLI (RMSE = 0,63 pixel) e recortados para a área de estudo. A
reamostragem dos pixels para compatibilizar as imagens foi realizada pelo método
vizinho mais próximo e a escolha do tamanho do pixel se deu de modo a não
degradar demais a imagem PALSAR-2, e afetar os pixels de 30 m do OLI sem gerar
deslocamentos das bordas dos pixels ou criação de novos valores. Com as imagens
compatibilizadas pôde-se iniciar as etapas de classificação e avaliação dos mapas
temáticos, baseados nas informações coletadas em campo.

3.4.2 Classificação isolada e em conjunto dos produtos OLI e PALSAR-2

A partir deste ponto, todas as etapas para classificação, validação, geração dos
mapas e gráficos foram executadas em ambiente R (TEAM, 2014), utilizando os
pacotes raster (HIJMANS et al., 2015), maptools (LEWIN-KOH et al., 2012), GIStools
(BRUNSDON; CHEN, 2014) e randomForest (LIAW et al., 2009).

Primeiramente, foi criado um layer stack com todas as bandas e, com base
nas amostras de treinamento, uma tabela foi gerada com os valores dos pixels de
cada classe para cada banda. Esta tabela serviu para alimentar 18 modelos de
classificação, assim como feito por Van Beijma et al. (2014), utilizando o minerador

29



de dados Random Forest. Seis modelos foram gerados apenas com dados SAR, seis
com dados ópticos e seis com dados ópticos e SAR (Tabela 3.2). Ao todo, foram
utilizadas 35 bandas de entrada para classificação temática de uso e cobertura da
terra, sendo as seis bandas e dois índices espectrais do OLI e as duas polarizações,
cinco bandas sintéticas e vinte métricas de textura do PALSAR-2.

Tabela 3.2 - Combinação das variáveis (bandas) utilizadas para classificação (modelo RF).
Colunas marcadas com X indicam as variáveis presentes em cada modelo
de classificação. Modelos 1 a 6 são compostos apenas com produtos SAR.
Modelos 7 a 12 são alimentados apenas com bandas ópticas. Modelos 13 a 18
são híbridos.

Variáveis de entrada modelo RF
1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18

SAR

HH_Amplitude X X X X X X X X
HV_Amplitude X X X X X X X X
HH_Textura X X X X X X
HV_Textura X X X X X X
HH+HV X X X X
HH-HV X X X X
HH/HV X X X X
HV/HH X X X X
HH_HV_index X X X X X X

Óptico

OLI_2 X X X X X X X
OLI_3 X X X X X X X
OLI_4 X X X X X X X X X
OLI_5 X X X X X X X X
OLI_6 X X X X X X X
OLI_7 X X X X X X X
NDVI X X X X X X
EVI X X X X X X

Número de variáveis 2 11 11 22 5 27 3 3 3 6 8 2 3 7 8 28 31 35

O Random Forest é dependente de dois parâmetros de entrada: o número de
árvores na floresta (ntree) e número de variáveis utilizadas em cada nó (mtry).
Na literatura são descritos alguns esforços buscando otimizar conjuntamente estes
dois parâmetros de calibração, a fim de reduzir o erro OOBE e produzir melhores
resultados (RODRIGUEZ-GALIANO et al., 2012; JHONNERIE et al., 2015; EISAVI et al.,
2015).

A abordagem utilizada para calibração dos modelos neste trabalho foi adap-
tada de Eisavi et al. (2015) e consistiu em aplicar o algoritmo Random Forest para
cada um dos 18 modelos com 100, 200, 300 ... 1000 árvores e 1, 2, 3 ... N valores de
mtry, em que N é o número de bandas em cada modelo. Dentre todas as florestas
criadas, aquela com o menor erro OOBE foi utilizada para classificação. Ex., o
RF1, com duas bandas, rodou com 100 a 1000 árvores (de 100 em 100) e mtry 1
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e 2, totalizando 20 modelos, enquanto o RF18, com 35 bandas, rodou da mesma
forma com 100 a 1000 árvores e mtry de 1 a 35, somando 350 modelos. Portanto,
foram testadas todas as combinações de valores demtry com 10 tamanhos de floresta.

As classificações foram avaliadas por meio da acurácia global (Equação 3.3)
e estatística Kappa (CONGALTON; GREEN, 1999), obtida a partir das matrizes de
confusão (Equação 3.4).

OA =

c∑
i=j

nij

n
(3.3)

em que c é o número de classes, n o número total de unidades amostrais, nij ele-
mentos da diagonal da matriz.

k = θ1 − θ2

1− θ2
(3.4)

em que θ1 é a exatidão total observada (Equação 3.3) e θ2 é a exatidão calculada
aleatoriamente (Equação 3.5).

θ2 =

c∑
i=j

Xi+X+j

n2 (3.5)

em que i+ é a soma na linha i e +j é a soma na coluna j.

Os valores de Kappa foram comparados pelo teste Z (Equação 3.6) para avaliar
se os resultados apresentaram diferenças estatísticas significativas entre si, como
realizado por Silva e Santos (2011).

Z = K2 −K1√
V arK1 + V arK2

(3.6)

em que K1 e K2 são valores de kappa e V arK1 e V arK2 suas respectivas variâncias,
calculadas conforme a Equação 3.7.
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V arK = 1
n

[
θ1(1− θ1)
(1− θ2)2 + 2(1− θ1)(2θ1θ2 − θ3)

(1− θ2)3 + (1− θ1)2(θ4 − 4θ2
2)

(1− θ2)2

]
(3.7)

em que θ3 e θ4 são mostrados nas Equações 3.8 e 3.9, respectivamente.

θ3 =

c∑
i=j

Xij(Xi+ +X+j)

n2 (3.8)

θ4 =

c∑
i=1

c∑
j=1

Xij(Xi+ +X+j)2

n3 (3.9)

Os scripts montados para classificação, confecção dos mapas e validação se encon-
tram nos Apêndices A, B e C.
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4 RESULTADOS E DISCUSSÃO

Nesta seção são apresentados os resultados gerais dos modelos de classificação e
discutidos os resultados dos melhores modelos, quando utilizadas apenas as bandas
do sistema óptico e do SAR de forma isolada, bem como a combinação das métricas
ou variáveis de entrada desses dois sistemas sensores (Tabela 3.2).

Com relação aos parâmetros de calibração, somente dois modelos obtiveram
menor erro OOBE com o padrão de 500 árvores: o 3 e o 17 (não mostrado). Os
valores padrões de mtry chegaram a resultados ótimos em 7 modelos: 1, 7, 8, 10,
12, 13, 15. Portanto, a combinação de 500 árvores com

√
N não produziu nenhum

resultado ótimo com menor OOBE, tal como verificado em Odindi et al. (2014),
sugerindo a importância de calibração dos parâmetros de entrada para o Random
Forest.

Na Tabela 4.1 são mostrados os valores da estatística Kappa, variância do Kappa,
acurácia global e tempo de processaento em horas dos modelos, evidenciando as
melhores classificações de cada conjunto de dados (SAR, óptico e SAR+óptico).

As melhores classificações, em geral, foram obtidas a partir da integração dos

Tabela 4.1 - Resultados das métricas de avaliação estatística dos modelos classificatórios.

Modelo RF
Acuráca
Global (%)

Índice
Kappa

Variância
do Kappa

Processamento
(horas)

SAR

1 30,46 0,238 9,73393e-06 1,6
2 36,23 0,296 1,063926e-05 17,4
3 38,88 0,328 1,071825e-05 17,1
4 44,60 0,390 1,136159e-05 61,1
5 29,95 0,232 9,649894e-06 7,7
6 44,54 0,389 1,135425e-05 56,9

OLI

7 57,01 0,527 1,121606e-05 1,2
8 68,94 0,658 1,002964e-05 1,0
9 67,89 0,646 1,018479e-05 1,0

10 76,88 0,744 8,427037e-06 2,1
11 76,86 0,743 8,451471e-06 3,2
12 56,57 0,523 1,151954e-05 0,7

SAR+OLI

13 67,29 0,638 1,056907e-05 2,5
14 67,43 0,639 1,057313e-05 7,6
15 82,96 0,810 6,854476e-06 4,2
16 82,61 0,806 6,97785e-06 46,5
17 82,15 0,801 7,117033e-06 53,9
18 82,41 0,804 7,046165e-06 69,7
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sensores OLI e PALSAR-2, o que está de acordo com a literatura (NA et al., 2015;
JHONNERIE et al., 2015) e confirma a hipótese testada, seguidos das classificações
usando somente a imagem OLI. O modelo 15 atingiu os melhores resultados
estatísticos.

A comparação entre os índices Kappa de cada modelo de classificação, por meio
do teste Z, e sua significância estatística são mostradas na Tabela 4.2. Pode-se
destacar que, apesar de o modelo 15 (composto pelas bandas espectrais do OLI e
imagens em amplitude HH e HV do PALSAR-2) apresentar o melhor desempenho
classificatório, os modelos 15, 16, 17 e 18 (estes três últimos formados pelas
bandas espectrais inclusas no 15 e demais métricas extraídas dessas bandas) não
apresentam diferenças estatísticas significativas de valores Kappa entre si.

A adição de texturas GLCM, razão de bandas e índices espectrais não resul-
tou em melhor desempenho de caracterização de uso e cobertura da terra na região
de tensão ecológica de Roraima quando considerada a integração OLI e PALSAR-2.
O tempo computacional empreendido no modelo 15 foi de 4,2 horas, enquanto
os modelos 16, 17 e 18 gastaram 46, 54 e 69 horas, respectivamente. Assim, um
resultado melhor pôde ser atingido com menos informações de entrada garantindo
maior eficiência computacional.

Os modelos 13 e 14 (apenas com métricas extraídas do OLI e PALSAR-2)
não apresentaram diferenças significativas quando comparados ao modelo 9,
composto pelas bandas 4, 5 e 7 do OLI. Dentre os modelos formados apenas pelos
dados ópticos, os de número 12 (NDVI e EVI) e 7 (bandas 2, 3 e 4 - visível) não
apresentaram diferença significativa entre si, bem como os modelos 10 (todas as 6
bandas espectrais) e 11 (10 + NDVI e EVI).

Quando considerados somente os atributos SAR, os modelos 6 (todas as 22
bandas) e 4 (amplitude e texturas HH e HV) não foram significativamente
diferentes, como também ocorreu com os modelos 5 (apenas índices SAR) e 1
(amplitude HH e HV). Zhu et al. (2012) empregaram oito métricas texturais para
cada polarização HH e HV do PALSAR/ALOS-1 numa região urbana e periurbana.
Ao contrário do encontrado para a região de Roraima, os autores obtiveram uma
melhoria significativa na exatidão global, de 31% com as imagens HH e HV em dB
para 72% com a adição das texturas.

A adição de índices espectrais ópticos e métricas texturais e índices SAR não
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conferiu melhores resultados quando PALSAR-2 e OLI foram classificados con-
juntamente, bem como à classificação das bandas 2 a 7 do OLI. Somente no caso
do PALSAR-2 isolado a adição de texturas GLCM contribui para um resultado
melhor, ainda assim, aquém do desempenho classificatório OLI e OLI+PALSAR-2.

A seguir serão apresentados os resultados e discussões dos modelos 4 (PALSAR-2),
10 (OLI) e 15 (PALSAR-2 + OLI).

4.1 Classificação PALSAR-2/ALOS-2

Dentre as classificações utilizando somente dados do PALSAR-2 e derivados, o
modelo 4 foi o que apresentou maior acurácia global e índice Kappa. Este modelo
foi composto pela combinação das imagens em amplitude e atributos texturais,
somando 22 variáveis de entrada. Os parâmetros ntree e mtry que conferiram
o menor erro OOBE na calibração do modelo foram 900 árvores e 10 variáveis,
respectivamente. O tempo computacional exigido para calibração e classificação foi
de 61 horas.

A importância das bandas para classificação é mostrada na Figura 4.1. Na
Figura 4.2 são plotados os valores das amostras das classes com maior acerto
relativo, no espaço de atributos das duas bandas mais importantes. A análise da
importância das variáveis sugere que os atributos texturais contribuem mais para o
modelo do que as imagens em amplitude, indicando o potencial das imagens-textura
para melhorar o desempenho classificatório de imagens SAR.

Os atributos texturais média e variância foram os principais, com diminuição média
do erro de 23% e 20%, respectivamente. Essas métricas homogenizam os valores de
resposta das diferentes classes, contribuindo para a caracterização das tipologias.
A contribuição maior de imagens-textura derivadas da banda HV se dá pela maior
interação e capacidade de separabilidade de classes de vegetação nessa polarização.

No trabalho de Van Beijma et al. (2014), as decomposições polarimétricas apre-
sentaram maior importância em relação às imagens de intensidade. Segundo Xaud
(2013), as imagens de textura foram muito utilizadas, principalmente antes do
uso de imagens polarimétricas, que possibilitam outras alternativas de extração de
informações de imagens SAR. Adicionalmente, o autor sugere a geração de texturas
quando não é possível a decomposição polarimétrica (com quatro polarizações e
fase), a fim de aumentar a separabilidade das classes.
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Figura 4.1 - Importância das bandas no modelo Random Forest 4 - PALSAR-2. O eixo x
é a medida de decrescimento médio da acurácia (mean decrease in accuracy),
normalizada entre 0 e 1.

Figura 4.2 - Espaço de atributos das duas melhores bandas (HV_Mean e HV_Variance)
do modelo 4 com as classes de maior acurácia do produtor (água, campo limpo
e silvicultura).
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O mapa gerado com essa combinação de bandas é apresentado na Figura
4.3. A matriz de confusão é mostrada na Tabela 4.3 com valores de Kappa = 0,39
e OA = 44,6%.

Quando comparadas às classificações temáticas utilizando dados ópticos, o emprego
de dados SAR geralmente resulta em menores índices Kappa e Acurácia Global.
No entanto a adição de imagens-textura e índices, como o NL (SAR_IND), pode
melhorar as classificações (LI et al., 2012).

Lu et al. (2013) obtiveram um valor de Kappa de 0.39 e acurácia global de
45% classificando as imagens HH e HV do PALSAR/ALOS-1 com o NL n região
da Rodovia Transamazônica (BR-230), entre Altamira e Brasil Novo, PA. Li
et al. (2012), na mesma região e sensor, obtiveram valores de kappa entre 0,29
classificando somente a imagem HH e 0,46 quando adicionada a textura ao HH. As
classificações com NL ficaram em torno de 0,34. Os valores obtidos neste trabalho
estão de acordo com o encontrado na literatura, destacando que a região roraimense
se caracteriza pela tensão ecológica, onde há uma complexidade de domínios maior
do que as áreas estudadas nos outros trabalhos.

Com base na porcentagem de pixels corretamente classificados, de acordo com a
referência (acurácia do produtor - PA), “silvicultura” (95%), “água” (83,72%) e
“campo limpo” (82,53%) apresentaram as melhores discriminações temáticas com
os dados em banda L. Entretanto, há confusão entre as classes “silvicultura” e
“floresta”, bem como entre “campo limpo” e “água”.

As bandas que mais contribuíram para a classe “silvicultura” foram HV_-
Mean e HV_Correlation. Essas métricas texturais obtidas da polarização HV são a
medida do valor médio dos pixels em uma vizinhança (neste trabalho adotada como
5x5), no caso da HV_Mean, e HV_correlation é uma medida da dependência linear
do pixel em relação à vizinhança, onde 1 indica correlação positiva máxima en-
tre os pixels vizinhos, -1 a correlação negativa e 0 sem correlação (FERGUSON, 2007).

Polarizações cruzadas, como HV, são mais sensíveis às fisionomias florestais,
especialmente em banda L (SANTOS et al., 2000; LI et al., 2012). Dessa forma, as
imagens GLCM de média e correlação são importantes para identificação das
áreas de cultivos de acácia. Assim como as florestas naturais, as plantações de
acácia também apresentam uma densidade de troncos e galhos de alta resposta
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Tabela
4.3

-M
atriz

de
confusão

do
m
odelo

com
m
elhor

desem
penho

classificatório
utilizando

dados
PA

LSA
R
-2

(m
odelo

4).
C
lasses:

(1)
agricultura,

(2)
água,

(3)
cam

pinarana,
(4)

cam
po

cerrado,
(5)

cam
po

lim
po,

(6)
cam

po
sujo,

(7)
capoeira

inicial
(SS1),

(8)
capoeira

interm
ediária

(SS2),(9)cerrado
queim

ado,(10)cerrado
Strictu

Sensu
(cerrado

SS),(11)floresta,(12)pasto
lim

po,(13)
pasto

sujo,(14)
silvicultura,(15)

silvicultura
cortada,(16)

solo
exposto

e
(17)

veredas.
1

2
3

4
5

6
7

8
9

10
11

12
13

14
15

16
17

Total
U
A

1
A
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11

162
70

39
20

0
0
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0

0
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3
0

16
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0
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Á
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0
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7
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8
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Figura 4.4 - Diagrama de dispersão dos valores amostrais das classes Floresta e Silvicultura
nas duas bandas que mais contribuíram para Silvicultura (HV_Correlation e
HV_Mean).

na polarização HV e com certa homogeneidade espacial, resultando em pixels com
valores médios altos e pixels correlacionados. As estruturas florestais de formações
primárias e de cultivos de acácia podem ser semelhantes nos plantios mais antigos,
gerando a confusão espectral nas bandas com maior importância para “silvicultura”
(Figura 4.4), como relatado por Rakwatin et al. (2012). Assim, esta monocultura é
superestimada frente às áreas de floresta.

Já as classes “água” e “campo limpo” apresentam baixo retroespalhamento
em banda L, como ocorre com solos expostos e erodidos (ALMEIDA-FILHO;

SHIMABUKURO, 2000). Alguns fatores que fazem com que haja essa resposta
espectral são a pouca rugosidade da superfície para a banda L, como a lâmina
d’água (BAGHDADI et al., 2008) e a dominância de um estrato graminóide regular,
de baixa densidade de biomassa presente nos campos limpos, em comparação
com outras fisionomias de savana (SANTOS et al., 2002; SANO et al., 2005). Assim,
superfícies mais lisas tendem a apresentar espalhamento especular, diminuindo o
sinal que retorna ao sensor (Van der Sanden et al., 1997).

Portanto, a rugosidade da superfície de corpos d’água e de formações de campo
limpo, associado à sua quantidade de biomassa, em relação ao comprimento de
onda da banda L do PALSAR-2 (aproximadamente 23 cm), confere à essas classes
valores baixos de resposta, tanto em HH quanto em HV, como evidenciado na
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Figura 4.5 - Boxplots com valores em amplitude (HH - amarelo e HV - verde) das amostras
de água e campo limpo, comparadas com capoeira inicial (SSI) e floresta.
O limite inferior da caixa representa o primeiro quartil, o limite superior
é o terceiro quartil. Os pontos representam os valores médios e as linhas
pontilhadas os valores máximos e mínimos.

Figura 4.5. Essa característica confere, no espaço de atributos, maior separabilidade
em relação às demais classes, preservando contudo, uma certa confusão entre elas
próprias, apesar desses dois alvos terem uma constituição totalmente diversa.

Sucessões secundárias, cerrado SS e veredas obtiveram os menores acertos (0 -
1,62%). Tal resultado pode estar relacionado a dois fatores principais: o arranjo
estrutural dessas fisionomias e, talvez, às poucas amostras de treinamento nessas
áreas (MILLARD; RICHARDSON, 2015). A confusão dessas classes aconteceu, prin-
cipalmente, com florestas e silvicultura, o que poderia ser esperado. Bitencourt et
al. (2007) encontraram valores de biomassa, volume cilíndrico e retroespalhamento
em banda L semelhantes entre cerrado SS e cerradão (formação florestal) em um
fragmento em São Paulo.

O lavrado apresenta um regime de queima de aproximadamente 2,5 anos,
com aproximadamente 38% de sua área queimando anualmente (BARBOSA;

FEARNSIDE, 2005b). No entanto, os cerrados queimados apresentaram muita
confusão com demais classes de Cerrado na classificação. Ao contrario do efeito do
fogo em formações florestais (XAUD et al., 2013; SANTOS et al., 2013), as queimas
frequentes pouco alteram o sinal de retroespalhamento das formações savânicas
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em banda L. Nesse sentido, Menges et al. (2004) não encontraram diferenças
significativas na resposta de áreas de savana australiana queimada, em banda L
e P, atribuindo a ligeira diminuição do sinal dessas áreas à perda de umidade do solo.

Apesar do grande número de classes e da complexidade da paisagem, o ma-
peamento da área de estudo com dados PALSAR-2 pôde distinguir fisionomias
de acordo com a biomassa e estrutura, fornecendo informações importantes da
paisagem que podem ser úteis, principalmente, na ausência de dados ópticos
(LAURIN et al., 2013). Resultado semelhante foi encontrado por Simard et al. (2000)
no mapeamento de dez classes em toda África Central, com JERS-1 (banda L),
mostrando que savanas abertas, florestas e vegetação alagada são bem discriminadas
pelos valores de resposta em amplitude.

Dessa forma, o uso de dados PALSAR-2 nessa região de tensão ecológica, em
que a ocorrência de nuvens é constante, pode auxiliar no monitoramento temporal
de ecossistemas florestais e Cerrados abertos, apesar da dificuldade de distinções
intra-classes, diretamente relacionada ao nível de estratificação temático, como
observado por Araújo et al. (1999).

Esse monitoramento é relevante, pois enquanto o município de Mucajaí ap-
resenta a maior taxa de desmatamento florestal de Roraima (INPE, 2014), as
queimadas nas savanas abertas da região são as que mais contribuem para a
liberação bruta de carbono para a atmosfera, em comparação com demais fi-
sionomias do lavrado (BARBOSA; FEARNSIDE, 2005a). Apesar da pouca variação
no retroespalhamento da vegetação savânica sadia e queimada, transformações
radiométricas temporais em banda L podem favorecer a detecção de mudanças
sutis na paisagem do lavrado (ALMEIDA-FILHO; SHIMABUKURO, 2000). Na porção
florestal, a análise polarimétrica pode evidenciar distúrbios devido à alteração no
mecanismo de espalhamento da vegetação, que varia dentre as tipologias de uso e
cobertura da terra (SANTOS et al., 2009).

4.2 Classificação OLI/Landsat-8

Dado o conjunto de bandas OLI e índices espectrais, o modelo que resultou em mel-
hor mapeamento de uso e cobertura da terra foi o 10. Este modelo é composto apenas
pelas bandas espectrais do OLI 2, 3, 4, 5, 6 e 7. Os parâmetros de calibração ntree e
mtry utilizados que conferiram o menor erro OOBE foram 600 árvores e 2 variáveis.
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Figura 4.6 - Importância das bandas no modelo Random Forest 10 - OLI. O eixo x é
a medida de decrescimento médio da acurácia (mean decrease in accuracy),
normalizada entre 0 e 1.

O tempo gasto para rodar a calibração e classificação deste modelo foi de duas horas.

Na Figura 4.6 são mostradas as variáveis de entrada em ordem de importân-
cia para o modelo. A banda 5 do OLI, de maior importância (54%), é referente ao
infravermelho próximo (NIR), seguida pelas bandas 7 (50%), correspondente ao
infravermelho de ondas curtas (SWIR), e 4 (45%), posicionada na região espectral
do vermelho.

As bandas do NIR e vermelho são amplamente utilizadas para fins de discriminação
de tipologias vegetacionais, pois a reflectância da vegetação sadia naquela banda
é relativamente alta, enquanto na banda do vermelho é maior a contribuição de
solos expostos, vegetações abertas e baixa resposta da vegetação verde de maior
biomassa. Já o SWIR fornece informações sobre o conteúdo de água na vegetação.

No entanto, as demais bandas 6 (SWIR), 3 (verde) e 2 (azul) do OLI tam-
bém apresentaram contribuição relativamente alta, sugerindo o uso conjunto das
bandas espectrais do OLI para melhores mapeamentos de uso e cobertura da
terra nessa região caracterizada pela sua complexidade de tipologias. Isso pode ser
evidenciado ao comparar os resultados das classificações a partir dos modelos que
usaram apenas as bandas ópticas. O modelo 10 somente não apresentou melhora
significativa no kappa em relação ao 11 (Vide Tabelas 4.1 e 4.2), que além de usar
todas as bandas espectrais, incluiu o NDVI e EVI, mas sem contribuição desses
índices para maior acurácia do mapeamento.
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Chan e Paelinckx (2008) utilizaram dados hiperespectrais HyMap aerotrans-
portados para mapeamento de fisionomias abertas e arbóreas com Random Forest
em uma paisagem belga. De 25 melhores bandas selecionadas pelo Random Forest,
17 se encontravam na região do SWIR, apenas duas no NIR e seis no visível, sendo
4 na região do vermelho.

Sesnie et al. (2008) empregaram o sensor TM e variáveis extraídas do mod-
elo digital de elevação do Shuttle Radar Topography Mission (SRTM) para
mapeamento de classes de vegetação e usos agrícolas entre Costa Rica e Nicarágua.
Dentre o conjunto de dados do TM, as variáveis mais importantes foram a banda 1
(azul), 5 (SWIR) e 7 (SWIR).

Destaca-se, portanto, a contribuição geral do SWIR sobre o NIR para classi-
ficação de uso e cobertura da terra, ao contrário do resultado obtido para a
paisagem de Roraima. No entanto, Braun e Hochschild (2015) apresentam as
bandas OLI_5 e OLI_7 com maior importância, respectivamente, em uma região
semiárida. Isso sugere a importância do NIR em regiões com fisionomias mais
heterogêneas. O diagrama de dispersão nas bandas NIR e SWIR com os valores
amostrais de reflectância de algumas classes com maior contribuição para a exatidão
da classificação é mostrado na Figura 4.7.

A matriz de confusão é mostrada na Tabela 4.4. O valor de Kappa é 0,744 e a
acurácia global 76,88%. O mapa elaborado a partir desse modelo de classificação
é mostrado na Figura 4.8. Pavanelli et al. (2014) chegaram ao valor de kappa de
0,86 e exatidão global de 89% com as bandas 2 a 6 do OLI na mesma região de
tensão ecológica, porém em uma área menor e com estratificação temática de nove
classes, sem distinção de pastagens, estágios sucessionais e de algumas fisionomias
de savana, que conferiram maiores taxas de erros.

As classes com maior acerto foram “água”, “agricultura”, “campinarana”, “Cerrado
queimado”, “floresta”, “silvicultura” e “silvicultura cortada”. A baixa reflectância
da água no infravermelho confere boa separabilidade dessa classe dentre as demais,
como evidenciado na Figura 4.7, e a banda de maior importância para sua classifi-
cação foi a OLI_7, em que a reflectância é próxima a zero.

Há três conjuntos de pontos amostrais de agricultura, referentes aos cultivos
comerciais de soja em pivôs, milheto e arroz irrigado, que foram amostrados
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como uma única classe. No entanto, é notável a separabilidade entre elas dado o
desenvolvimento fenológico de cada cultura no momento do trabalho de campo e do
período de aquisição do imageamento dos sensores sob investigação (EBERHARDT

et al., 2015).

As manchas de agricultura estão presentes majoritariamente na porção savânica.
Trinta porcento dos usos antropogênicos do lavrado é para fins agrícolas (BARBOSA;

CAMPOS, 2011) que se encontram em expansão na região estudada (SILVA et al.,
2015; PAVANELLI et al., 2015).

Da mesma forma, os plantios de acácia na região estão localizados no lavrado e seu
monitoramento é importante, dado o potencial invasivo dessa planta nas savanas
de Roraima (AGUIAR et al., 2014). A introdução dessa espécie em Roraima se deu
em 2002 para produção de celulose (ARCO-VERDE et al., 2005), mas o projeto foi
abandonado em 2006. Com isso, os talhões foram abandonados e a falta de manejo
fez com que os indivíduos desenvolvessem dosséis bastante heterogêneos, causando
confusão das monoculturas com florestas primárias e sucessões secundárias por
conta da variação da reflectância do dossel dos talhões. Isso induz ao erro comis-
sionário dos pixels classificados como silvicultura na porção florestal da paisagem.

Figura 4.7 - Espaço de atributos das duas melhores bandas (NIR e SWIR) do modelo 10
com algumas classes de maior contribuição para a exatidão do mapeamento.
Valores dos eixos em reflectância de superfície.

47



70
00

00
71

00
00

72
00

00
73

00
00

74
00

00
75

00
00

270000275000280000285000290000295000

A
gr

ic
ul

tu
ra

Á
gu

a
C

am
pi

na
ra

na
C

am
po

 c
er

ra
do

C
am

po
 li

m
po

C
am

po
 s

uj
o

C
ap

oe
ira

 in
ic

ia
l

C
ap

oe
ira

 in
te

rm
ed

iá
ria

C
er

ra
do

 q
ue

im
ad

o
C

er
ra

do
 S

S
F

lo
re

st
a

P
as

to
 li

m
po

P
as

to
 s

uj
o

S
ilv

ic
ul

tu
ra

S
ilv

ic
ul

tu
ra

 c
or

ta
da

S
ol

o 
ex

po
st

o
V

er
ed

a
0

5
10

kmN

Figura 4.8 - Classificação do OLI com as bandas 2, 3, 4, 5, 6 e 7. Nuvens e sombras de
nuvens mascaradas em branco.
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Confusões entre savanas abertas com pastagens eram esperadas, uma vez que
essas classes apresentam respostas espectrais similares que dificultam sua sepa-
rabilidade (SANO et al., 2007). Uma das soluções reportadas na literatura para a
distinção entre pastagens e savanas é a análise de séries temporais intra anuais, pois
a fenologia dessas classes apresenta padrões espaço-temporais distintos (GALFORD

et al., 2008; MÜLLER et al., 2015).

Esse comportamento fenológico explica a correta alocação espacial das classes
de Cerrado no domínio savânico e de pastagens na porção florestal, distintos em
condições edáficas, uma vez que o imageamento com OLI foi feito no período seco,
em que o maior verdor das pastagens permite separá-las da vegetação natural
(RATANA et al., 2005). A precipitação acumulada nos trinta dias que antecederam o
imageamento foi de apenas 6,9 mm, característicos do período seco da região, que
se estende de dezembro a março.

A dificuldade de caracterização com maior exatidão dentre as classes de sa-
vana com menor biomassa, principalmente quando comparados campo sujo e campo
cerrado, se dá pela transição sutil dessas tipologias na paisagem, o que é um fator
limitante para classificação com maior nível de estratificação temática em diversas
zonas tropicais, conforme também constatado por Laurin et al. (2013).

4.3 Integração PALSAR-2/ALOS-2 e OLI/Landsat-8

Os melhores desempenhos classificatórios foram atingidos a partir do uso conjunto
do OLI e PALSAR-2. Dentre os modelos que apresentaram maiores índices Kappa
e acurácia global, o 15 foi o superior. Este modelo consistiu no emprego das seis
bandas espectrais do OLI e imagens HH e HV em amplitude do PALSAR-2. Os
parâmetros ntree e mtry foram 600 árvores e 3 variáveis, respectivamente. Foram
gastas 4,2 horas para processar as etapas de calibração e classificação do modelo.

As variáveis de entrada mais importantes para o modelo foram os atributos
ópticos, com uma contribuição relativamente baixa das polarizações PALSAR-2
(Figura 4.9). Dentre essas, destaca-se a polarização HV (em torno de 18%) sobre
HH (8%). A ordem de importância das bandas ópticas não apresentou grandes
diferenças se comparada ao modelo 10 (somente OLI), com maiores contribuições
do NIR e SWIR, seguidas pela banda do vermelho.
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Figura 4.9 - Importância das bandas no modelo Random Forest 15 - OLI+PALSAR-2.
O eixo x é a medida de decrescimento médio da acurácia (mean decrease in
accuracy), normalizada entre 0 e 1.

Esse padrão também pode ser observado em Braun e Hochschild (2015), que empre-
garam o OLI, o Sentinel-1 (banda C) e SRTM em uma região semiárida usando o
Random Forest. As seis bandas espectrais do OLI apareceram como as mais impor-
tantes, sendo as duas primeiras o NIR e o SWIR, seguidas do SRTM e Sentinel-1. Da
mesma forma, a importância das variáveis relatada por Zhu et al. (2012) apresenta
as bandas ópticas (ETM+) seguidas do PALSAR/ALOS-1 HV e HH.

A matriz de confusão é mostrada na Tabela 4.5 e o mapa resultante deste modelo
na Figura 4.10. A exatidão global da classificação foi de 82,96% e o Kappa de 0,81.
Apesar da baixa importância relativa do PALSAR-2, a adição das polarizações HH
e HV contribuiu para o aumento da exatidão global em 6% e melhora significativa
no Kappa, com relação ao desempenho do modelo com apenas as bandas ópticas.

Portanto, o resultado encontrado está em concordância com a literatura, confir-
mando a hipótese de que a sinergia entre tais sensores pode resultar em melhores
mapeamentos de uso e cobertura da terra.

O ganho na exatidão se deve, principalmente, à melhor distinção das classes
de savana aberta (campo limpo e campo cerrado) e pasto sujo, que apresentam
pouca biomassa e baixo sinal de retorno.

Campo limpo e campo cerrado obtiveram mais de 20% de incremento na
acurácia do produtor, em relação ao OLI, e pasto sujo chegou a 44% de incremento
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Figura 4.10 - Classificação da área de tensão ecológica em Roraima a partir da conjunção
de dados OLI e PALSAR-2.
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(Figura 4.11). Capoeira inicial e pasto limpo apresentaram melhorias menores de
5%, mas o acerto relativo (PA) ainda é baixo para essas classes.

Vereda

Solo exposto

Silvicultura cortada

Silvicultura

Pasto sujo

Pasto limpo

Floresta

Cerrado SS

Cerrado queimado

Capoeira intermediária

Capoeira inicial

Campo sujo

Campo limpo

Campo cerrado

Campinarana

Água

Agricultura

−15 −10 −5 0 5 10 15 20 25 30 35 40 45
%

PA

UA

Figura 4.11 - Ganho de acurácia do produtor (PA) e usuário (UA) em cada classe da
integração SAR ao OLI em relação ao OLI. Valores negativos significam
perda na acurácia.

Na Figura 4.12 são apresentados os diagramas de espalhamento dos valores amostrais
das classes de maior ganho. São comparadas as resposta nas bandas amplitude HH
e HV, reflectância NIR e SWIR e NIR (a de maior importância para o modelo) com
HV (maior importância do PALSAR-2).

É possível notar a agregação dos pixels de campo limpo com baixos valores nas
imagens de amplitude (Figura 4.12a), por conta do baixo retroespalhamento dessa
classe na banda L. Já campo cerrado e pasto sujo têm maior contribuição do
estrato herbáceo/arbustivo no retorno do sinal, causando a confusão entre elas.
No espectro óptico (Figura 4.12b), o pasto sujo distingue dos Cerrados por seus
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Figura 4.12 - Diagrama de espalhamento das classes com maior ganho com a integração
OLI+PALSAR-2 em relação ao OLI.
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aspectos fisiológicos, como discutido na seção anterior.

Assim, a Figura 4.12c mostra a contribuição do PALSAR-2 para distinção do
campo limpo, e do OLI para melhor separação do pasto sujo, confirmando o
potencial do uso conjunto dos sensores para essas classes. No entanto, a acurácia
dessas classes ainda é comprometida pela sobreposição dos pixels amostrais.

A adição do PALSAR-2 ao OLI não diminuiu a confusão entre campo sujo e
campo cerrado, pois o comprimento de onda da banda L não é suficiente para
distinguir a estrutura dessas fisionomias. Uma vez que o uso de dados ópticos
sazonais na região é comprometido pela cobertura de nuvens, testes com SAR
operando em menores comprimentos de onda (ex. TerraSAR-X, em banda X e
Sentinel-1, em banda C) podem ser feitos para classificação dessas fisionomias
savânicas sem estrato arbóreo (NAIDOO et al., 2015).

No entanto, algumas classes como capoeira intermediária, cerrado SS e vereda,
apresentaram certa piora em relação ao modelo 10. As sucessões secundárias
podem ser bem discriminadas com dados ópticos, mesmo após trinta anos de
regeneração (GALVÃO et al., 2015). Porém, a saturação do sinal em banda L com
valores elevados de biomassa e a complexidade estrutural de galhos e troncos não
possibilita a separação de florestas e capoeiras intermediárias com essa frequência
(ARAÚJO et al., 1999; SANTOS et al., 2002). Isto leva à diminuição do acerto temático,
sugerindo-se para minimizar tal problema, o uso de informação de fase de dados
full-polarimétricos do PALSAR-2.

Apesar de uma estrutura pouco ramificada, as veredas apresentam alta biomassa
devido, principalmente, à altura das palmeiras (GOODMAN et al., 2013). Nesses
ecossistemas, a sazonalidade é um fator importante para o retroespalhamento
SAR em banda L, atingindo valores próximos aos de florestas nas estações secas e
sendo bem discriminadas nas chuvas (EINZMANN et al., 2012). Este comportamento
se dá pelo conteúdo de água da hidrografia na qual se localizam as veredas, que
favorece o espalhamento double bounce entre a superfície lisa da água e os troncos,
potencializando o sinal retroespalhado (HORRITT et al., 2003).

Por isso, o imageamento na estação seca não permitiu a correta distinção en-
tre veredas e florestas e piorou a classificação. Ao contrário, Ribeiro (2010) obteve
boa separabilidade entre veredas e outras tipologias florestais no lavrado em estação
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chuvosa (agosto), com precipitação acumulada de mais de 500 mm nos três meses
que antecederam o imageamento.

A confusão de cerrado SS se dá em maior parte com floresta. Hess et al.
(1998) encontraram valores de retroespalhamento do JERS-1 (banda L) similares
entre essas classes, devido ao arranjo adensado de troncos e galhos do cerrado. As
manchas de cerrado SS se encontram na porção florestal da paisagem, formando
uma transição sutil entre essas fisionomias que pode ser decorrente da dinâmica dos
limites entre floresta e savana ocorridos no Holoceno (DESJARDINS et al., 1997).
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5 CONCLUSÕES

Neste trabalho foi analisado o potencial dos sensores OLI/Landsat-8 e PALSAR-
2/ALOS-2, e seu uso integrado, para o mapeamento das tipologias de uso e
cobertura da terra na região de contato entre floresta e savana em Roraima, uti-
lizando o classificador Random Forest. Esses sensores foram lançados recentemente
e, pelo que se sabe, até o momento o emprego do PALSAR-2 para tal finalidade
não foi reportado na literatura.

O sinergismo entre os sensores óptico e SAR se mostrou mais eficaz para
classificação nesse estudo com relação à aplicação independente deles. Isso confirma
a hipótese que baseou este trabalho e está de acordo com o encontrado na literatura.
O uso combinado na região de estudo se mostra conveniente, uma vez que o mosaico
de fisionomias de uso e cobertura da terra na região de tensão ecológica confere
grande complexidade paisagística.

O processo classificatório das imagens se deu com o algoritmo Random For-
est, implementado em R. O pacote possui valores padrões de número de árvores
(ntree) e variáveis utilizadas em cada nó (mtry) de 500 árvores e

√
N , respectiva-

mente, em que N é o número de bandas de entrada. Foram processados 18 modelos
com as combinações das bandas e métricas derivadas do OLI e do PALSAR-2.
Nenhum dos modelos produziu o menor erro com os valores padrões de ntree e
mtry. Portanto, considera-se necessária a etapa de calibração do Random Forest
para otimização desses parâmetros.

As classificações OLI foram superiores às do PALSAR-2. A adição de índices
de vegetação não resultou em melhores mapeamentos com o OLI, no entanto, os
atributos texturais melhoraram significativamente a classificação do PALSAR-2,
em relação ao modelo com apenas as imagens em amplitude. Apesar de não ser
eficiente para atingir o grau de estratificação temática desejado, o PALSAR-2 pôde
distinguir fisionomias de acordo com a biomassa e estrutura, fornecendo informações
relevantes sobre a paisagem para fins de monitoramento, principalmente na ausência
de dados ópticos.

A classificação usando conjuntamente as seis bandas espectrais do OLI (2 a
7) e as polarizações HH e HV em amplitude do PALSAR-2 atingiu exatidão
global de 83% e Kappa 0,813. Isso representa um aumento de 6% de exatidão e
aumento significativo do Kappa frente à classificação com dados OLI apenas. O
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uso de métricas texturas ou índices espectrais à integração do OLI e PALSAR-2
não produz resultados melhores, apesar de não serem estatisticamente piores. No
entanto, o tempo computacional empregado é muito maior, reduzindo a eficiência
da classificação nessa região.

Uma vez que o OLI é eficiente para discriminação de classes de maior biomassa,
a principal contribuição do uso integrado OLI+PALSAR-2 se dá em classes com
menor biomassa, como campo limpo, campo cerrado e pasto sujo. No entanto, esta
imagem óptica com pouca cobertura de nuvens (cobertura de nuvens e sombras de
5,2% da área de estudo) é de difícil obtenção na região, mostrando a importância
da sinergia entre sensores para lidar com este problema.

Por fim, o uso integrado de outros sensores SAR operando em menores fre-
quências, como em banda C ou X, podem ser testados futuramente, a fim de
aumentar a acurácia dos mapeamentos nessa região caracterizada pelo mosaico
heterogêneo de classes de uso e cobertura da terra. Espera-se, com isso, aumentar
a capacidade de discriminação das classes de savana aberta, principalmente, que
possuem menor biomassa e grande confusão entre si.
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APÊNDICE A - SCRIPT EM R PARA CALIBRAÇÃO DOS MODE-
LOS E CLASSIFICAÇÃO DE USO E COBERTURA DA TERRA COM
RANDOM FOREST

# preparação das bandas para classificação adaptada do site
# https://geoscripting-wur.github.io/AdvancedRasterAnalysis
# /#supervised-classification-random-forest

library(raster)
library(maptools)
library(GISTools)
library(randomForest)

#Entrada dos dados
setwd("endereço da tabela com amostras de treinamento")
valuetable=read.csv("valuetable.csv") # tabela com valores das

amostras de treinamento
valuetable$class <- factor(valuetable$class, levels = c(1:17)) # 17 classes
#View(valuetable)

#rasterStack
setwd("endereço dos rasters")
dirout1<-getwd()
list <- list.files(dirout1, pattern=glob2rx(’*.tif’), full.names=TRUE)
stack(list)
covs<-stack(list)

#--------------------------------------------------------------------------#

# Preparando para classificação

setwd("endereço da pasta referente ao modelo x")

names(valuetable)
q=c(1,15) # seleciona as variáveis de entrada de cada modelo

# (neste caso as variáveis 1 e 15 da tabela,
# correspondentes ao HH_Amplitude e HV_Amplitude)
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x=valuetable[ ,q]
names(x)
z=ncol(x)
z

OOBE=matrix(2, z, 10) # 10 é pra fazer de 100 a 1000 árvores
# cria uma matriz preenchida com valores 2,
# de 10 por z (número de variáveis de entrada)
# para armazenar o menor OOBE. 2 foi escolhido,
# pois os erros OOBE variam entre 0 e 1.

col=c("100","200","300","400","500","600","700","800","900","1000")
# nomes das colunas da tabela OOBE

row=c("1","2","3","4","5","6","7","8","9","10","11","12","13","14",
"15","16","17","18","19", "20","21","22","23","24","25","26",
"27","28","29","30","31","32","33","34","35")
# nomes das linhas. 35, pois são 35 variáveis de entrada

colnames(OOBE)=col
rownames(OOBE)=row[1:z]
OOBE # visualiza a matriz criada que será preenchida na próxima etapa

# Calibração de cada modelo

time=system.time({
for(i in 1:10){

ntrees=i*100
for(j in 1:z){

modelRF=randomForest(x, y=valuetable$class, ntree=ntrees, mtry=j,
keep.forest = TRUE, importance = TRUE)
OOBE[j,i]=modelRF$err.rate[ntrees,"OOB"]
a = modelRF$err.rate[ntrees,"OOB"]
b = min(OOBE)
if (a == b) {RF = modelRF} # cria um data frame com o modelo

# de menor OOBE
}
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}
})

OOBE_MAT=as.matrix(OOBE)
write.table(OOBE_MAT,"OOBE.csv", sep=",") # salva a matriz de

# OOBDE de cada modelo

inds = which(OOBE == min(OOBE), arr.ind=TRUE)
inds # indica o modelo de menor OOBE usado para classificação

vars=subset(covs, q) # bandas utilizadas para classificação

predLC = predict(vars, model=RF, na.rm=TRUE) # Classificação a partir
# do menor erro

setwd("endereço para salvar a classificação")

writeRaster(predLC, filename="RF1", format="GTiff") # salva o raster
# classificado em GeoTift
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APÊNDICE B - SCRIPT EM R PARA CONFECÇÃO DOS MAPAS DE
USO E COBERTURA DA TERRA

# MAPA

library(raster)
library(maptools)
library(GISTools)

# cores usadas para as classes

cols = c("magenta", "slateblue3","yellow4", "gold", "yellow", "wheat3",
"seagreen1", "seagreen3","gray47", "green4", "darkgreen",
"lightpink","lightpink4", "lawngreen", "lavenderblush3","indianred2",
"orange")

# para salvar em .png
# tamanho ajustado manualmente

png("Mapa.png", width=1043, height=640)

# legenda do mapa

plot(predLC, col=cols, legend=F)
legend("bottomright",

legend=c("Agricultura", "Água", "Campinarana", "Campo cerrado",
"Campo limpo", "Campo sujo","Capoeira inicial",
"Capoeira intermediária", "Cerrado queimado", "Cerrado SS",
"Floresta","Pasto limpo", "Pasto sujo","Silvicultura",
"Silvicultura cortada","Solo exposto","Vereda"),

fill=cols, cex = 1.2, bg="white")

# escala e norte

scalebar(d=5000, xy=c(699550,267000), type="bar", divs=2, below="km",
lonlat=FALSE, label=c("0","5","10"))
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north.arrow(702000,269500,300,lab="N", col=’gray’)

# gera o arquivo .png
dev.off()
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APÊNDICE C - SCRIPT EM R PARA VALIDAÇÃO DOS MAPAS DE
USO E COBERTURA DA TERRA

library(raster)
library(maptools)

##### Matriz de confusão ######

# referencia
setwd("endereço do shape de referência")
ref=readShapePoly("Validacao.shp", delete_null_obj=TRUE) # amostras de validação

ref@data$Code <- as.numeric(ref@data$Classe)

# cria um raster com a extensão do modelo
e=extent(706361.373, 739667.830, 265998.627, 299450.648)

#raster com extensão e crs do modelo pra associar ao shape
s=raster(e,nrows=3345, ncols=4278, crs=predLC@crs)

# rasteriza o shape de referência
ref = rasterize(ref, s, field=’Code’)

# extrai amostras da classificação
samp = mask(predLC, ref)

ref=as.vector(ref)
obs=as.vector(predLC)

cm=table(obs,ref) # matriz de confusão

# Criação da matriz com nomes das classes
# para cálculo das estatísticas de validação

sum_diag=0

83



tabela=matrix(0,ncol=ncol(cm)+1, nrow=nrow(cm)+1)

colnames(tabela)=c("Agricultura", "Água", "Campinarana", "Campo cerrado",
"Campo Limpo","Campo sujo","Capoeira inicial", "Capoeira
intermediária", "Cerrado queimado","Cerrado SS", "Floresta",
"Pasto limpo", "Pasto sujo","Silvicultura","Silvicultura
cortada","Solo exposto","Vereda", "Total")

rownames(tabela)=c("Agricultura", "Água", "Campinarana", "Campo cerrado",
"Campo Limpo","Campo sujo","Capoeira inicial", "Capoeira
intermediária", "Cerrado queimado","Cerrado SS", "Floresta",
"Pasto limpo", "Pasto sujo","Silvicultura","Silvicultura
cortada","Solo exposto","Vereda", "Total")

for (i in 1:nrow(cm)){
for (j in 1:ncol(cm)) {

tabela[i,j]=cm[i,j]
if (i==j){

sum_diag=sum_diag+cm[i,j]
}

}
}
for (i in 1:nrow(tabela)){

tabela[i,ncol(tabela)] = sum(tabela[i,])
tabela[nrow(tabela),i]=sum(tabela[,i])

}
tabela[nrow(tabela),ncol(tabela)]=tabela[nrow(tabela),ncol(tabela)]/2

# EXATIDÃO GLOBAL
OA = sum_diag/sum(cm)

# PRODUCER’S ACCURACY
PA = array(0,nrow(cm))

# USER’S ACCURACY
UA = array(0,nrow(cm))

84



for (i in 1:nrow(cm)){
PA[i]=tabela[i,i]/tabela[nrow(tabela),i]
UA[i]=tabela[i,i]/tabela[i,ncol(tabela)]

}

CE = 1-UA #Comission Error
OE = 1-PA #Omission Error

sum_diag_rand=0
rand_matrix=matrix(0,ncol=ncol(cm)+1, nrow=nrow(cm)+1)
colnames(tabela)=c("Agricultura", "Água", "Campinarana", "Campo cerrado",

"Campo Limpo","Campo sujo","Capoeira inicial", "Capoeira
intermediária", "Cerrado queimado","Cerrado SS", "Floresta",
"Pasto limpo", "Pasto sujo","Silvicultura","Silvicultura
cortada","Solo exposto","Vereda", "Total")

rownames(tabela)=c("Agricultura", "Água", "Campinarana", "Campo cerrado",
"Campo Limpo","Campo sujo","Capoeira inicial", "Capoeira
intermediária", "Cerrado queimado","Cerrado SS", "Floresta",
"Pasto limpo", "Pasto sujo","Silvicultura","Silvicultura
cortada","Solo exposto","Vereda", "Total")

for (i in 1:nrow(cm)){
for (j in 1:ncol(cm)) { #com dois for ele vai percorrer a tabela toda

rand_matrix[i,j]=tabela[i,ncol(tabela)]*tabela[nrow(tabela),j]
/tabela[nrow(tabela),ncol(tabela)]

}
sum_diag_rand=sum_diag_rand+rand_matrix[i,i]

}
tot_rand=sum_diag_rand/sum(cm)

# KAPPA

k = (OA - tot_rand)/(1-tot_rand)
k # valor Kappa

# Termos necessários para cálculo da variância do Kappa
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theta3<-0
for (i in 1:nrow(cm)){

theta3 <- theta3 + tabela[i,i]*(tabela[i,ncol(tabela)]+
tabela[nrow(tabela),i])/(sum(cm)^2)

}

theta4<-0
for (i in 1:nrow(cm)){

for (j in 1:ncol(cm)) {
theta4=theta4 + tabela[i,j]*((tabela[i,ncol(tabela)]+

tabela[nrow(tabela),j])^2)/(sum(cm)^3)
}

}

theta1=OA
theta2=tot_rand

a=((theta1)*(1-theta1)/(1-theta2)^2)
b=(2*(1-theta1)*((2*theta1*theta2-theta3)/(1-theta2)^3))
c=((1-theta1)^2)*(theta4-4*(theta2^2))/(1-theta2)^4

# VARIÂNCIA DO KAPPA
varK=(a+b+c)/sum(cm)
varK # valor da variância do kappa

############## TESTE Z #######

# matriz com valores de Kappa e variância do Kappa, em ordem.

mat = matrix(c(0.2377787, 0.2960462, 0.3284839, 0.3901606, 0.2323375,
0.3895695, 0.5267031, 0.6575679, 0.6455286, 0.744257, 0.7439306, 0.5226895,
0.6382118, 0.6399254, 0.8106876, 0.8066576, 0.8018461, 0.8045914,
# a partir daqui são os valores de variância do kappa em ordem
9.73393e-06, 1.063926e-05, 1.071825e-05, 1.136159e-05, 9.649894e-06,
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1.135425e-05, 1.121606e-05, 1.002964e-05, 1.018479e-05, 8.427037e-06,
8.451471e-06,1.151954e-05, 1.056907e-05, 1.057313e-05, 6.854476e-06,
6.97785e-06, 7.117033e-06, 7.046165e-06),

nrow=18, # QUANTIDADE DE CLASSIFICAÇÕES
ncol=2)

colnames(mat)=c("Kappa", "Var_k")
rownames(mat)=c("1","2","3","4","5","6","7","8","9","10","11",

"12","13","14","15","16","17","18")
mat

# Faz uma matriz com os números dos modelos nas linhas e colunas
tabela=matrix(0,ncol=nrow(mat), nrow=nrow(mat))
colnames(tabela)=c("1","2","3","4","5","6","7","8","9","10","11","12","13"
,"14","15","16","17","18")
rownames(tabela)=c("1","2","3","4","5","6","7","8","9","10","11","12","13",
"14","15","16","17","18")

# cálculo dos valores Z

for (i in 1:nrow(mat)){
for(j in 1:nrow(mat)){

z=((mat[i,1])-(mat[j,1]))/(sqrt((mat[i,2])+(mat[j,2])))
tabela[j,i]=z

}
}

View(tabela) # Resultado
write.table(tabela, file="endereço para salvar a tabela com valores z",sep=",")
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