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"Quem hoje é vivo corre perigo 

E os inimigos do verde dá sombra ao ar 

Que se respira e a clorofila 

Das matas virgens destruídas vão lembrar..." 

Matança - Augusto Jatobá 
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RESUMO 

O Cerrado é considerado um dos hotspots mundiais, sendo um importante repositório de 

biodiversidade e com significativo papel no ciclo do carbono. O sensoriamento remoto 

hiperespectral pode contribuir para melhorar a discriminação de suas fitofisionomias e, 

sobretudo, melhorar a acurácia das estimativas da biomassa acima do solo (AGB). O 

objetivo deste estudo é caracterizar a resposta espectro-sazonal das fitofisionomias de 

Cerrado da Estação Ecológica de Águas Emendadas (ESEC-AE), usando seis imagens 

de alta resolução espectral do sensor Hyperion/Earth Observing One (EO-1), obtidas 

nos períodos chuvoso e seco (março a agosto) de 2014, assim como, estimar a AGB no 

período seco (imagem de julho). Um levantamento florístico-estrutural foi efetivado em 

45 parcelas (0,10 ha cada) na ESEC-AE. Testou-se o uso combinado de diferentes 

atributos hiperespectrais na discriminação das fitofisionomias com Análise 

Discriminante Linear (LDA), assim como na estimativa de AGB no período seco com 

regressão por mínimos quadrados parciais (PLSR). Os atributos utilizados foram: 

reflectância de 146 bandas do Hyperion; 22 índices de vegetação de bandas estreitas; 

10585 razões de reflectância; e a profundidade, largura, área e assimetria de seis 

importantes bandas de absorção posicionadas em 680 nm (clorofila), 980 nm e 1200 nm 

(água foliar), 1700 nm, 2100 nm e 2300 nm (lignina e celulose). Os resultados obtidos 

mostraram que parâmetros estruturais, como diâmetro, altura, densidade e área basal, 

expressaram adequadamente o gradiente entre as fitofisionomias analisadas. Os valores 

de AGB medidos/estimados no inventário florestal variaram de 34,46±2,7 t.ha
-1

 em 

parcelas de cerrado denso a 3,98±0,7 t.ha
-1

 em parcelas de campo limpo. A 

discriminação das fitofisionomias por LDA apresentou melhores resultados na análise 

geral dos atributos e quando realizada no período seco. Os valores do índice Kappa 

foram de 0,78 e 0,82 para os períodos chuvoso e seco, respectivamente. O ganho na 

acurácia de classificação, entre períodos, foi considerado significativo de acordo com o 

teste Z (p<0,01). Considerando a modelagem de biomassa aérea usando PLSR, os 

melhores resultados também foram obtidos com a análise integrada dos atributos no 

modelo geral (R²=0,66 e RMSE=6,60 t.ha
-1

). Esses valores foram próximos aos 

encontrados na modelagem por razões de bandas (R² = 0,65 e RMSE = 6,63 t.ha
-1

), 

possivelmente pelo alto número de atributos oriundos desse conjunto de métricas 

(10585 razões). O uso de dados do sensor Hyperion viabilizou a combinação de 

diferentes atributos hiperespectrais, não apenas na caracterização/discriminação, como 

na modelagem da AGB. Essa gama de atributos fornecidos por dados Hyperion pode 

embasar o desenvolvimento de futuros projetos no bioma Cerrado, utilizando os futuros 

sensores hiperespectrais orbitais HyspIRI e EnMAP, que irão adquirir dados em faixas 

de imageamento mais amplas e com melhor relação sinal ruído. 
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SPECTRO-SEASONAL CHARACTERIZATION OF CERRADO 
PHYSIOGNOMIES AND BIOMASS ESTIMATION USING HYPERION / EO-1 

DATA 

 

ABSTRACT 

The Cerrado is considered one of the "hotspots" worldwide. It is an important repository 

of biodiversity and it plays significant role in the carbon cycle. Hyperspectral remote 

sensing can help to improve the discrimination of its vegetation types as well as the 

accuracy of estimates of above-ground biomass (AGB). The aim of this study is to 

characterize seasonally the spectral response of the Cerrado physiognomies of the 

Estação Ecológica de Águas Emendadas (ESEC-AE), located in central Brazil, using 

six images of the hyperspectral Hyperion / Earth Observing One (EO-1) sensor. The 

images were obtained in the rainy and dry seasons of 2014 (March to August). A 

floristic-structural survey was performed over 45 plots (0.10 ha each) at the ESEC-AE. 

The combined use of different hyperspectral attributes was tested for the discrimination 

of the cerrado physiognomies using Linear Discriminant Analysis (LDA), and for the 

estimation of AGB in the dry season using Partial Least Squares Regression (PLSR). 

The attributes used were as follows: the reflectance of 146 bands of Hyperion; 22 

narrow-band vegetation indices; 10585 reflectance ratios; and the depth, width, area, 

and asymmetry of six major absorption bands positioned at 680 nm (chlorophyll), 980 

nm and 1200 nm (leaf water), 1700 nm, 2100 nm and 2300 nm (lignin and cellulose). 

The results showed that the structural parameters, such as diameter, height, density and 

basal area, expressed the strong gradient between the studied physiognomies. The AGB 

values measured / estimated in the forest inventory ranged from 34.46 ± 2.7 t ha
-1

 for 

cerrado woodland to 3.98 ± 0.7 t ha
-1

 for cerrado grassland. The LDA-derived 

discrimination between the physiognomies showed the best results when we considered 

all the attributes in the dry season. The Kappa index ranged from 0.78 to 0.82 for the 

rainy and dry seasons, respectively. The gain in classification accuracy between the 

seasons was statistically significant according to the Z-test (p <0.01). For the AGB 

modeling using PLSR, the best results were also obtained with the integrated analysis of 

the attributes in the general model (R² = 0.66 and RMSE 6.60 t.ha
-1

). These values were 

similar to those found with reflectance ratios (R² = 0.65 and RMSE = 6.63 t ha
-1

), 

probably due to the high number of attributes derived from this set of metrics (10585 

band ratios). The use of Hyperion allowed the combination of different hyperspectral 

attributes, which were useful not only in the characterization/discrimination of the 

cerrado physiogniomies, but also in their AGB modeling. These attributes can be tested 

in future projects in the cerrado using the planned HyspIRI and EnMAP missions, 

which will acquire hyperspectral images in larger swath width and with better signal-to-

noise ratio than that from Hyperion. 
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1. INTRODUÇÃO 

No mundo, o ambiente savânico é um importante repositório de biodiversidade 

(FURLEY, 1999), desempenhando papel essencial no ciclo do carbono, com 

aproximadamente 30% da produção primária líquida terrestre (FIELD et al., 1998). 

Dada à alta diversidade biológica e ao alto risco de extinção, o Cerrado é considerado 

um dos hotspots mundiais (MYERS et al., 2000). Segundo Sano et al. (2008), 

aproximadamente 39% das áreas nativas de Cerrado estão sob algum tipo de pressão de 

uso da terra. 

O Cerrado é composto por um mosaico de fitofisionomias que variam ao longo de um 

gradiente de campos abertos até formações de estrutura florestal. Esse gradiente vegetal 

é determinado por um conjunto de fatores, podendo-se destacar a disponibilidade de 

água e nutrientes no solo e a marcante sazonalidade das chuvas (FELFILI et al., 2005b). 

Essa riqueza de fitofisionomias, verticalmente estruturadas por espécies herbáceas, 

arbustivas e arbóreas, foi descrita por Ribeiro e Walter (1998) e separadas em três 

formações fitofisionômicas gerais: formações florestais (mata ciliar, mata de galeria, 

mata seca e cerradão), savânicas (cerrado sensu stricto, parque cerrado, palmeiral e 

vereda) e campestres (campo sujo, campo rupestre e campo limpo). 

As variabilidades fisionômicas-estruturais existentes entre fitofisionomias do Cerrado, 

assim como suas características fenológicas, produzem mudanças na resposta espectral 

medida por sensores remotos. Entretanto, a discriminação de fitofisionomias tem se 

apresentado como um grande desafio, principalmente em formações espectralmente 

similares, como as formações campestres (campo sujo e campo limpo) e as formações 

com predomínio de indivíduos arbóreo-arbustivos (campo cerrado e cerrado sensu 

stricto) (FERREIRA et al., 2007).  

Devido à complexidade das diferentes formações de Cerrado, os resultados obtidos com 

sensores multiespectrais e métodos de processamento desenvolvidos para esse tipo de 

imagem têm tido sucesso moderado quanto à capacidade discriminatória e de 

mapeamento (FERREIRA et al., 2004; LIESENBERG et al., 2007). Diante desse 

cenário, o advento de sensores hiperespectrais constitui oportunidade para o melhor 

entendimento sobre o processo de interação da radiação eletromagnética com a 
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cobertura vegetal, contribuindo para o aprimoramento da discriminação, assim como 

para a melhoria das estimativas de parâmetros biofísicos como a biomassa acima do 

solo (AGB). 

Como parte dos estudos preparatórios para o lançamento da missão hiperespectral alemã 

EnMAP (Environmental Mapping and Analysis), pesquisadores de diversos países do 

denominado EnMAP Scientific Advisory Group (EnSAG) identificaram o Cerrado como 

um dos hotspots mundiais de maior biodiversidade e interesse da missão. Eles têm 

destacado a importância de mapear e monitorar suas fitofisionomias e de quantificar sua 

biomassa usando dados da futura missão EnMAP (LEITÃO et al., 2015). O EnMAP 

será lançado em 2017 e irá adquirir imagens em mais de 200 bandas espectrais estreitas 

(10 nm de largura entre 400 e 2500 nm). O instrumento irá operar com 30 km de faixa 

de imageamento, 30 m de resolução espacial e alta relação sinal/ruído (SNR) no 

infravermelho de ondas curtas (SWIR - shortwave infrared) (GUANTER et al., 2015). 

Diante da ausência de dados EnMAP, a maior parte dos estudos preparatórios têm 

lançado mão de dados hiperespectrais do sensor Hyperion/Earth Observing One (EO-1). 

O Hyperion/EO-1 é o instrumento que melhor representa o estado-da-arte do 

sensoriamento remoto hiperespectral orbital, possuindo, contudo, especificações 

técnicas inferiores às do futuro EnMap. Contudo, demonstra ser eficaz na simulação de 

análises multispectrais/hiperspectrais de variados ecossistemas.  

A grande quantidade de bandas espectrais do Hyperion e a gama de atributos gerados a 

partir de seus dados (índices de vegetação, razões de banda, parâmetros de bandas de 

absorção e etc.) resultam em alta dimensionalidade dos dados de entrada para fins de 

classificação (VYAS et al., 2011). Para evitar o efeito Hughes, resultante da redução na 

acurácia de classificação com o aumento da dimensionalidade dos dados (HUGHES, 

1968), o uso de classificadores paramétricos normalmente é precedido de 

procedimentos de seleções de atributos. Uma das técnicas mais utilizadas para 

diferenciar classes de difícil separação, que requer seleção a priori de atributos, é 

Análise Discriminante Linear (LDA - Linear Discriminant Analysis). LDA é uma 

técnica estatística multivariada que busca a discriminação e, ou, alocação de novas 

observações em classes previamente definidas (JOHNSON; WICHERN, 1988). São 

muitos os trabalhos que fazem uso dessa técnica, com objetivos variados, mas todos 
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visam determinar o conjunto de atributos hiperespectrais mais sensíveis às 

características para a melhor discriminação das formações vegetais (FERET; ASNER, 

2013; GALVÃO et al., 2005; GALVÃO et al., 2009ab; ROTH et al. 2015b; VYAS et 

al., 2011).  

Trabalhos envolvendo a discriminação de fitofisionomias de Cerrado com dados 

hiperespectrais e uso de LDA, visando à identificação dos atributos espectrais de melhor 

poder de diferenciação das classes (p.ex., reflectância, razões de reflectância, índices de 

vegetação e parâmetros descritores de bandas de absorção), não têm sido reportados na 

literatura. Poucos foram os trabalhos que testaram o potencial dos dados hiperespectrais 

com diferentes classificadores no ambiente do Cerrado (FERREIRA et al., 2007; 

MIURA et al., 2003; SOUZA et al., 2010). De fato, trabalhos comparando o 

desempenho de classificadores como o LDA com diferentes atributos hiperespectrais, 

obtidos em períodos sazonais distintos (chuvoso e seco) no Cerrado, ainda não foram 

publicados na literatura. 

Um dos parâmetros biofísicos da vegetação de maior interesse por parte da comunidade 

científica na última década é a biomassa acima do solo (AGB - above-ground biomass). 

Sua modelagem espacial é relevante para os estudos de emissão e re-absorção de 

carbono em escala global e, consequentemente, para a elaboração de inventários com 

dados mais confiáveis para discussão de programas internacionais destinados à redução 

de emissões de gases de efeito estufa (LEI et al., 2012; LAURIN et al., 2014). Segundo 

pesquisadores do EnSAG, a estimativa da AGB é um desafio em áreas extensas e 

complexas, como é o caso do Cerrado, necessitando assim do constante 

desenvolvimento de metodologias que busquem ganhos de precisão em sua estimativa 

(GUANTER et al., 2015; LEITÃO et al., 2015). Uma das abordagens dominantes na 

estimativa de AGB a partir de dados hiperespectrais é a regressão por mínimos 

quadrados parciais (PLSR - Partial Least Squares Regression). PLSR consegue lidar 

com a forte colinearidade dos dados causada pelo grande número de bandas espectrais e 

atribudos hiperespectrais gerados. Essa técnica tem apresentado resultados satisfatórios 

em estudos relacionados a estimativas de biomassa a partir de dados hiperespectrais 

(CHEN et al., 2012; CHO et al., 2007; CLEVERS et al., 2007; HANSEN; 
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SCHJOERRING, 2003; LAURIN et al., 2014; LEI et al., 2012; MARABEL; 

ALVAREZ-TABOADA, 2013; TZANAKAKIS et al., 2014).  

1.1. Hipótese de trabalho  

O presente estudo é baseado na hipótese de que a análise integrada de diferentes 

conjuntos de atributos hiperespectrais melhora a discriminação de fitofisionomias do 

Cerrado, assim como, a modelagem da AGB quando comparado à análise isolada de 

conjuntos de atributo. 

1.2. Objetivos 

O objetivo principal do trabalho é caracterizar a resposta sazonal de fitofisionomias do 

Cerrado na ESEC-AE por meio de imagens de alta resolução espectral do sensor 

Hyperion/EO-1, verificando a possibilidade do uso combinado de diferentes atributos 

hiperespectrais para a discriminação espectral e a estimativa de biomassa no período 

seco.  

Para tanto, os seguintes objetivos específicos foram propostos: 

a. Caracterizar florística e estruturalmente as fitofisionomias do Cerrado 

amostradas por meio de inventário florestal na Estação Ecológica de Águas 

Emendadas - DF; 

b. Caracterizar a resposta espectro-sazonal e avaliar a capacidade discriminatória 

das fitofisionomias do Cerrado por meio de atributos hiperespectrais através da 

técnica ou procedimento LDA; 

c. Testar a utilização combinada de diferentes atributos hiperespectrais para 

compor um modelo de estimativa de biomassa no período seco, utilizando o 

procedimento estatístico PLSR. 
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2. FUNDAMENTAÇÃO TEÓRICA 

2.1. Sensoriamento remoto hiperespectral 

Sensores hiperespectrais são caracterizados por registrarem a radiação eletromagnética 

em muitas bandas estreitas e contíguas, ao longo do espectro eletromagnético, por meio 

de espectrômetros a bordo de aeronaves ou satélites. Essa forma de aquisição dos dados 

torna possível a extração de informações mais detalhadas sobre a resposta espectral dos 

alvos, permitindo a inferência sobre a composição dos mesmos (SCHAEPMAN et al., 

2009). 

A comunidade científica tem demonstrado grande interesse na elaboração de 

metodologias utilizando dados hiperespectrais em diversas áreas do conhecimento, 

especialmente em estudos que possibilitam a estimativa de parâmetros biofísicos e 

bioquímicos da vegetação. Dentre algumas aplicações, pode-se citar estudos sobre a 

discriminação de estágios sucessionais em floresta tropical (GALVÃO et al., 2009a;      

MILLÁN et al., 2014); estimativa de parâmetros bioquímicos em florestas tropicais 

(ASNER; MARTIN, 2008; VYAS; KRISHNAYYA, 2014); dinâmica de parâmetros 

hiperespectrais e suas relações com variáveis hidroclimáticas (TAGESSON et al., 

2015); variações sazonais na fenologia e produtividade de floresta tropical seca 

(CHRISTIAN et al, 2015); estimativa de conteúdo de água em dossel de savanas 

(FERREIRA et al., 2011); relações e estimativas de biomassa acima do solo em 

diferentes tipos de vegetação (LATIFI et al., 2015; LAURIN et al., 2014; LEI et al., 

2012; PONZONI et al., 2010); discriminação de fitofisionomias do Cerrado (SOUZA et 

al, 2010); discriminação de variedades de soja e cana-de-açúcar (BREUNIG, et al., 

2011; GALVÃO et al., 2005; 2009b); e detecção de doenças em culturas agrícolas 

(APAN et al., 2004). 

Diante da escassez de sensores orbitais utilizados em trabalhos de sensoriamento remoto 

hiperespectral, os dados oriundos do sensor Hyperion vem servindo como base, a mais 

de uma década (lançado no ano 2000), para inúmeros trabalhos em diferentes áreas de 

aplicação. Este sensor está a bordo do satélite Earth Observing One (EO-1) e faz parte 

do programa ―New Millenium Program da National Aeronautics and Space 

Administration (NASA). Este satélite se encontra em uma altitude de 705 km de 
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altitude, tendo como objetivo o aprimoramento na busca por mais informações sobre a 

superfície terrestre. O Hyperion adquire dados de 426 a 2395 nm em 242 bandas 

estreitas e contíguas, das quais apenas 196 são radiometricamente calibradas, com 10 

nm de largura. A resolução espacial é de 30 metros e a faixa de imageamento é de 7,7 

km (PEARLMAN et al., 2003). A resolução temporal é de 16 dias, porém, pode ser 

reduzida pelo processo de apontamento, permitindo a aquisição de várias imagens ao 

longo de um mês. O sistema de varredura do sensor Hyperion opera em modo 

pushbroom e possui um telescópio e dois espectrorradiômetros imageadores: um na 

região do visível e infravermelho próximo (IVP) e outro na região do infravermelho de 

ondas curtas (SWIR). Um filtro dicroico direciona as bandas de 400 a 1000 nm para um 

espectrorradiômetro e as bandas de 900 a 2500 nm para outro. Os espectrorradiômetros 

se sobrepõem de 900 a 1000 nm, permitindo a intercalibração entre eles. Os dados são 

quantificados em 16 bits (UNGAR et al., 2003). 

Segundo Galvão et al. (2009b), o sensor Hyperion pode fornecer estimativas 

importantes sobre propriedades biofísicas e bioquímicas, como por exemplo, clorofila, 

conteúdo de água nas folhas, lignina, celulose, índice de área foliar (LAI - Leaf area 

index), etc. Por outro lado, a pobre relação sinal-ruído do sensor, especialmente no 

SWIR, é um obstáculo para a medição adequada dessas feições sem a interferência de 

ruídos. O processo de apontamento que pode reduzir o processo de revisita de 16 dias 

permite adquirir imagens fora do nadir, contribuindo para estudos que envolvam a 

influência da geometria de aquisição de dados em imagens hiperespectrais, temática 

ainda pouco explorada na maioria das aplicações (MOURA et al., 2012). 

2.2. Análise Discriminante Linear (LDA) 

O uso de sensoriamento remoto hiperespectral na classificação da vegetação gera um 

problema clássico: a alta dimensionalidade dos dados de entrada (VYAS et al., 2011). 

Muitas técnicas são utilizadas na resolução desse problema, pois classificadores 

paramétricos, como LDA, pressupõe seleção de atributos antes da classificação. São 

muitos os trabalhos que fizeram uso da LDA na análise da vegetação a partir de 

atributos hiperespectrais. Por exemplo, Galvão et al. (2005) utilizaram LDA na 

discriminação de cinco variedades de cana-de-açúcar no sudeste do Brasil, utilizando 

diferentes métricas hiperespectrais. Galvão et al. (2009a) utilizaram esta técnica com 
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dados do sensor hiperespectral Compact High Resolution Imaging Spectrometer 

(CHRIS)/PROBA na discriminação de diferentes estágios de sucessão secundária em 

abordagem multiangular na Amazônia brasileira. Papes et al. (2013) utilizaram LDA, 

dentre outras técnicas, na classificação de diferentes espécies em floresta de várzea na 

Amazônia Peruana. Vyas et al. (2011) testaram LDA na seleção de bandas para 

classificar diferentes espécies em mata seca na India. Shang e Chisholm (2013) 

classificaram espécies nativas da Austrália com LDA, dentre outras técnicas, de forma 

similar ao feito por Feret e Asner (2013) com espécies de floresta tropical no Havaí. 

Roth et al. (2015a) utilizaram LDA na classificação de diferentes tipologias vegetais dos 

Estados Unidos em abordagem multi-escala. Roth et al. (2015b) concluíram que LDA, 

quando comparado ao MESMA (Multiple Endmember Spectral Mixture Analysis), teve 

desempenho superior na classificação da vegetação de diferentes ecossistemas 

americanos. 

LDA é uma técnica multivariada utilizada para analisar a relação entre a variável 

dependente qualitativa, ou categórica (grupos), e as variáveis independentes 

quantitativas (HAIR et al., 2005). O objetivo principal dessa técnica é identificar as 

variáveis que diferenciam ou discriminam os grupos, permitindo assim, previsões sobre 

uma nova observação em função de suas características. Para alcançar esse objetivo, 

produzem-se combinações lineares (funções discriminantes) das variáveis 

independentes que ampliam a discriminação dos grupos descritos pelas variáveis 

dependentes. Assim, são definidas regras de classificação dos elementos em cada grupo. 

A discriminação é obtida estabelecendo-se pesos (escores). Estes são atribuídos a cada 

variável independente e corrigidos para as inter-relações entre todas as variáveis 

(FÁVERO et al., 2009). 

Quando há interesse em estudar somente dois grupos de variáveis dependentes, a 

técnica é chamada de Análise Discriminante Simples. No entanto, em muitos casos, há 

o interesse na discriminação entre mais de dois grupos, sendo assim denominada de 

Análise Discriminante Múltipla. Caso haja um grande número de variáveis 

independentes e o intuito é selecionar um subconjunto útil para prever a variável 

dependente, é indicada a utilização da LDA com seleção das variáveis independentes ou 

atributos (PESTANA; GAGEIRO, 2000). 
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Em algumas situações, como é o caso deste trabalho, pode existir um número de 

variáveis independentes muito grande, resultando em alta dimensionalidade dos dados, 

também conhecido como efeito Hughes (HUGHES, 1968). Nesse caso, é desejável 

selecionar um número relativamente menor de variáveis, que contenham informações 

relevantes (JOHNSON; WICHERN, 1988). O mais popular dentre os procedimentos de 

seleção de variáveis é o stepwise (passo-a-passo). Neste procedimento, a primeira 

variável incluída na análise possui o maior valor aceitável para o critério de seleção 

(estatística F). Após a inclusão da primeira variável, o valor do critério é redefinido para 

todas as variáveis não incluídas no modelo. Assim, em cada passo, é examinada a 

possibilidade de inclusão de novas variáveis no modelo, bem como da remoção 

daquelas já incluídas. Valores de probabilidade F são normalmente considerados neste 

procedimento como critério para a inclusão e remoção das variáveis (HUBERTY, 

1984). 

Dentre os métodos para seleção de variáveis, podem-se destacar: Método lambda de 

Wilks; V de Rao; Distância de Mahalanobis (D
2
); Teste F entre grupos e Soma da 

Variância não explicada (BRAGA et al., 1999). A Distância de Mahalanobis (D²) foi 

utilizado neste estudo por se tratar de um dos métodos mais utilizados em estudos 

hiperespectrais. Quando a distância de Mahalanobis é usada como critério para seleção 

de variáveis, ela é calculada primeiro, sendo a variável que apresentar o maior D
2
 para 

os dois grupos mais similares (menor D
2
 inicialmente) a selecionada para inclusão no 

modelo (COOLEY; LOHNES, 1971). 

O próximo passo, após a seleção das variáveis discriminantes (explanatórias), é a 

identificação das funções discriminantes. As funções lineares discriminantes são 

obtidas a partir da extração dos autovetores da matriz W
-1

B (intra e inter-grupos), 

constituindo combinações lineares das variáveis explanatórias que maximizam a razão 

entre as dispersões intergrupos e intragrupos (B/W). Dadas as p variáveis e g grupos, é 

possível estabelecer o número máximo de funções discriminantes que podem ser 

extraídas como (g-1) ou p, o que for menor.  

As funções discriminantes são derivadas em ordem de importância decrescente. A 

primeira representa a melhor combinação linear possível das variáveis iniciais, ou seja, 

ela extrai o máximo possível da variância intergrupos existente no espaço inicial; a 
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segunda extrai o máximo possível da variância remanescente, com restrição de ser 

ortogonal à primeira; e assim, sucessivamente, são extraídos vetores mutuamente 

ortogonais, até esgotar a variância contida na matriz W
-1

B. Alguns critérios podem ser 

usados para avaliar a importância relativa de cada função discriminante na 

diferenciação dos grupos. Dentre eles, a porcentagem relativa dos autovalores (); o 

coeficiente de correlação canônica (R); e o teste de qui-quadrado (X
2
) (COOLEY; 

LOHNES, 1971). 

Das funções discriminantes, obtêm-se os escores discriminantes para cada amostra. O 

centroide do grupo representa a média de todos os escores dentro de um grupo. O poder 

discriminatório das variáveis explanatórias é consequência da distância entre os 

centroides dos diversos grupos no espaço discriminante. O grau de dispersão dentro do 

grupo é revelado pela distância entre cada observação e o centroide do grupo. Assim, é 

possível identificar grupos mais coesos e observações classificadas erroneamente 

(HAIR et al., 2005). O cálculo dos escores de novas observações nas funções 

discriminantes permite identificar o grupo ao qual as observações deveriam ser 

incorporadas, com menor probabilidade de erro.  

2.3. Regressão por Mínimos Quadrados Parciais (PLSR) 

A forte multicolinearidade causada por um número de amostras muito menor do que o 

número de variáveis independentes (X) resulta em elevada correlação entre os 

preditores e modelos não confiáveis. Uma abordagem que vem ganhando espaço e que 

pode ser utilizada para evitar este problema é a PLSR (MARABEL; ALVAREZ-

TABOADA, 2013). Essa técnica tem sido amplamente utilizada em estudos 

relacionados à análise da vegetação a partir de dados hiperespectrais (ASNER; 

MARTIN, 2008; CHEN et al., 2012; CHO et al., 2007; CLEVERS et al., 2007; 

HANSEN; SCHJOERRING, 2003; LAURIN et al., 2014; LEI et al., 2012; LIU; GUO, 

2014; MARABEL; ALVAREZ-TABOADA, 2013; PEERBHAY et al., 2013; VYAS; 

KRISHNAYYA, 2014). 

Regressão PLSR é uma técnica multivariada bilinear que generaliza e combina 

características de análise por componentes principais (PCA - Principal component 

analysis) e regressão linear múltipla (MLR - Multiple Linear Regression). Originou-se 
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das ciências sociais, especificamente das ciências econômicas (WOLD, 1966), mas 

tornou-se popular pela primeira vez em quimiometria (WOLD, 2001). Seu objetivo é 

prever ou analisar um conjunto de variáveis dependentes (Y), em função de um 

conjunto de variáveis independentes (X) (HUBERT; VANDEN- BRANDEN, 2003). Os 

métodos de modelagem bilinear são projetados para situações onde existe colinearidade 

entre as variáveis originais. Informações comuns nas variáveis originais são usadas para 

construir novas variáveis, chamadas de variáveis latentes, fatores ou ainda componentes 

principais (PC - Principal component). Essas são ortogonais, não correlacionados e 

visam o melhor poder preditivo. PLSR está intimamente relacionado com a regressão 

por componentes principais (PCR - Principal component regression). A principal 

diferença é que PLSR utiliza as informações de ambas as variáveis X e Y de forma 

interativa para ajustar o modelo, diferentemente da PCR, que decompõe X e Y 

isoladamente. Dessa forma, PLSR muitas vezes precisa de menos PCs para alcançar a 

solução ótima, porque o foco é sobre a projeção das variáveis Y e não em alcançar a 

melhor projeção de X como no PCR (GELADI; KOWALSKI, 1986).  

Em PLSR, as matrizes X e Y são decompostas simultaneamente em uma soma de h 

fatores, como nas Equações 2.1 e 2.2: 

              
 

   (2.1) 

                  (2.2) 

 

onde T e U são as matrizes de escores das matrizes X e Y, respectivamente; P e Q são as 

matrizes dos loadings das matrizes X e Y, respectivamente; e E e F são os resíduos.  

Basicamente, os escores são interpretados da mesma forma como escores PCA. São as 

coordenadas das amostras ao longo das componentes do modelo. O único recurso novo 

na PLSR é que dois conjuntos diferentes de componentes podem ser considerados. T-

escores são as novas coordenadas dos pontos de dados no espaço X, calculado de tal 

maneira que eles capturaram a parte da estrutura em X, que é mais preditiva para Y. U-

escores resumem a parte da estrutura em que Y é explicado por X ao longo de uma 

determinada componente do modelo. Estes não existem na PCR. A relação entre T e U-
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escore é um resumo da relação entre X e Y ao longo de uma específica componente do 

modelo (GELADI; KOWALSKI, 1986). 

Os loadings expressam o quanto cada variável X e Y estão relacionadas com a 

componente do modelo resumido pelo T-escores. Os loadings são interpretados de 

forma diferente no espaço X e Y. P-loadings expressam quanto cada variável X 

contribui para uma componente específica do modelo, podendo ser usado exatamente da 

mesma forma como na PCA. Direções determinadas pelas projeções das variáveis X são 

usadas para interpretar o significado da localização de um ponto de dados projetada em 

um terreno t-escores, em termos de variações no X. Q-loadings expressam a relação 

direta entre as variáveis Y e as t-escores. Assim, as direções determinadas pelas 

projeções das variáveis Y podem ser utilizadas para interpretar o significado da 

localização de um ponto de dados projetada em um terreno t-escores, em termos de 

variação da amostra em Y. Os dois tipos de loadings podem ser plotados em um único 

gráfico para facilitar a interpretação dos t-escores em relação a direções de variação, 

tanto em X como em Y. Deve-se salientar que, ao contrário do loadings PCA, os fatores 

de peso da PLSR não são normalizados, de modo que P e Q-loadings não compartilham 

de uma escala comum. Assim, as suas direções são mais fáceis de interpretar do que os 

seus comprimentos. As direções só devem ser interpretadas desde que as variáveis X ou 

Y sejam suficientemente consideradas, o que pode ser verificado usando a variância 

explicada ou variância residual (CAMO, 2013). 

Tal como em todos os modelos de regressão, o objetivo da PLSR é minimizar os 

resíduos F tanto quanto possível e, ao mesmo tempo, ter uma representação da relação 

entre X e Y passível de generalização (validação). Existe uma relação interior que 

resulta da interdependência das variáveis Y sobre X. As relações internas e externas são 

construídas usando o algoritmo NIPALS (ABDI, 2007). Devido à ligação interior, os 

componentes principais utilizados para a representação de X e Y não podem ser 

calculados separadamente. Em outras palavras, ao construir o modelo PLSR, as relações 

externas devem cooperar na construção do modelo como um todo, ou seja, construir um 

modelo preditivo capaz de relacionar X a Y. Isto significa que as relações exteriores não 

podem ser tratadas separadamente, mas sim tratadas como partes de um mesmo 

problema (Equação 2.3) (GELADI; KOWALSKI, 1986). 
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        (2.3) 

 

para h variáveis latentes, sendo que os valores de bh são agrupados na matriz diagonal 

B, que contém os coeficientes de regressão entre a matriz de escores U de Y e a matriz 

de escores T de X. A melhor relação linear possível entre os escores desses dois blocos 

é obtida através de pequenas rotações das variáveis latentes dos blocos de X e Y. 

A matriz Y pode ser calculada de uh pela Equação 2.4 a seguir: 

         (2.4) 

 

E a concentração de novas amostras prevista a partir dos novos escores, T*, substituídos 

na Equação anterior  (Equação 2.5). 

       (2.5) 

 

Um resumo dos princípios da regressão PLS pode ser observado na Figura 2.1. 

Figura 2. 1. Princípios da regressão por mínimos quadrados parciais (PLSR).

 

Fonte: Böhm et al. (2012). 
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Nesse processo, um passo crítico é estabelecer o número correto de fatores a serem 

utilizados no modelo (WOLD, 1978). Os fatores (PCs) podem ser escolhidos de 

diferentes maneiras. O número de PCs a serem utilizados é uma propriedade muito 

importante de um modelo PLSR. Embora seja possível calcular o máximo de fatores 

PLSR para o modelo, nem todos eles são normalmente usados. As principais razões 

para isso são que os dados medidos nunca estão livres de ruídos e alguns dos fatores de 

ordem inferior só irão descrever ruído. Dessa forma, é comum deixar de fora PCs de 

ordem inferior, pois podem resultar em problemas de colinearidade. A primeira PC 

correspondente ao maior autovalor é, por definição, a direção no espaço de X que 

descreve a máxima quantidade de variância das amostras. Quando toda a variância de 

um conjunto de amostras não puder ser explicada por apenas uma PC, uma segunda 

componente ortogonal a primeira será utilizada, e assim por diante. Após a modelagem, 

teoricamente, a matriz dos quadrados dos resíduos deverá conter apenas a variância não 

explicada associada ao ruído (GELADI; KOWALSKI, 1986). 

Existem métodos com diferentes critérios para decidir o número de PCs a serem 

utilizados. Dentre eles, destaca-se o método por validação cruzada (cross validation). 

Este método define o número ótimo de PCs por meio da minimização da raiz quadrada 

do erro quadrático médio (RMSE - root mean square error) da predição. O critério para 

adicionar um novo fator ao modelo é a redução do RMSE em pelo menos 2% 

(KOOISTRA et al., 2004). Na validação cruzada, as mesmas amostras são utilizadas 

tanto na construção quanto na validação do modelo. A validação cruzada aplicada neste 

trabalho foi a do tipo “leave-one-out” (CLEVERS et al., 2007; MARABEL; 

ALVAREZ-TABOADA, 2013). Esse método consiste em remover uma única amostra 

da base de dados e o modelo selecionado é ajustado a partir das amostras 

remanescentes. O processo é repetido até que todas as amostras tenham sido utilizadas 

para predição. No passo seguinte, todos os resíduos são combinados para computar a 

variância residual da validação. O valor do RMSE e uma calibração final são então 

obtidos com todas as amostras (EFRON; GONG, 1983). 
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3. ÁREA DE ESTUDO 

Distante aproximadamente 50 km do centro de Brasília e a 5 km do centro de 

Planaltina, a Estação Ecológica de Águas Emendadas (ESEC-AE) foi criada pelo 

Decreto nº 771, de 12 de agosto de 1968, inicialmente como Reserva Biológica. 

Posteriormente, foi elevada à condição de Estação Ecológica pelo Decreto do Governo 

do Distrito Federal nº 11.137 de 16 de junho de 1988 (ALBUQUERQUE, 2008). 

Estação Ecológica é definida como uma Unidade de Conservação (UC) de proteção 

integral, ou seja, os usos permitidos restringem-se às atividades de uso indireto, como 

pesquisa científica e educação ambiental, de acordo com o que dispuser o plano de 

manejo da unidade ou regulamento específico. Essa categoria de manejo procura 

preservar a biodiversidade com a menor interferência antrópica possível, limitando as 

ações ao mínimo necessário (HOROWITZ; JESUS, 2008). Hoje, sob responsabilidade 

do Instituto Brasília Ambiental (IBRAM), compreende uma área de 10.547 ha, 

correspondendo a 17,6% das áreas protegidas do DF, sob a categoria de Unidades de 

Conservação de Proteção Integral, adquirindo extrema importância perante a dinâmica 

de uso e ocupação do solo na região (GEO LÓGICA/ECOTECH, 2009). 

A ESEC-AE é uma unidade de conservação diretamente relacionada com a água em 

função do fenômeno que originou a sua criação. As águas que ali brotam, numa vereda 

de seis quilômetros de extensão, correm em duas direções opostas. A parte norte da 

Estação, para onde drena o Córrego Vereda Grande, localiza-se na Bacia Hidrográfica 

do Rio Maranhão, que contribui para a formação dos corpos hídricos da Bacia 

Hidrográfica Tocantins/Araguaia. A parte sul, para onde drena o Córrego Brejinho, 

localiza-se na Bacia Hidrográfica do Rio São Bartolomeu, que contribui para a 

formação dos corpos hídricos da Bacia Hidrográfica do Rio Paraná. Elas banham, além 

do Distrito Federal, os estados de Goiás, Minas Gerais, Mato Grosso do Sul, São Paulo 

e Paraná, além dos países vizinhos Paraguai, Argentina e Uruguai, percorrendo mais de 

5.000 km para o norte e para o sul (CARVALHO, 2008).  

A rica vegetação presente na ESEC-AE também é bem cuidada. Segundo Felfili et al. 

(2008), as fitofisionomias que ocorrem na ESEC-AE constituem:  1) Campos, com o 

predomínio de gramíneas e arbustos, caracterizados por diversas tipologias, 

denominados campo limpo, quando as árvores são praticamente ausentes, e campo sujo, 
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quando a cobertura arbustiva se aproxima de 10% da área ocupada por vegetação; 2) 

Cerrado sensu stricto, que ocorre em extensas áreas sobre solos profundos e bem 

drenados, caracterizado por uma camada herbácea com predominância de gramíneas e 

por uma camada lenhosa, que varia de 3 a 5 m de altura, com cobertura arbórea de 10 a 

60%; 3) Matas de galeria, que formam uma rede florestal perenifólia ao longo dos 

cursos d'água, apresentando cobertura arbórea de 80 a 100%, sendo comum a ocorrência 

de árvores emergentes ao dossel que atinge de 20 a 30 m de altura, contendo espécies 

endêmicas, espécies da floresta amazônica, da Mata Atlântica e das matas da Bacia do 

Rio Paraná, além de espécies de cerrado sensu stricto e de florestas estacionais do Brasil 

Central; 4) Veredas, que são formações dominadas por espécies adaptadas para o 

desenvolvimento em solos permanentemente alagados como buritis (Mauritia flexuosa) 

e presença de camada herbácea de gramíneas e ciperáceas.  

No entanto, para o presente estudo, com base no mapa de vegetação do plano de manejo 

(GEO LÓGICA/ECOTECH, 2009) e também na campanha de campo descrita na seção 

seguinte e na análise de uma imagem Rapideye de 2015, obtida simultaneamente ao 

período de campo, as fitofisionomias foram subdivididas em: campo limpo e campo 

sujo (formações campestres); campo cerrado, cerrado ralo, cerrado típico e cerrado 

denso (formações savânicas com progressivo adensamento de indivíduos arbóreo-

arbustivos); e mata de galeria (formação florestal). Outras feições também presentes na 

área como veredas, regeneração e solo exposto, também constam do levantamento 

temático, conforme ilustrado na Figura 3.1, porém não foram analisadas nesse estudo. A 

área correspondente a Lagoa Bonita, parte integrante desta Unidade de Conservação, 

não foi representada. O Plano de Manejo da ESEC-AE foi executado pelo Consórcio de 

Empresas Geo Lógica/Ecotech e acompanhado por técnicos do IBRAM – Instituto 

Brasília Ambiental. 
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Figura 3. 1. Imagem Rapideye de julho de 2015 (banda 3: 630 – 685 nm; banda 4: 690 –  730 

nm; e banda 5: 760  – 850 nm) e representação das fitofisionomias presentes na 

Estação Ecológica de Águas Emendadas. 

 

 

Fonte: Adaptado de Geo Lógica/Ecotech (2009). 

A precipitação média na ESEC-AE é de 1.552 mm/ano, com mais de 95% do volume da 

precipitação concentrado de outubro a abril, caracterizando a forte sazonalidade das 

chuvas. A temperatura média anual é em torno 21 °C, com pouca variação térmica entre 

os meses de verão e inverno (MAIA; BAPTISTA, 2008). A Figura 3.2 mostra a 

precipitação dos dois últimos anos (2014 e 2015) e a média de precipitação desde 2008, 

ano em que foi instalada a estação meteorológica Águas Emendadas do INMET (A045), 

localizada dentro da ESEC-AE. Os anos de 2014 e 2015 apresentaram precipitações 

semelhantes, principalmente entre os meses de janeiro a outubro.  
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Figura 3. 2. Precipitação acumulada mensal (mm) do ano de 2014, 2015 e média desde 2008. 

Dados da estação meteorológica automática Águas Emendadas (A045), fornecidos 

pelo Instituto Nacional de Meteorologia (INMET). A área sombreada representa o 

período seco ao longo do ano. 

 

O relevo abrange aproximadamente as altitudes entre 1.000 e 1.200 metros, típicas na 

região do Distrito Federal (MAIA; BAPTISTA, 2008). As principais classes de solos 

descritas em Águas Emendadas são: Latossolos Vermelhos, Latossolos Vermelho-

Amarelo, Gleissolos Háplicos, Cambissolo Háplicos e Neossolos Quartzarênicos. A 

Figura 3.3 apresenta o mapa de solo correspondente ao levantamento pedológico de 

reconhecimento em escala 1:100.000, realizado pelo Serviço Nacional de Levantamento 

de Solos (EMBRAPA, 1978). 
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Figura 3. 3.  Mapa de solos da Estação Ecológica de Águas Emendadas, segundo Embrapa 

(1978).  

 

Fonte: Lacerda (2008). 

 

Segundo Rocha (2008), os principais problemas enfrentados na região estão 

relacionados com: 1) a retirada da cobertura vegetal nos entornos da estação; 2) 

questões fundiárias regionais, com ocupação irregular do entorno por chácaras e 

loteamento, cujas atividades são responsáveis por sérios problemas como 

reflorestamento com Pinus e Eucalipto, plantio de culturas anuais (soja, milho, arroz e 

outros) com uso de agrotóxicos e fertilizantes, promovendo a contaminação dos 

recursos hídricos e o assoreamento da Lagoa Bonita e dos ribeirões; 3) captação de água 

para abastecimento público, atividade incompatível com uma unidade de conservação 

de proteção integral, promovendo a presença de espécies exóticas e drenagens de 

veredas. Apesar de todos os problemas enfrentados desde sua implantação, a ESEC-AE 

vem ganhando espaço na comunidade científica, com pesquisas em diferentes áreas do 

conhecimento, cumprindo assim os objetivos que justificaram sua criação (FERREIRA, 

2006; FERREIRA et al., 2011; LACERDA; BARBOSA, 2012; OLIVEIRA FILHO; 

RATTER, 2002; SILVA-JÚNIOR; FELFILI, 1996). 
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4. METODOLOGIA DE TRABALHO 

A Figura 4.1 apresenta a sequência de etapas metodológicas adotadas na execução do 

trabalho. Estas etapas serão descritas nas seções subsequentes. 

Figura 4. 1. Fluxograma indicando as etapas desenvolvidas no trabalho. AGB refere-se a 

biomassa acima do solo; PLSR refere-se a regressão por mínimos quadrados 

parciais; MDA refere-se a análise discriminante múltipla; e IVs refere-se aos 

índices de vegetação. 

 

4.1.  Seleção da área de estudo 

A Estação Ecológica de Águas Emendadas (ESEC-AE) foi selecionada como área de 

estudo por representar uma das áreas protegidas de maior biodiversidade dos Cerrados 

brasileiros, e por conter variadas fitofisionomias do Cerrado, representativas do domínio 

core desse bioma. Sendo assim, muitos dos trabalhos científicos desenvolvidos na 

Estação alcançaram status de relevância na comunidade científica (MAIA, 2008).  

4.2. Aquisição e tratamento dos dados de 
campo

4.3. Seleção e pré-processamento das imagens 
Hyperion

Estimativa/cálculo 
AGB

4.2.1. Inventário florestal

4.2.2. Caracterização 
florística e estrutural das 
fitofisionomias do cerrado

4.4. Geração de atributos hiperespectrais
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largura, área e assimetria de 6 bandas de absorção; 
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março
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sazonal das fitofisionomias 
por MDA
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Atributos
imagem julho
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4.2. Aquisição e tratamento dos dados de campo 

4.2.1.  Inventário florestal 

A campanha de campo foi realizada em julho de 2015, mês correspondente ao período 

seco. Foram amostradas 45 parcelas de 20 m x 50 m, dimensão adotada por Felfili et al. 

(2005a), totalizando 4,5 ha. Para as parcelas de cerrado denso, cerrado típico, cerrado 

ralo e campo cerrado, foram medidos todos os indivíduos arbóreo-arbustivo vivos com 

diâmetro com casca (tomado a 30 cm da base do solo - Db) igual ou superior a 5 cm. 

Todos os indivíduos incluídos na medição foram identificados botanicamente (família e 

espécie) por um para-botânico, especialista da Embrapa Cerrados.  Os nomes científicos 

de cada espécie bem como das famílias botânicas foram conferidos por meio da Lista de 

Espécies da Flora do Brasil (http://floradobrasil.jbrj.gov.br/) e da base de dados do 

Missouri Botanical Garden (http://www.tropicos.org). Alguns poucos indivíduos ainda 

tiveram exsicatas coletadas para a identificação no herbário da EMBRAPA-Cerrados.  

A altura total (Ht) dos indivíduos inventariados foi medida com auxílio de uma régua 

com altura conhecida. Nas fitofisionomias campo sujo e campo limpo foram alocadas 5 

subparcelas de 1 m² distribuídas sistematicamente de 10 em 10 m dentro da parcela de 

20 x 50 m, conforme recomendado por Felfili et al. (2005a), onde todo material 

herbáceo foi coletado, ensacado e pesado ainda em campo com uma balança de pequeno 

porte. Depois, no laboratório da EMBRAPA-Cerrados, as amostras de cada subparcela 

foram preparadas, pesadas e posteriormente levadas para secagem em estufa de 

circulação forçada de ar, a uma temperatura de aproximadamente 65°C (Figura 4.2) 

durante 48 horas, ou até a estabilização do seu peso de matéria seca, procedimento esse 

recomendado por Ribeiro et al. (2011). 
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Figura 4. 2. Amostras de campo sendo coletadas, pesadas e secadas em estufa cedida pela 

Embrapa Cerrados em Planaltina-DF. (a) alocação das subparcelas dentro da 

parcela, (b) subparcela de 1 x 1 m, (c) pesagem das amostras e (d) estufa de 

circulação forçada de ar, onde as amostras foram secas. 

 

 

O número de parcelas alocadas em cada fitofisionomia foi definido conforme 

distribuição das fitofisionomias na área e facilidade de acesso (Tabela 4.1). 

Tabela 4. 1. Identificação das parcelas amostradas em cada fitofisionomia. 

Fitofisionomia Sigla Parcela ID Nº Área total 
(ha) 

cerrado denso CD P6, P7, P13, P14, P16, P17, P20 7 0,7 

cerrado típico C 
P2, P3, P4, P5, P8, P9, P10, P11, 

P12, P15, P18, P19, P21, P23 
14 1,4 

cerrado ralo CR P1, P22, P24, P26, P27, P28 6 0,6 

campo cerrado CaC P25, P29, P30, P31, P32, P33 6 0,6 

campo sujo CaS P40, P42 2 0,2 

campo limpo CaL 
P34, P35, P36, P37, P38, P39, 

P41, P43, P44, P45 
10 1,0 

 

a b

c d
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Todas as parcelas tiveram posicionamento registrado por meio da utilização de GPS de 

navegação. O posicionamento dos indivíduos arbóreo-arbustivos de algumas parcelas 

foi feito por meio do registro de coordenadas cartesianas X e Y. Além das parcelas 

inventariadas, representativas de cada fitofisionomia, foram coletados 107 pontos de 

observação aleatoriamente distribuídos dentro da ESEC-AE, abrangendo não apenas as 

fitofisionomias analisadas neste estudo, mas também a ocorrência de veredas, mata de 

galeria, regeneração de vegetação, presença de queimadas, ramais e vias de acesso para 

controle, dentre outras características. 

4.2.2. Caracterização florística e estrutural das fitofisionomias 

Para a caracterização florística e estrutural, apenas as fitofisionomias compostas por 

indivíduos arbóreo-arbustivos foram consideradas nesta análise: cerrado denso, cerrado 

típico, cerrado ralo e campo cerrado. 

A suficiência amostral do inventário foi avaliada com base na curva espécie-área. Esta 

curva pode ser vista como um processo de interpolação a partir da riqueza de espécies 

agrupadas com o incremento de amostras para a riqueza esperada de um subconjunto 

daquela amostra (COLWELL et al., 2004). A curva é crescente até atingir o ponto de 

estabilização, ou seja, o incremento de novas espécies é baixo mesmo com o aumento 

de amostras (SCHILLING; BATISTA, 2008). 

A composição florística e a diversidade de espécies foram analisadas por meio do índice 

de Shannon-Weaver (H’) (Equação 4.1) e da equabilidade de Pielou (J) (Equação 4.2): 

 

                           
  

 
  

 

   
 (4.1) 

  
  

      
 (4.2) 

onde: ni é o número de indivíduos da espécie i,  N  é o número total de indivíduos e S é o 

número total de espécies. 
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O índice de Shannon-Weaver é diretamente proporcional à diversidade florística da área 

amostrada. Esse índice é calculado com base na relação entre o número de indivíduos 

por espécie e o número total de indivíduos amostrados. Quanto maior for o valor de H’, 

maior será a diversidade florística do conjunto amostral. O índice combina as 

componentes riqueza e equabilidade. A equabilidade de Pielou expressa a maneira pela 

qual o número de indivíduos está distribuído entre as diferentes espécies. O índice mede 

a uniformidade da comunidade analisada, indicando se as diferentes espécies possuem 

valores de abundância semelhantes ou divergentes. O valor deste índice varia de 0 a 1, 

onde 1 representa a máxima uniformidade, ou seja, todas as espécies são igualmente 

abundantes (MAGURRAN, 1988). 

A análise da estrutura das fitofisionomias seguiu os parâmetros descritos por Mueller-

Dombois e Ellenberg (1974). Área basal (AB) refere-se ao grau de ocupação do terreno 

pelos fustes das árvores, sendo a soma das áreas transversais dos indivíduos obtidos a 

partir do DAP ou Db por unidade de área (m².ha
-1

); densidade absoluta (DA) indica o 

número de indivíduos de uma determinada espécie por unidade de área; densidade 

relativa (DR) refere-se ao número de indivíduos de uma determinada espécie em relação 

ao total de indivíduos de todas as espécies identificadas no levantamento; frequência 

absoluta (FA) expressa a porcentagem de parcelas em que cada espécie ocorre; 

frequência relativa (FR) é a porcentagem de ocorrência de uma espécie em relação à 

soma das frequências absolutas de todas as espécies; dominância absoluta (DoA) é a 

soma das áreas basais dos indivíduos pertencentes a uma espécie, por unidade de área; 

dominância relativa (DoR) indica a porcentagem da área basal de cada espécie que 

compõe a área basal total de todos os indivíduos de todas as espécies, por unidade de 

área; índice de valor de importância (IVI) é a soma dos valores relativos de densidade, 

dominância e frequência relativa de cada espécie, permitindo uma visão mais ampla de 

sua importância no total do povoamento. 

Adicionalmente foram analisados gráficos de distribuição diamétrica, com intervalo de 

4 cm para os parâmetros altura total, densidade, área basal e biomassa. Comparações 

entre parâmetros médios das fitofisionomias foram feitas por meio da análise de 

variância (ANOVA,  α=0,05) e do teste Tukey. As variáveis foram verificadas quanto à 
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normalidade pelo teste Shapiro-Wilk (SHAPIRO; WILK, 1965) e homocedasticidade 

pelo teste de Bartlett (SNEDECOR; COCHRAN, 1983). 

Nas parcelas de CD, C, CR e CaC, a estimativa de biomassa seca acima do solo de cada 

indivíduo lenhoso vivo foi obtida por meio da equação alométrica proposta por Rezende 

et al. (2006) para o cerrado sensu stricto em Brasília- DF (Equação 4.3): 

                           (4.3) 

onde AGB corresponde a biomassa individual acima do solo (kg); Db corresponde ao 

diâmetro medido a 30 cm da base do solo (cm) e Ht corresponde a altura total (m). 

A AGB foi considerada como a soma das biomassas individuais, extrapoladas para 

tonelada por hectare.  

Nas parcelas de campo sujo e campo limpo, os cálculos de biomassa foram efetuados 

seguindo o método da proporcionalidade proposto por Ribeiro et al. (2011) (Equação 

4.4): 

      
           

     
 (4.4) 

onde Ms(c) corresponde a massa de matéria seca total no campo em kg; Ms(a) 

corresponde a massa de matéria seca das amostras em kg, após secagem em estufa; 

Mu(a) corresponde a massa de matéria úmida das amostras em kg; e Mu (c) corresponde 

a massa de matéria úmida total no campo em kg.  

4.3. Seleção e pré-processamento das imagens Hyperion 

Foram utilizadas seis imagens do sensor Hyperion, correspondentes aos meses de março 

a agosto de 2014. Não foi possível o uso das imagens de 2015, ano do desenvolvimento 

deste estudo, pela alta cobertura de nuvens no período chuvoso e ausência de imagens 

concomitantes ao período seco das atividades de campo em julho de 2015. No entanto, 

os anos de 2014 e 2015 apresentaram precipitações semelhantes, principalmente nos 

meses analisados (Figura 3.2). Assume-se então um comportamento fenológico da 
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vegetação aproximadamente similar entre os dois anos, sem possíveis anomalias de 

precipitação que pudessem prejudicar a interpretação dos resultados.  

A sequência de imagens foi selecionada com o intuito de caracterizar a sazonalidade da 

vegetação no período chuvoso (março e abril) e seco (maio, junho, julho e agosto). As 

imagens foram obtidas a partir da plataforma Earth Explorer da USGS/NASA e suas 

respectivas informações podem ser observadas na Tabela 4.2 e Figura 4.3. 

Tabela 4. 2. Informações sobre as seis imagens Hyperion/EO-1 utilizadas neste estudo. 

Informações Março Abril Maio Junho Julho Agosto 
Data de aquisição 20/03/2014 13/04/2014 23/05/2014 16/06/2014 10/07/2014 03/08/2014 

Azimute solar 73.5 60.9 48.4 47.0 49.3 54.6 

Elevação solar 45.8 43.2 36.8 34.0 33.3 35.4 

Ângulo de apontamento +10.3 +13.9 +14.5 +13.5 +11.7 +8.6 

 

Figura 4. 3. Representação da sequência de imagens Hyperion, composição 864nm (R), 1548nm 

(G), 660nm (B), utilizadas no estudo. 

 

+-15,99 
-47,73 

+ -15,09 
-47,28 

março abril maio junho julho agosto

Período chuvoso Período seco
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Os pré-processamentos e os processamentos realizados nas imagens foram feitos no 

aplicativo ENVI 5.0 (EXELIS, 2013). As imagens Hyperion/EO-1 apresentam pixels 

ruidosos que formam linhas ou “faixas escuras”, perpendiculares à linha de varredura, 

conhecidas como stripes, que compreendem as informações perdidas durante a 

aquisição dos dados. Os stripes foram substituídos automaticamente pela média de seus 

vizinhos na direção horizontal por meio de um algoritmo. Destaca-se que esse 

procedimento não agrega novas informações nas imagens; melhora apenas seu aspecto 

visual (SOUZA et al., 2010). Os dados de radiância foram convertidos para reflectância 

de superfície utilizando o Fast Line-of-sight Atmospheric Analysis of Spectral 

Hypercubes (FLAASH), o qual é baseado no modelo de transferência radiativa 

MODTRAN-4 (Moderate Resolution Transmittance Code) (FELDE et al., 2003). O 

principal objetivo do FLAASH é a remoção dos efeitos de espalhamento e absorção da 

radiação devido aos constituintes atmosféricos. O modelo atmosférico utilizado foi o 

tropical/ rural, com visibilidade variando de 35 a 70 km, dependendo de cada imagem. 

A banda de absorção de vapor d'água utilizada para a estimativa desse constituinte 

atmosférico foi a de 1135 nm. Um algoritmo para a remoção de ruído e feições espúrias 

decorrentes da correção atmosférica foi aplicado sobre os dados. Bandas posicionadas 

em torno de 1400 nm e 1900 nm foram excluídas da análise subsequente de dados 

devido à forte absorção atmosférica pelo vapor de água, que limita o uso destes dados 

mesmo após a correção atmosférica (GALVÃO et al., 2005). No total, 146 bandas 

espectrais foram utilizadas nas análises subsequentes.  

A correção geométrica das imagens Hyperion L1R foi realizada utilizando-se pontos de 

controle sobre feições correspondentes entre as imagens Hyperion e uma imagem 

TM/Landsat 5 ortorretificada. Para a transformação foi usado um polinômio do primeiro 

grau, adotando-se o sistema de projeção UTM zona 23S, datum WGS-84. Após o 

georreferenciamento, foi avaliado o resíduo em unidades de pixel, seguido pela 

reamostragem dos pixels da cena Hyperion pelo método de vizinho mais próximo. 

4.4. Geração de atributos hiperespectrais 

Atributos hiperespectrais visam caracterizar e representar a estrutura e fisiologia da 

vegetação, assim como a bioquímica e estrutura do dossel (GALVÃO et al., 2013). Para 

caracterizar espectralmente as fitofisionomias do cerrado, foram considerados os 
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seguintes atributos: 1) reflectâncias de bandas; 2) índices de vegetação; 3) razões de 

bandas; 4) parâmetros de bandas de absorção. Para caracterizar as reflectâncias foram 

utilizadas as 146 bandas resultantes do pré-processamento aplicado nas imagens 

Hyperion. 

Foram calculados 22 índices de vegetação de bandas estreitas (ROBERTS et al., 2011). 

As equações matemáticas e as referências dos IVs utilizados estão descritas na Tabela 

4.3. 

Tabela 4. 3. Índices de vegetação utilizados com suas respectivas fórmulas e referências. 

Índices de 
Vegetação Fórmula Referência 

 
Estrutura 

 
EVI 2.5 × ((ρ864 − ρ660)/(ρ864 + 6 × ρ660 − 7.5 × ρ487 + 1)) Huete et al. (2002) 

NDVI (ρ864 − ρ660)/(ρ864 + ρ660) Rouse et al. (1973) 

VARI (ρ559 − ρ660)/(ρ559 + ρ660 − ρ487) Gitelson et al. (2002a) 

VIg (ρ559 − ρ660)/(ρ559 + ρ660) Gitelson et al. (2002a) 

 
Bioquímica 

 
ARI (1/ ρ559) - (1/ ρ721) Gitelson et al. (2001) 

CAI 100*[0.5*( ρ2032+ ρ2213)- ρ2102] Daughtry (2001) 

CRI1 (1/ ρ510) - (1/ ρ550) Gitelson et al. (2002b) 

LWVI2 (ρ1094 – ρ1205)/(ρ1094 + ρ1205) Galvão et al. (2005) 

MCARI [(ρ701- ρ671) – 0.2*( ρ701- ρ549)]*( ρ701/ ρ671) Daughtry et al. (2000) 

MSI (ρ1598)/ (ρ823) Hunt e Rock (1989) 

NDII (ρ823 − ρ1649)/(ρ823 + ρ1649) Hunt e Rock (1989) 

NDLI [log(1/ρ1754) − log(1/ρ1680)] / [log(1/ρ1754) + log(1/ρ1680)] Serrano et al. (2002) 

NDWI (ρ854 − ρ1245)/(ρ854 + ρ1245) Gao (1996) 

PSRI (ρ681 – ρ498)/ρ752 Merzlyak et al. (1999) 

PSSR Ρ803/ρ671 Blackburn (1998) 

SIPI (ρ803 − ρ467)/(ρ803 + ρ681) Penuelas et al. (1995) 

WBI ρ 905/ρ972 Penuelas et al. (1997) 

 
Fisiologia 

 
PRI (ρ529 − ρ569)/(ρ529 + ρ569) Gamon et al. (1997) 

RENDVI (ρ752 − ρ701)/(ρ752 + ρ701) Gitelson et al. (1996) 

REPI L( máxima primeira derivada no intervalo 690-740 nm) Horler et al (1983) 

RVSI [(ρ712 + ρ752)/2] - ρ732 
Merton e Huntington 

(1999) 

VOG ρ742/ρ722 Vogelmann et al. (1993) 

*ρ representa a reflectância da banda mais próxima do sensor Hyperion ao comprimento de onda original 

das formulações. 
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Segundo Roberts et al. (2011), os índices de vegetação (IVs) mais relacionados com a 

estrutura do dossel são: Enhanced Vegetation Index (EVI); Normalized Difference 

Vegetation Index (NDVI); Visible Atmospherically Resistant Index (VARI) e o Visible 

Green Index (VIg). Os IVs mais associados com a bioquímica são: Anthocyanin 

Reflectance Index (ARI); Cellulose Absorption Index (CAI); Carotenoid Reflectance 

Index 1 (CRI1); Leaf Water Vegetation Index 2 (LWVI2); Modified Chlorophyll 

Absorption Ratio Index (MCARI); Moisture Stress Index (MSI); Normalized Difference 

Infrared Index (NDII); Normalized Difference Lignin Index (NDLI); Normalized 

Difference Water Index (NDWI); Plant Senescence Reflectance Index (PSRI); Pigment 

Specific Simple Ratio (PSSR); Structure Insensitive Pigment Index (SIPI) e Water Band 

Index (WBI). Finalmente, aqueles que melhor expressam a fisiologia da vegetação são: 

Photochemical Reflectance Index (PRI); Red Edge Normalized Difference Vegetation 

Index (RENDVI); Red Edge Position Index (REPI); Red-Edge Vegetation Stress Index 

(RVSI) e Vogelmann Red Edge Index (VOG). 

Para o cálculo das razões de bandas foram determinadas todas as possíveis razões de 

bandas simples (numerador/denominador) derivadas das 146 bandas do sensor 

Hyperion, resultando em 10585 razões. Como vários índices de vegetação são 

compostos por razões de bandas, essa etapa é uma forma indireta de considerar na 

análise outros índices além dos já relacionados (SOUZA et al., 2010). 

Os parâmetros de banda de absorção foram calculados pelo processo de remoção do 

contínuo espectral (CLARK; ROUSH, 1984). Esse método permite a filtragem das 

bandas de absorção de interesse dos espectros, removendo o sinal de fundo (KOKALY; 

SKIDMORE, 2015). A remoção do contínuo serviu como base para calcular os 

parâmetros que descrevem as características das bandas de absorção, tais como a 

profundidade, largura (largura à meia altura - full width at half maximum – FWHM), 

área e assimetria da banda de absorção em análise. Variações destes parâmetros 

descrevem, em termos simples, a variação nas propriedades de absorção (KOKALY, 

2011). O espectro do contínuo removido (R’) é calculado dividindo os valores de 

reflectância original dentro da feição espectral, pelo valor de uma linha contínua 

correspondente (Figura 4.4), estabelecida entre os dois pontos finais (esquerdo e direito) 

da feição (CLARK; ROUSH, 1984).  
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Figura 4. 4. Representação do espectro de vegetação verde; (a) limites do contínuo sobre a 

banda de absorção de clorofila (680 nm), (b) parâmetros da banda de absorção 

após remoção do contínuo.  

 
Fonte: Sanches et al. (2014). 

 

As imagens então foram processadas utilizando o software USGS PRISM (Processing 

Routines in IDL for Spectroscopic Measurements). PRISM é um software para análise 

espectroscópica escrito em IDL (Interactive Data Language) como um plug-in para o 

software ENVI. As características calculadas foram profundidade, largura, área e 

assimetria para as bandas de absorção posicionadas em 680 nm (clorofila); 980 nm e 

1200 nm (água nas folhas); 1700 nm, 2100 nm e 2300 nm (lignina-celulose) (GALVÃO 

et al., 2005). 

Os atributos foram gerados para toda a imagem, pixel-a-pixel, tendo seus valores 

subsequentemente extraídos para as etapas de caracterização e discriminação espectro-

sazonal das fitofisionomias de cerrado e de modelagem da biomassa. 

4.5. Caracterização e discriminação espectro-sazonal das fitofisionomias de 

Cerrado 

A caracterização foi realizada com base na seleção de aproximadamente 700 pixels para 

cada imagem e conjunto de fitofisionomias, mantendo-se sua posição geográfica fixa 

entre imagens. A distribuição dos pixels teve como base as observações de campo e a 

representação baseada no mapa do plano de manejo da ESEC-AE, resultando em 

aproximadamente 100 pixels para cada fitofisionomia (cerrado denso, cerrado típico, 

cerrado ralo, campo cerrado, campo sujo, campo limpo e mata de galeria). Em alguns 

poucos casos, pixels com valores espúrios foram eliminados da análise. Pixels 

representativos da mata de galeria foram incluídos nas etapas de caracterização e 
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discriminação. A caracterização espectral foi realizada inicialmente com todas as 

imagens para representar a sazonalidade dos índices de vegetação nas diferentes 

fitofisionomias. Posteriormente, as análises se limitaram ao período chuvoso (imagem 

de março de 2014) e ao período seco (imagem de agosto de 2014), destacando 

características específicas das fitofisionomias nos meses que mais caracterizam os dois 

períodos analisados. Para caracterizar esses dois períodos foram utilizados os valores de 

reflectância, índices de vegetação e parâmetros de bandas de absorção na construção de 

gráficos de espalhamento. Comparações entre valores médios de reflectância em 660 

nm, 864 nm e 1648 nm das sete fitofisionomias foram feitas por meio da análise de 

variância (ANOVA, α=0,05) e do teste Tukey. Estes comprimentos de onda 

representam respectivamente as regiões do vermelho, IVP e SWIR 1. Valores médios 

dos 22 IVs, e seus respectivos desvios-padrões foram analisados pela porcentagem de 

mudança entre o período chuvoso e seco. O teste Shapiro-Wilk (SHAPIRO; WILK, 

1965) foi aplicado para verificar a normalidade na distribuição dos atributos (GALVÃO 

et al., 2011).   

Para a discriminação das fitofisionomias foi utilizada a técnica de análise discriminante 

múltipla (MDA - Multiple discriminant analysis). Esta técnica foi aplicada 

separadamente em cada grupo de atributos (reflectância, índices de vegetação, 

parâmetros de bandas de absorção, e todos os atributos), e em cada período (chuvoso e 

seco). Para selecionar um subconjunto de atributos e produzir uma função discriminante 

adequada foi utilizado o procedimento passo-a-passo, que procura maximizar a 

Distância de Mahalanobis entre os grupos mais similares. Valores de probabilidade F 

foram usados como critério para a inclusão (0,01) e remoção (0,05) das variáveis. 

Escores discriminantes foram calculados e analisados em gráficos de espalhamento para 

cada conjunto de atributos, em cada período. Os pixels utilizados nesta etapa 

(aproximadamente 100 para cada fitofisionomia) foram divididos aleatoriamente em 

50% para treinamento das funções discriminantes e 50% para validação do desempenho 

da classificação com MDA. Além da análise individual da separabilidade das 

fitofisionomias no período chuvoso e no período seco, os parâmetros acurácia global, 

índice Kappa e teste Z (Equação 4.5), sobre o índice Kappa, foram calculados 

(CONGALTON; MEAD, 1983): 
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 (4.5) 

onde K1 e K2 são os índices kappa para as classificações do período chuvoso (1) e  seco 

(2), e     
e     

 são as variância kappa para as classificações 1 e 2. 

Segundo Millán et al. (2014), em estudos sobre discriminação de estágios sucessionais 

em Mata Seca, características importantes são ressaltadas quando incluída a 

componente sazonal na análise do comportamento da vegetação. Durante a estação seca, 

mesmo com diferentes níveis de espécies caducifólias, os sensores capturam de forma 

mais eficiente as diferenças estruturais na vegetação, correspondentes à área basal, 

densidade de árvores e condições de sub-bosque observados através da abertura do 

dossel. Já na estação chuvosa, a resposta da vegetação pode se confundir pela maior 

interferência do dossel, mais vigor da vegetação nessa época, dispersando a radiação em 

várias direções, devido à orientação das folhas e sombras decorrentes, dentre outros 

fatores (MILLÁN et al., 2014). O comportamento sazonal da vegetação, como é 

verificado no Cerrado, resulta em uma gama de possibilidade de análises das diferentes 

características em cada período. Esta é a razão para que ambos os períodos fossem 

testados no presente estudo quanto à classificação das fitofisionomias por MDA. 

4.6. Modelagem da AGB por PLSR 

Os atributos hiperespectrais utilizados nessa etapa (reflectância das 146 bandas do 

Hyperion, 22 IVs, 10585 razões de bandas e 24 parâmetros das bandas de absorção 

posicionadas em 680, 980, 1200, 1700, 2100 e 2300 nm), foram extraídos de 45 pixels, 

correspondentes às parcelas amostradas em campo, gerados para imagem de julho de 

2014 (Tabela 4.1). As fitofisionomias analisadas foram CD, C, CR, CaC, CaS e CaL. 

A campanha de campo foi realizada em julho de 2015, porém, neste período, não houve 

aquisição de imagens Hyperion. A estratégia adotada para o desenvolvimento desta 

etapa foi a utilização da imagem Hyperion de julho de 2014 para modelar a biomassa de 

2015. Para justificar essa estratégia, foi feita uma simulação das bandas espectrais do 

sensor RapidEye a partir da imagem Hyperion 2014, utilizando a função de resposta dos 

filtros. Essa simulação foi feita para ser comparada com a imagem RapidEye adquirida 
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em julho de 2015, concomitante à coleta de dados em campo. Para realizar essa 

comparação e justificar o uso de uma imagem com defasagem de tempo de um ano, foi 

calculado o NDVI para as duas imagens relacionando-os com a biomassa observada em 

campo. Visto que as relações foram similares entre os dados originais e simulados, 

decidiu-se pelo prosseguimento da análise. 

Inicialmente foi realizada uma análise exploratória dos dados a fim de se conhecer a 

relação entre cada conjunto de variáveis independentes e a dependente, assim como a 

relação dentro de cada conjunto de variáveis X. Para isto, foram utilizados diagramas de 

espalhamento e matrizes de correlação.  

Para avaliar a relação entre a biomassa viva/seca acima do solo e os atributos 

hiperespectrais foi empregada a regressão PLSR pelo método NIPALS (GELADI; 

KOWALSKI, 1986). Para isto, a análise do conteúdo de biomassa foi abordada de 

maneira geral, ou seja, o objetivo não foi o ajuste de um modelo para cada 

fitofisionomia, mas sim, a construção de um modelo que pudesse abranger toda a 

variabilidade de biomassa existente na área de estudo. Ao todo, foram ajustados cinco 

modelos, permanecendo única a variável dependente biomassa (Y) e variando o 

conjunto de variáveis independentes X (Tabela 4.4). As análises foram realizadas 

utilizando o software Unscrambler® X 10.2 (CAMO Software Inc., Woodbridge, 

Noruega). 

Tabela 4. 4. Descrição do número de variáveis independentes e dependente (AGB), assim como 

o número de amostras utilizadas. 

Modelo Nº de Variáveis 
independentes (X) 

Nº de Variáveis 
Dependentes (Y) 

Nº de 
amostras 

Reflectância 146 1 45 

Índices de Vegetação 22 1 45 

Razões de banda 10585 1 45 

Parâmetros de bandas de 

absorção 
24 1 45 

Geral 10777 1 45 

 

Para compreender o comportamento de cada variável X em cada modelo ajustado, foi 

realizada análise dos escores e teste Hotelling T² (estatística multivariada homóloga ao 

teste t de Student), Loadings, Influência (Outliers e Leverages), e variância explicada e 
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residual de Y. As características e fórmulas de cada método de análise, utilizadas pelo 

software Unscrambler® X 10.2, estão descritas em Hubert e Vanden-Branden (2003) e 

CAMO (2013). 

A validação dos modelos foi realizada por meio da validação cruzada, método utilizado 

por diferentes autores para verificar o poder preditivo dos modelos PLSR (CLEVERS et 

al., 2007; HANSEN; SCHJOERRING, 2003; LAURIN et al., 2014; MARABEL; 

ALVAREZ-TABOADA, 2013). No geral, os resultados dos modelos neste estudo 

foram avaliados em termos do número de fatores (PCs), do coeficiente de determinação 

(R²), e da raiz quadrada do erro quadrático médio (RMSE). Para considerar um modelo 

mais preciso do que outro, a redução do RMSE da validação cruzada deve ser em pelo 

menos 2% entre os modelos comparados. Esse mesmo critério foi utilizado para 

estabelecer o número ótimo de PCs em cada modelo, ou seja, o critério para adicionar 

um novo fator no modelo foi a redução do RMSE da validação cruzada em pelo menos 

2% (KOOISTRA et al., 2004). 

 

 

 

 

 

 

 

 

 

 

 



36 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



37 

 

5. RESULTADOS E DISCUSSÃO 

5.1. Caracterização florística e estrutural das fitofisionomias 

No total foram inventariadas 45 parcelas, das quais apenas 33 (3,3 ha) foram analisadas 

florística e estruturalmente para caracterizar as fitofisionomias arbóreo-arbustivas de 

Cerrado presentes na região. O padrão encontrado na curva espécie-área (Figura 5.1) 

mostra que os padrões que expressam a questão florística nessa localidade estudada 

estão em consonância com os registros dos Cerrados analisados por Felfili e Silva 

Júnior (2001). A partir de 4.000 m
2
 de área amostrada, há significativa redução no 

número de novas espécies encontradas, sendo que na sexta parcela, cerca de 80% do 

total de espécies já haviam sido amostradas nas tipologias sob análise. Isso conduziu a 

percepção de que, a partir desse tamanho amostral, a inclusão de novas espécies ocorria 

numa taxa variável e decrescente de 2% a cada nova parcela, indicando o alcance da 

estabilização na curva. Isto demonstrou que a variabilidade florística estava 

convenientemente amostrada (ASSUNÇÃO; FELFILI, 2004). 

Figura 5. 1. Curva espécie-área obtida por meio das parcelas amostrais inventariadas (n=33). 

Linhas pontilhadas representam o intervalo de confiança (α=0,05) 

 

De maneira geral, nas 33 parcelas amostradas, o número total de indivíduos foi de 6.407 

árvores, distribuídas em 34 famílias botânicas, 60 gêneros e 76 espécies.  

Os valores de diversidade de Shannon (H’) e equabilidade de Pielou (J), obtidos para 

cada fitofisionomia (Tabela 5.1), foram compatíveis com outros estudos desenvolvidos 
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em áreas de cerrado sensu stricto, com H’ variando entre 3,04 a 3,73 (FELFILI et al., 

1992; 1994; 2001). No entanto, os valores do índice de Shannon foram inferiores ao 

obtido por Felfili e Silva Jr. (1996) em estudo realizado no cerrado sensu stricto da 

ESEC-AE (H’=3,62).  

Os valores dos índices variaram com relação a composição florística de cada estrato, 

sendo que o C apresentou a maior riqueza e diversidade de espécies com relação aos 

outros estratos, diferentemente do campo cerrado que apresentou os menores valores 

para os mesmos índices. Os valores encontrados para a equabilidade de Pielou (J) foram 

similares, demonstrando a baixa uniformidade entre as espécies encontradas em cada 

tipologia.   

Tabela 5. 1. Riqueza de espécies, índice de Shanon (H’) e equabilidade de Pielou (J) de cada 

fitofisionomia amostrada na ESEC-AE. 

Fitofisionomias Riqueza (esp.) Shannon (H') Pielou (J) 
CD 65 3,28 0,79 

C 69 3,35 0,79 

CR 58 3,30 0,81 

CaC 55 3,14 0,78 

 

Para uma análise florística mais detalhada, a Tabela 5.2 mostra a relação dos parâmetros 

fitossociológicos das dez espécies de maior índice de valor de importância (IVI) para 

cada fitofisionomia. No geral, mesmo que a composição florística apresente espécies 

sendo compartilhadas entre as tipologias, foi possível verificar a influência de cada 

espécie, em termos de densidade, frequência e dominância, nas diferentes densidades de 

Cerrado amostradas. As espécies Miconia sp. (miconia – Melastomastaceae), 

Kielmeyera coriacea Mart. (pau-santo – Clusiaceae) e Sclerolobium paniculatum Vogel 

(carvoeiro – Fabaceae) foram consideradas como tendo maior importância nas áreas de 

cerrado denso (CD) e cerrado típico (C). Juntas, elas contribuíram com 34% da 

densidade e 33% da dominância do CD e 29% da densidade e 32% da dominância do C. 
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Tabela 5. 2. Parâmetros fitossociológicos calculados para as dez espécies de maior IVI, 

ordenadas por fitofisionomia e em ordem decrescente. As abreviações 

correspondem a: densidade absoluta (DA), densidade relativa (DR), dominância 

absoluta (DoA), dominância relativa (DoR), frequência absoluta (FA), frequência 

relativa (FR) e Índice de Valor de Importância percentual (IVI). 

 

 

FITOFISIONOMIAS ESPÉCIES
DA        

(ind.ha-1)
DR     
(%)

FA       
(%)

FR      
(%)

DoA          
(m².ha-1)

DoR         
(%)

IVI                 
(%)

Miconia sp. 434 18.0 85.7 2.2 3.9 17.6 12.6

Kielmeyera coriacea  Mart. 293 12.1 100.0 2.6 1.3 5.9 6.9

Sclerolobium paniculatum  Vogel 86 3.6 100.0 2.6 2.2 9.9 5.3

Qualea parviflora  Mart. 154 6.4 100.0 2.6 1.5 7.0 5.3

Qualea grandiflora  Mart. 110 4.6 100.0 2.6 1.6 7.3 4.8

Davilla elliptica  A. St.-Hil. 149 6.2 85.7 2.2 0.8 3.6 4.0

Caryocar brasiliense  A.St.-Hil. 70 2.9 100.0 2.6 1.4 6.2 3.9

Pouteria ramiflora  (Mart.) Radlk 96 4.0 100.0 2.6 1.0 4.5 3.7

Ouratea hexasperma  (A.St.-Hil.) Baill. 97 4.0 100.0 2.6 0.8 3.4 3.3

Bowdichia virgilioides Kunth 50 2.1 100.0 2.6 0.7 3.1 2.6

Miconia sp. 234 10.8 92.9 2.7 2.0 11.9 8.5

Kielmeyera coriacea  Mart. 300 13.8 100.0 3.0 1.4 8.4 8.4

Sclerolobium paniculatum  Vogel 99 4.5 100.0 3.0 2.0 12.1 6.5

Davilla elliptica  A. St.-Hil. 196 9.1 100.0 3.0 1.0 6.0 6.0

Qualea parviflora  Mart. 102 4.7 92.9 2.7 1.2 7.1 4.9

Ouratea hexasperma  (A.St.-Hil.) Baill. 136 6.3 100.0 3.0 0.8 4.7 4.6

Pouteria ramiflora  (Mart.) Radlk 106 4.9 92.9 2.7 1.0 6.3 4.6

Qualea grandiflora  Mart. 64 3.0 92.9 2.7 0.8 4.8 3.5

Caryocar brasiliense  A.St.-Hil. 47 2.2 85.7 2.5 0.8 4.6 3.1

Roupala montana  Aubl. 71 3.3 78.6 2.3 0.5 2.9 2.8

Kielmeyera coriacea  Mart. 357 21.8 100.0 3.2 1.6 13.8 12.9

Miconia sp. 145 8.9 83.3 2.7 1.5 13.0 8.2

Qualea parviflora  Mart. 55 3.4 83.3 2.7 1.1 9.4 5.2

Davilla elliptica A. St.-Hil. 88 5.4 100.0 3.2 0.4 3.6 4.1

Ouratea hexasperma  (A.St.-Hil.) Baill. 73 4.5 100.0 3.2 0.5 4.2 4.0

Dalbergia miscolobium Benth. 77 4.7 83.3 2.7 0.5 4.3 3.9

Annona crassiflora  Mart. 43 2.7 100.0 3.2 0.4 3.3 3.1

Caryocar brasiliense  A.St.-Hil. 38 2.3 66.7 2.2 0.5 4.5 3.0

Sclerolobium paniculatum  Vogel 27 1.6 83.3 2.7 0.5 4.2 2.8

Stryphnodendron adstringens  (Mart.) Coville 42 2.6 100.0 3.2 0.3 2.6 2.8

Kielmeyera coriacea  Mart. 290 25.0 100.0 4.1 1.1 13.4 14.2

Davilla elliptica  A. St.-Hil. 105 9.0 83.3 3.4 0.6 7.2 6.5

Sclerolobium paniculatum  Vogel 47 4.0 66.7 2.7 1.0 12.1 6.3

Eugenia dysenterica  DC. 72 6.2 50.0 2.0 0.6 6.7 5.0

Stryphnodendron adstringens (Mart.) Coville 58 5.0 66.7 2.7 0.6 6.8 4.8

Ouratea hexasperma  (A.St.-Hil.) Baill. 57 4.9 66.7 2.7 0.2 2.5 3.4

Piptocarpha rotundifolia  (Less.) Baker 30 2.6 66.7 2.7 0.4 4.7 3.3

Qualea parviflora  Mart. 20 1.7 83.3 3.4 0.3 3.6 2.9

Qualea grandiflora  Mart. 25 2.2 66.7 2.7 0.3 3.6 2.8

Styrax ferrugineus  Nees & Mart. 28 2.4 66.7 2.7 0.2 2.4 2.5

CD

C

CR

CaC
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Nas áreas de CR e CaC, a espécie Kielmeyera coriacea Mart se destacou, contribuindo 

com 22% da densidade de indivíduos do CR e 25% do CaC. As espécies Dalbergia 

miscolobium Benth. (jacarandá - Fabaceae) e Annona crassiflora Mart. (araticum - 

Annonaceae) foram encontradas em todas as tipologias, mas se destacaram entre as 

outras espécies apenas nas parcelas de CR. Eugenia dysenterica DC. (cagaita – 

Myrtaceae), Piptocarpha rotundifolia (Less.) Baker (vassourão-do-cerrado – 

Compositae) e Styrax ferrugineus Nees e Mart. (laranjinha – Styracaceae) se destacaram 

no CaC. Kielmeyera coriacea Mart foi a única espécie com 100% de ocorrência em 

todas as parcelas amostradas. 

Cada fitofisionomia apresentou características particulares em termos qualitativos, 

formando um gradiente de vegetação já descrito por Ribeiro e Walter (1998). Cerrado 

denso (CD) e cerrado típico (C) possuem, sob ponto de vista estrutural, um gradiente no 

percentual de cobertura de copas dependente dos indivíduos arbóreo-arbustivos que 

compõe essas unidades citadas, chegando aos dosséis mais abertos nas classes de 

cerrado ralo (CR) e campo cerrado (CaC), cuja formação do substrato tem maior 

desenvolvimento do estrato graminóide (Figura 5.2). Nesse caso, com maior conteúdo 

de material não fotossinteticamente ativo no decorrer do período seco, há variação da 

massa graminóide em decorrência das ações de queimada passadas. Já o campo sujo 

(CaS) e campo limpo (CaL), formações abertas com no máximo 5% de cobertura 

arbórea-arbustiva esparsa (RIBEIRO; WALTER, 1998), mostraram predomínio de 

vegetação herbácea, muitas vezes em tufos graminóides, constatando-se,  em algumas 

parcelas, um maior percentual de exposição de solo, como observado no decorrer do 

inventário realizado no período seco. 
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Figura 5. 2. Aspecto visual das fitofisionomias amostradas na Estação Ecológica de Águas 

Emendadas (ESEC-AE): (a) cerrado denso, (b) cerrado típico, (c) cerrado ralo, 

(d) campo cerrado, (e) campo sujo, (f) campo limpo. 

 

Na Tabela 5.3 estão listados os valores médios dos parâmetros amostrados e estimados 

nas fitofisionomias CD, C, CR e CaC. Para CaL e CaS, apenas a biomassa foi calculada, 

conforme metodologia recomendada por Ribeiro et al. (2011) e descrita anteriormente. 

Tabela 5. 3. Valores médios e desvio padrão dos parâmetros biofísicos de cada fitofisionomia 

amostrada na ESEC-AE. 

 

As distribuições diamétricas dos indivíduos inventariados nas fitofisionomias CD, C, 

CR e CaC, apresentaram o formato J-invertido, com maior densidade de indivíduos de 

menores diâmetros (Db) (Figura 5.3). Este tipo de distribuição indica que a comunidade 

se encontra em equilíbrio, com propriedades autorregenerativas, caso não seja 

intensamente perturbada (ASSUNÇÃO; FELFILI, 2004).  

Nas parcelas de CaC, cerca de 96% de seus indivíduos se concentram nas três primeiras 

classes de diâmetro (até 17 cm), com altura média variando entre 1,8 a 4,3 m nesse 

CD C CR CaC CaS CaL
Número de parcelas 7 14 6 6 2 10

Biomassa (t.ha-1) 34.46 ± 2.7 26.56 ± 6.93 14.08 ± 5.93 9.73 ± 3.38 5.83 ± 1.35 3.98 ± 0.70

Altura média (m) 3.00 2.66 2.51 2.32 - -

Área basal (m².ha-1)  22.03 ± 1.54 16.52 ± 2.16 11.72 ± 4.68 8.27 ± 1.60 - -

Densidade (ind.ha-1)  2415 ± 388 2171 ± 475 1635 ± 394 1162 ± 273 - -

PARÂMETROS
FITOFISIONOMIAS
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intervalo. No CR, também há o predomínio de indivíduos nas três primeiras classes 

diamétricas observando-se, contudo, certa frequência de indivíduos de maior porte, 

inclusive com ocorrência de 0,2% de indivíduos na classe de 37 a 41 cm e altura média 

de 6,7 m. C apresentou indivíduos melhor distribuídos ao longo das classes de diâmetro, 

com cerca de 87% dos indivíduos com até 13 cm de Db. Os 13% restantes de árvores 

estão distribuídas até 45 cm de Db. Nesta tipologia, verificou-se um intervalo sem a 

presença de indivíduos de 37 a 41 cm, mas com ocorrência de indivíduos emergentes no 

intervalo de 41 e 45 cm. CD apresentou distribuição similar à de C, com indivíduos 

melhor distribuídos nas classes de Db. É Importante destacar que o atributo 

dendrométrico de altura média teve seu valor abruptamente diminuído em algumas 

poucas amostras nessas unidades fitofisionômicas, razão da presença de alguns 

indivíduos de grande porte quebrados, ou mesmo caídos, o que influenciou no 

decréscimo do padrão esperado dos valores médios das alturas, principalmente nas 

fitofisionomias CD e C. 

Figura 5. 3. Distribuição diamétrica dos indivíduos arbóreo-arbustivos por fitofisionomia e suas 

respectivas alturas médias. 
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Os parâmetros densidade de indivíduos, altura total (HT), diâmetro (Db), área basal 

(AB) e biomassa (AGB) atenderam aos requisitos da ANOVA, verificados por meio do 

teste de normalidade (Shapiro-Wilk) e de igualdade de variâncias (Bartlett). Para 

densidade, HT, Db e AB, os testes foram realizados a partir das quatro fitofisionomias 

que tiveram seus indivíduos inventariados (CD, C, CR e CaC). Já o parâmetro AGB foi 

analisado para as fitofisionomias anteriormente citadas, assim como para CaS e CaL. 

De maneira geral, os quatro parâmetros analisados formaram dois principais grupos, 

segundo o teste Tukey, separando fitofisionomias com comportamentos extremos como 

CD e CaC. Ocorreu baixa sensibilidade na separabilidade para o restante das 

fitofisionomias (Figura 5.4).  

Nesse estudo, o cerrado sensu stricto foi subdividido em cerrado denso (CD), cerrado 

típico (C) e cerrado ralo (CR), como descrito anteriormente. Essa opção justifica-se 

diante do objetivo central desse estudo, que visa à caracterização espectral do gradiente 

de vegetação encontrado na ESEC-AE. No entanto, grande parte dos estudos 

desenvolvidos em Cerrados agrupam CD, C e CR em cerrado sensu stricto, de acordo 

com o sistema de classificação proposto por Ribeiro e Walter (1998), pela sua 

proximidade em termos estruturais.  
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Figura 5. 4.  Box-plot da distribuição dos parâmetros (a) densidade (indivíduos por hectare), (b) 

altura total média, (c) diâmetro médio (cm), (d) área basal (metros quadrados por 

hectare). Letras diferentes mostram diferenças significativas entre fitofisionomias, 

segundo o teste Tukey (α = 0,05). 

 

Para as densidades de indivíduos foi possível afirmar que CD (2415±388 ind.ha
-1

) 

possui maior densidade do que CaC (1162±273 ind.ha
-1

). Já a fitofisionomia C, ora se 

confunde com CD, ora com CR, assim como CR que se confundiu com C e CaC. As 

alturas médias totais formaram dois principais grupos. O teste de comparação de médias 

confirmou a superioridade das alturas médias dos indivíduos de parcelas de CD em 

comparação a CR e CaC. C ocorreu como estágio intermediário. Comportamento 

similar foi observado na análise dos diâmetros médios, demonstrando a superioridade 

de CD em relação a CaC. As fitofisionomias C e CR apresentaram comportamento 
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intermediário. A área basal formou dois grupos distintos. CD e C foram similares em 

valores de área basal e superiores a CR e CaC. Estes também demonstraram 

similaridade em termos de área basal. Diferenças significativas já foram relatadas, 

principalmente com relação à densidade e área basal, entre cerrado sensu stricto e 

campo cerrado por Uhlman et al. (1998). 

Estudos que abordaram o cerrado sensu stricto (ASSUNÇÃO; FELFILI, 2004; FELFILI 

et al., 1992; FELFILI et al., 1994; FELFILI et al., 2001; FELFILI; SILVA JÚNIOR, 

1993; REZENDE et al., 2006; RIBEIRO et al., 2011; SOUZA et al., 2010) relataram 

grandes variações em sua estrutura. Ribeiro et al. (2011) encontraram valores médios de 

densidade de 2086 ind.ha
-1

 e área basal de 14,9 m².ha
-1

 em cerrado sensu stricto de 

Minas Gerais. Rezende et al. (2006) obtiveram valores médio relativamente baixos para 

área basal (6,64±0,84 m².ha
-1

) na Fazenda Água Limpa em Brasília (DF). Felfili e Silva-

Júnior (1996), em estudo do cerrado sensu stricto na ESEC-AE, encontraram densidade 

média de 1396 ind.ha
-1

 e 10,8 m².ha
-1

 de área basal média. Esse último estudo encontrou 

valores médios correspondentes ao cerrado ralo (1635±394 ind.ha
-1

 e 11,72±4,68 m².ha
-

1
). Estudos mais específicos como os de Andrade et al. (2002), em cerrado denso na 

Reserva Ecológica do IBGE em Brasília (DF), obtiveram densidade de 1964 ind.ha
-1 

e 

área basal (AB) de 13,28 m².ha
-1

. Moreno et al. (2008) reportaram 4742 ind.ha
-1

 e AB 

de 23,6 m².ha
-1 

para a mesma fitofisionomia amostrada na Estação Ecológica do Panga 

em Uberlândia (MG). Os valores encontrados para cerrado denso nesse estudo 

(2415±388 ind.ha
-1 

e 22,03±1,54 m².ha
-1

 de AB média) estão dentro do intervalo de 

valores relatados na literatura. 

Os valores médios de AGB variaram de 34,46±2,7 t.ha
-1

 (CD) a 3,98±0,7 t.ha
-1

 (CaL) 

(Figura 5.5). De acordo com o teste Tukey, as médias de AGB das seguintes 

fitofisionomias não diferiram significativamente: CR (14,08±5,93 t.ha
-1

) de CaC 

(9,73±3,38 t.ha
-1

); CaC de CaS (5,83±1,35 t.ha
-1

) e de CaL. As parcelas de CD foram 

superiores em valores médios de AGB, diferindo significativamente de C (26,56±6,93 

t.ha
-1

). C também diferiu das demais fitofisionomias. 
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Figura 5. 5. Box-plot da distribuição da AGB nas fitofisionomias amostradas. Letras diferentes 

mostram diferenças significativas entre fitofisionomias, segundo o teste Tukey (α = 

0,05). 

 

Miranda (2012) fez um levantamento bibliográfico dos estudos de biomassa no Cerrado 

em 127 localidades para as formações savânicas e 22 localidades para as campestres. 

Nas formações savânicas, o valor médio de AGB dos indivíduos lenhosos vivos foi de 

24,25 t.ha
-1

, variando de 3,31 t.ha
-1

 (OTTMAR et al., 2001) a 67,65 t.ha
-1

 (RIBEIRO et 

al., 2011). Para formações campestres, a AGB média total resultante foi de 6,70 t.ha
-1

, 

variando de 1,09 t.ha
-1 

(KAUFFMAN et al., 1994) a 15,60 t.ha
-1 

(OTTMAR et al., 2001) 

em áreas localizadas no DF. As estimativas (CD, C, CR e CaC) e medições (CaS e CaL) 

de AGB obtidas nesse estudo corroboram com as dos autores já citados anteriormente, 

em valores médios de AGB para o Cerrado.    

Apenas como forma de ilustrar a distribuição da biomassa dos indivíduos inventariados 

dentro da parcela, foi realizado o posicionamento X Y de cada indivíduo, tendo como 

referência a própria parcela que posteriormente foi georreferenciada. Esse procedimento 
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foi executado em algumas parcelas das fitofisionomias cerrado típico (C), cerrado ralo 

(CR) e campo cerrado (CaC), representadas em três parcelas (Figura 5.6). 

Figura 5. 6. Distribuição da biomassa (kg) de cada indivíduo inventariado em parcelas de 

cerrado típico (C), cerrado ralo (CR) e campo cerrado (CaC). 

 

5.2. Caracterização espectro-sazonal das fitofisionomias 

Nesta seção, o comportamento sazonal das diferentes fitofisionomias existentes na 

ESEC-AE será analisado inicialmente usando as seis datas de obtenção dos dados 

Hyperion. Posteriormente, uma data do período chuvoso e outra do período seco serão 
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usadas para discussão da discriminação das fitofisionomias nestes períodos. A mata de 

galeria foi considerada nas análises dessa seção, como anteriormente descrito.   

5.2.1. Análise sazonal por atributos hiperespectrais 

O comportamento sazonal médio de alguns dos principais índices de  vegetação de 

bandas estreitas do Hyperion/EO-1 foi analisado usando as seis imagens obtidas em 

2014. Duas das imagens foram obtidas no período chuvoso (março e abril) e as demais 

correspondem ao período seco (maio, junho, julho e agosto).  

A variação dos IVs NDVI, RENDVI, NDII e VARI e a precipitação acumulada em cada 

mês foram plotadas na Figura 5.7. Com dossel estabelecido, sem queda significativa das 

folhas (vegetação perenifólia) e ocorrendo ao longo dos cursos d’água, a mata de galeria 

(MG) mantém comportamento estável dos IVs ao longo dos meses analisados. No 

entanto, para o índice NDII, relacionado ao conteúdo de água nas folhas (ROBERTS et 

al., 2011), o comportamento dessa fitofisionomia foi considerado atípico, resultando em 

valores um pouco mais elevados no período seco, possivelmente causado por ruídos 

próximos a feição de vapor d'água em 823 nm, comprimento de onda utilizado na 

formulação do índice (Tabela 4.3). O cerrado denso (CD) e cerrado típico (C) 

mostraram comportamentos sazonais similares ao longo dos meses, diminuindo da 

estação chuvosa para a seca. Essas duas fitofisionomias possuem dosséis mais fechados 

com abundância de indivíduos arbóreo-arbustivos e menor exposição do estrato 

herbáceo-graminóide, que por sua vez, é menos denso daqueles substratos das 

formações mais abertas. Por conseguinte, apresenta exposição do solo em sua 

configuração. Quando comparado com as áreas de campo Limpo (CaL) e campo Sujo 

(CaS), o decréscimo dos IVs no período seco de CD e C é menos acentuado. Isto ocorre 

pela predominância dos indivíduos arbóreos em CD e C, cujo sistema radicular mais 

extenso penetra nas camadas mais profundas do solo. Isto, mantém certo grau de 

umidade mesmo em épocas secas, minimizando assim as variações de déficit hídrico 

(PALHARES et al., 2010). Isto faz com que certas espécies mantenham suas copas em 

processo fotossinteticamente ativo. A menor frequência de indivíduos arbóreo-

arbustivos em cerrado ralo (CR) e campo cerrado (CaC) resulta na maior contribuição 

do estrato arbustivo-herbáceo (distribuído num tapete geralmente graminóide) na 

resposta espectral de suas amostras, com reduções mais acentuadas dos IVs na transição 
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do período chuvoso para o seco. CR e CaC se confundem no período chuvoso, com 

valores de IVs muito próximos, principalmente aos IVs associados à estrutura (NDVI e 

VARI) e fisiologia (RENDVI). 

Figura 5. 7. Comportamento sazonal médio (n = 100 pixels por tipologia), no período de março 

a agosto de 2014, dos índices de vegetação (a) NDVI, (b) RENDVI, (c) NDII e (d) 

VARI. O desvio-padrão é indicado, assim como a precipitação acumulada em cada 

mês analisado. 

 

 

Como mencionado anteriormente, as áreas de campo sujo (CaS) e campo limpo (CaL) 

sofreram os decréscimos mais acentuados nos IVs ao longo dos meses. Decorrente do 

volume precipitado no mês de março, os IVs destas duas fitofisionomias aumentaram de 

março para abril e diminuíram nos meses seguintes seguindo o padrão de precipitação 

pluviométrica e a consequente resposta da capacidade fotossinteticamente ativa das 



50 

 

tipologias de vegetação. As parcelas de campo limpo são as mais sensíveis à 

sazonalidade das chuvas, por sua vegetação ser basicamente composta por plantas 

herbáceas e gramíneas com raízes pouco profundas (FELFILI et al., 2008). Portanto, 

estas plantas se tornam rapidamente senescente com o início do período seco, pois suas 

raízes se encontram em camadas de solo em que há redução abrupta da disponibilidade 

hídrica na estação seca, conforme também constatado por Palhares et al. (2010). 

A Figura 5.8 apresenta os espectros de reflectância média, representativos das 

fitofisionomias nos períodos chuvoso (março de 2014) e seco (agosto de 2014). Além 

da exposição em maior ou menor grau do estrato herbáceo-graminóide, as variações de 

fenologias foliares entre as espécies lenhosas (espécies decíduas, semidecíduas e 

sempre-verdes), ocorrendo lado a lado na mesma região (PALHARES et al., 2010), 

produzem valores de reflectância espectral distintos entre os períodos. De maneira geral, 

a reflectância média na faixa do visível, infravermelho de ondas curtas 1 (SWIR 1 – 

1550 a 1750 nm) e infravermelho de ondas curtas 2 (SWIR 2 – 2000 a 2400 nm) 

aumenta com o adensamento da vegetação, do campo limpo a mata de galeria. O 

contrário foi observado no infravermelho próximo (IVP), de 750 a 1100 nm.  
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Figura 5. 8. Espectros de reflectância média das fitofisionomias existentes na ESEC-AE nos 

períodos (a) chuvoso e (b) seco. 
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A região do visível é marcada pela absorção da radiação por pigmentos 

fotossintetizantes como a clorofila, carotenoides e antocianinas (JENSEN, 2007). 

Fitofisionomias mais abertas sofreram aumento na reflectância média principalmente na 

região do vermelho (660 nm), no período seco, com a diminuição nas quantidades de 

pigmentos fotossintetizantes (SOUZA et al., 2010). Do período chuvoso para o seco, o 

pico de reflectância no verde deixa de ser observado nas áreas de CaL. O aumento da 

reflectância no visível é resultante do processo de senescência das gramíneas, que 

contribui em maior ou menor grau para a reflectância média da fitofisionomia 

dependendo do nível de exposição desse substrato.  

As modificações da reflectância na região do infravermelho próximo (IVP) são 

causadas por alterações na estrutura foliar/dossel (ASNER, 2008). As formações 

florestais, como a mata de galeria, possuem maior complexidade do dossel apresentando 

assim maior reflectância devido ao espalhamento da radiação na região do IVP. As 

variações em sua estrutura e no comportamento do dossel quanto ao grau de cobertura 

são mínimas, resultando, por conseguinte, em pequenas modificações em seu 

comportamento espectral ao longo do ano. Já as fitofisionomias savânicas e campestres, 

que são compostas por indivíduos arbóreo-arbustivos como CD, C, CR e CaC (FELFILI 

et al., 2008), tem em sua estrutura foliar um comportamento modificado na estação seca 

pela presença de espécies decíduas ou semidecíduas nos vários estratos, reduzindo a 

reflectância na região do IVP. Esse comportamento torna estas fitofisionomias, ao longo 

do gradiente de vegetação, espectralmente um pouco mais semelhantes no período seco. 

No período de estiagem, com aumento do déficit hídrico, ocorre considerável aumento 

da reflectância média na região do SWIR 1 e SWIR 2, regiões espectrais associadas ao 

conteúdo de água na vegetação, e em menor grau, ao conteúdo de nitrogênio, celulose e 

lignina (ROBERTS et al., 2011). É importante mencionar que a região do SWIR 2 

apresenta-se bastante ruidosa nos dados Hyperion da época seca, prejudicando as 

análises de índices hiperespectrais como o CAI (Cellulose Absorption Index). 

A Figura 5.9 resume as diferenças entre as fitofisionomias nas três principais regiões do 

espectro: vermelho (660 nm), IVP (864 nm) e SWIR 1 (1648 nm). Na faixa 

correspondente ao vermelho, diferenças significativas (p<0,05) foram constatadas para 

todas as fitofisionomias no período chuvoso. Já no período seco, CR e CaC não 
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apresentaram diferenças significativas para a reflectância média desse comprimento de 

onda. No IVP (864 nm), ocorreram as maiores confusões entre as fitofisionomias. No 

período chuvoso, não foram observadas diferenças estatisticamente significativas entre 

C e CR ou entre CaC e CaS. No período seco, tais diferenças em 864 nm também não 

foram significativas entre CR e CaC ou entre CaS e CaL. A região do SWIR 1 foi mais 

favorável à separabilidade das fitofisionomias no período seco, resultado consistente 

com as observações feitas por Miura et al. (2003) em estudo das fitofisionomias do 

Parque Nacional de Brasília. Apenas as classes CaS e CaL não foram significativamente 

diferentes. Já no período chuvoso, ocorreu a diferenciação de apenas quatro grupos de 

tipologias, ao passo que as fitofisionomias CD, C e CaC não apresentaram diferenças 

em relação à reflectância média, assim como ocorreu entre CR e CaL. 
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Figura 5. 9. Boxplot para comparação das reflectâncias médias no período chuvoso e seco por 

meio da ANOVA e teste de Tukey (letras diferentes indicam diferença significativa 

com α=5%), no (a) vermelho (660 nm), (b) IVP (864 nm) e (c) SWIR 1 (1648 nm). 
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A porcentagem de mudança de cada índice foi calculada como forma de verificar, em 

uma mesma escala, qual deles se mostrou mais sensível às variações sazonais de cada 

fitofisionomia. A média, desvio padrão e porcentagem de mudança para todos os 

índices estão descritos no Apêndice A. As características de alguns IVs podem ser 

observadas na Figura 5.10. As porcentagens negativas significam decréscimo no valor 

do índice no decorrer da estação chuvosa para a seca. Dentre os IVs que apresentaram 

essa característica, podem-se destacar o NDII, NDVI e VARI. O SIPI apresentou 

comportamento contrário pelo fato de sua formulação ser sensível à relação entre 

carotenoides e clorofila. Seu valor aumenta com a senescência da vegetação, pois, com 

a degradação dos pigmentos foliares e perda da capacidade fotossintética, aumenta a 

reflectância, principalmente em 680 nm.  

Figura 5. 10. Porcentagem de mudança do período chuvoso para o seco, dos índices NDII, 

NDVI, SIPI e VARI para cada fitofisionomia analisada. 
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Na transição das fitofisionomias com maior densidade de indivíduos arbóreo-arbustivos 

para as de menor densidade, observaram-se variações mais acentuadas nos índices de 

maneira geral. Isso se deve em parte ao efeito das variações estruturais na configuração 

da espacialização e volume do dossel, resultando, dentre outros fatores, com o conteúdo 

de sombra intra-pixels das imagens Hyperion, e também, a maior exposição do 

substrato herbáceo-graminóide mais sensível às mudanças ambientais, como 

mencionado anteriormente, sobretudo nas formações savânicas. Os índices que sofreram 

as maiores variações entre períodos foram NDII e VARI, relacionados respectivamente 

com conteúdo de água nas folhas e estrutura do dossel. Campo sujo e campo limpo 

foram as fitofisionomias com maiores variações principalmente para o índice VARI, 

com um decréscimo do valor deste índice em aproximadamente oito vezes para CaL e 

três vezes para CaS. Roberts et al. (2011) apontaram o VARI como um dos IVs menos 

sensíveis à saturação com o aumento de índice de área foliar (IAF), sendo mais sensível 

às mudanças na fração de cobertura vegetal. 

Exemplos de relações entre os pares de alguns dos índices calculados podem ser 

observados na Figura 5.11. Os gráficos sugerem a existência de relações lineares ou 

não-lineares entre os pares de IVs plotados em ambos os períodos seco e chuvoso. 

Entretanto, em geral, ocorre maior separabilidade das fitofisionomias no período seco 

do que no período chuvoso para os IVs analisados. Mata de galeria e campo limpo 

apresentaram maior separabilidade pelas suas características extremas de alta e baixa 

cobertura do solo, respectivamente.   
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Figura 5. 11. Relações entre (a e b) NDVI e VARI, e (c e d) RENDVI e NDII, nos períodos seco 

e chuvoso da área de estudo. 

 

 

Por meio da Figura 5.12, foi possível observar o comportamento das diferentes 

fitofisionomias com base na profundidade e área das bandas de absorção centradas em 

680 nm (clorofila) e 1200 nm (água nas folhas), calculadas pelo método de remoção do 

contínuo espectral (CLARK; ROUSH, 1984; KOKALY, 2011). O período chuvoso 

exibe bandas mais profundas e com maiores áreas em 680 e 1200 nm. No período seco, 
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há forte redução na profundidade das bandas de absorção de clorofila e de água nas 

folhas, devido a maior quantidade de vegetação não-fotossinteticamente ativa 

(GALVÃO et al., 2005). Quanto mais aberta for a fitofisionomia, mais acentuadas serão 

as reduções na profundidade das bandas de absorção, quando se passa do período 

chuvoso para o seco. Este comportamento é explicado pela maior exposição do estrato 

herbáceo-graminóide, que se apresenta senescente no período seco. A banda de 

absorção situada em 1200 nm sofreu maiores reduções entre os períodos. 

Figura 5. 12. Relação das profundidades das bandas de absorção de clorofila (680 nm) e de água 

das folhas (1200 nm), calculadas a partir do método de remoção do contínuo 

espectral, nos períodos (a) seco e (b) chuvoso. Os resultados para o atributo "área" 

destas feições são mostrados em (c) e (d). 
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Em termos de separabilidade entre as fitofisionomias, ocorre maior confusão entre elas 

quando se utiliza a profundidade em 1200 nm, tanto no período chuvoso quanto no 

seco. A profundidade em 680 nm mostrou maior separabilidade no período seco, 

principalmente para as fitofisionomias campestres. A área das bandas de absorção segue 

padrão similar ao da profundidade no período chuvoso. Porém, no período seco, há uma 

tendência mais bem definida de discriminação entre as fitofisionomias.  

5.2.2. Discriminação de fitofisionomias por análise discriminante múltipla 

(MDA) 

5.2.2.1. Atributos de reflectância 

A análise discriminante múltipla (MDA) foi aplicada separadamente para cada conjunto 

de atributos gerados nas etapas anteriores. O objetivo dessa etapa foi analisar a 

discriminação, baseada em conjuntos de atributos hiperespectrais, entre as diferentes 

fitofisionomias presentes na área de estudo e entre seus comportamentos nos períodos 

seco e chuvoso. Conforme descrito no capítulo de metodologia de trabalho, foram 

selecionados aproximadamente 700 pixels (100 por fitofisionomia) na imagem 

Hyperion do período chuvoso (março de 2014) e 700 pixels na do período seco (agosto 

de 2014) para efetivar a MDA. 50% dos pixels em cada imagem e período foram 

destinados à obtenção das funções discriminantes e 50% para avaliar a precisão da 

classificação. Com o intuito de produzir funções discriminantes adequadas para cada 

conjunto de métricas, selecionando as melhores variáveis discriminatórias e reduzindo a 

alta dimensionalidade dos dados, efetivou-se seleção de atributos pelo método passo-a-

passo, já descrito anteriormente.  

Os resultados da seleção de atributos de reflectância das 146 bandas do sensor Hyperion 

para os perídos seco e chuvoso são apresentados na Tabela 5.4. Foram selecionadas 26 

bandas para o período chuvoso e 22 bandas para o período seco. Não foi estabelecido 

um padrão de seleção específico para cada período. Nos dois casos, bandas em 

diferentes faixas espectrais foram selecionadas para otimizar a separabilidade entre as 

fitofisionomias. 
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Tabela 5. 4. Bandas selecionadas pelo método passo-a-passo para discriminar as fitofisionomias 

no período chuvoso e no período seco. 

Período Bandas selecionadas (nm) 

Chuvoso 467, 487, 528, 609, 681, 701, 711, 732, 762, 772, 854, 894, 1013, 

1043, 1124, 1245, 1255, 1316, 1527, 1537, 1618, 1709, 1729, 2092, 2193, 2203 

Seco 518, 569, 599, 620, 681, 701, 711, 752, 762, 772, 1154, 1174, 1245, 

1295, 1305, 1558, 1578, 1659, 2193, 2224, 2254, 2304         

 

As duas primeiras funções discriminantes foram responsáveis por reter 86,0% e 92,7% 

da variância acumulada dos dados no período chuvoso e seco, respectivamente. Os 

escores para as duas primeiras funções discriminantes foram plotados na Figura 5.13 

para cada período. Conforme observado nas análises anteriores, as fitofisionomias com 

maior separabilidade foram as de comportamentos extremos em cobertura vegetal do 

terreno, como mata de galeria (MG) e campo limpo (CaL) (FERREIRA et al., 2007). 

Figura 5. 13. Projeção dos escores das fitofisionomias analisadas, nas duas primeiras funções 

discriminantes para o conjunto reflectância de bandas no período (a) chuvoso e 

(b) seco. 

 

A partir do mesmo método de seleção passo-a-passo¸ Vyas et al. (2011) obtiveram um 

número de 22 bandas espectrais para classificar diferentes espécies em florestas 
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decíduas na India. Souza et al. (2010) reportaram um número ótimo de 15 bandas para 

classificar fitofisionomias do Cerrado em Goiás. 

A matriz de confusão foi gerada para cada período a partir das amostras de validação 

para o período chuvoso e seco, respectivamente. Estas estão detalhadas na Tabela B.1 e 

B.2 do Apêndice B. A utilização da análise discriminante para classificar as amostras de 

validação produziu as seguintes acurácias de classificação respectivamente para o 

período chuvoso e seco: 82,2-83,7% (CD), 47,7-50,0% (C), 69,6-64,4% (CR), 87-

73,2% (CaC), 80-81,8% (CaS), 74,4-86,7% (CaL) e 97,6-97,6% (MG). A menor 

acurácia de classificação foi para a classe cerrado típico (C) nos dois períodos. Souza et 

al. (2010), em trabalho com fitofisionomias do Cerrado em Goiás apenas no período 

seco, descreveram as classes CaL e CaS como as de menor acurácia, diferindo dos 

resultados encontrados neste trabalho. Os resultados obtidos na ESEC-AE mostraram 

que, do período chuvoso para o seco, a acurácia aumentou em 12,3% na classe CaL, 

diminuindo em 13,8% para CaC. A acurácia global foi de 76,8% para o período 

chuvoso e 76,6% para o seco, resultando em um mesmo índice Kappa de 0,73. De 

acordo com o teste Z (p<0,01) para comparação entre valores de Kappa, não ocorreram 

diferenças estatisticamente significativas entre as duas classificações feitas com dados 

de reflectância no período seco e chuvoso. 

5.2.2.2. Índices de vegetação (IVs) 

Para o conjunto de IVs, a seleção passo-a-passo de atributos escolheu dez IVs no 

período chuvoso e nove no seco, de um total de 22 índices hiperespectrais gerados 

(Tabela 5.5). ARI, EVI, MSI, NDII, PSSR, RENDVI e SIPI foram IVs comuns aos dois 

períodos. Os índices MCARI, NDVI e PRI foram selecionados apenas para o período 

chuvoso, assim como PSRI e VOG foram selecionados apenas para o seco. 

Tabela 5. 5. Índices de Vegetação selecionados pelo método passo-a-passo para discriminar as 

fitofisionomias no período chuvoso e no período seco. 

Período Índices de vegetação selecionados  

Chuvoso ARI , EVI , MCARI , MSI , NDII, NDVI, PRI, PSSR, RENDVI , SIPI 

Seco ARI , EVI , MSI, NDII, PSRI, PSSR, RENDVI , SIPI , VOG 
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As duas primeiras funções discriminantes foram responsáveis por reter 91,7% e 95,7% 

da variância acumulada dos dados no período chuvoso e seco, respectivamente. Os 

escores para as duas primeiras funções discriminantes relacionadas com os IVs estão 

representados na Figura 5.14 para cada período. Aparentemente há um ganho na 

discriminação não apenas das fitofisionomias com comportamentos extremos (MG e 

CaL), mas também nas demais classes analisadas no período seco.  

Figura 5. 14. Projeção dos escores das fitofisionomias analisadas, nas duas primeiras funções 

discriminantes para o conjunto de índices de vegetação no período (a) chuvoso e 

(b) seco. 

 

Para comprovar a hipótese levantada no parágrafo anterior, as matrizes de confusão 

foram geradas a partir das amostras de validação. Os resultados estão detalhados na 

Tabela B.3 e B.4 do Apêndice B. A classificação produziu as seguintes acurácias de 

classificação para o período chuvoso e seco, respectivamente: 75,6-88,4% (CD), 34,1-

61,4% (C), 69,6-62,2% (CR), 78,3-80,5% (CaC), 82,2-79,5% (CaS), 73,8-91,1% (CaL) 

e 100,0-95,1% (MG). A menor acurácia de classificação foi obtida para a classe cerrado 

típico (C), principalmente no período chuvoso, ao registrar maior confusão com CR e 

CaC. No entanto, para a mesma classe, o ganho foi 27,3% quando analisada no período 

seco. CaL também apresentou um ganho de acurácia de 17,3% entre períodos. A 

acurácia global foi de 73,2% para o período chuvoso e 79,5% para o seco. O ganho de 
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6,3% na acurácia no período seco foi considerado significativo (p<0,01), de acordo com 

o teste Z. O índice Kappa variou de 0,69 no período chuvoso para 0,76 no período seco. 

O comportamento dos conjuntos reflectância e IVs diferiu com relação aos períodos 

analisados. Uma possível explicação é a flexibilidade decorrente da seleção de atributos 

dentre um grande número de bandas espectrais, que propicia bons resultados em ambos 

os períodos. Já o ganho na classificação no conjunto IVs, no período seco, pode estar 

condicionado à formulação dos IVs, que são compostos por bandas fixas que se 

comportam de maneira diferente em cada período, favorecendo o seco neste caso.  

5.2.2.3. Parâmetros de bandas de absorção 

Os parâmetros descritores das seis bandas de absorção posicionadas em 680 nm, 980 

nm, 1200 nm, 1700 nm, 2100 nm e 2300 nm também foram testados para fins de 

classificação. Foram selecionados oito parâmetros no período chuvoso e sete no período 

seco, de um total de 24 métricas (Tabela 5.6). Profundidade, Largura e Área centrada na 

banda 680 nm, assim como Área em 980 nm, Largura em 1700 nm e Área em 2100 nm 

foram parâmetros comuns aos dois períodos. A banda centrada em 1200 nm, 

relacionada ao conteúdo de água nas folhas (GALVÃO et al., 2005), foi selecionada 

apenas para o período chuvoso, por meio de sua Área.  

Tabela 5. 6. Parâmetros descritores de bandas de absorção, calculados pelo método do contínuo 

espectral e selecionados pelo procedimento passo-a-passo para discriminar as 

fitofisionomias no período chuvoso e no período seco. 

Período Parâmetros de bandas de absorção selecionadas 

Chuvoso Profundidade 680nm, Largura 680nm, Área 680nm, Profundidade 980nm, Área 980nm, 

Área 1200nm, Largura 1700nm, Área 2100nm 

Seco Profundidade 680nm, Largura 680nm, Área 680nm, Largura 980nm, Área 980nm, 

Largura 1700nm, Área 2100nm 

 

As duas primeiras funções discriminantes associadas aos parâmetros das bandas de 

absorção foram responsáveis por 96,6% e 98,5% da variância acumulada dos dados no 

período chuvoso e seco, respectivamente. Os escores para as duas primeiras funções 

discriminantes estão representados na Figura 5.15 para cada período. É visível o ganho 

na separabilidade em praticamente todas as fitofisionomias do período chuvoso para o 
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seco. A senescência mais acentuada das gramíneas, em relação aos indivíduos arbóreo-

arbustivos (PALHARES et al., 2010), resulta em maiores diferenças na concentração de 

pigmentos foliares ao longo do gradiente de vegetação (CARVALHO et al., 2007). 

Dessa forma, as diferenças antes sutis durante a estação chuvosa, pelo vigor tanto do 

estrato herbáceo-graminóide, quanto do estrato arbóreo-arbustivo, se tornam mais 

acentuadas no período seco, para bandas relacionadas com a concentração de clorofila e 

conteúdo hídrico nas folhas. 

Figura 5. 15. Projeção dos escores das fitofisionomias analisadas nas duas primeiras funções 

discriminantes para o conjunto de parâmetros de bandas de absorção no período 

(a) chuvoso e (b) seco. 

 

 

As matrizes de confusão geradas a partir das amostras de validação para cada período 

foram apresentadas nas Tabelas B.5 e B.6 do Apêndice B. A classificação produziu as 

seguintes acurácias para os períodos chuvoso e seco, respectivamente: 54,0-64,0% 

(CD), 42,0-66,0% (C), 50,0-44,0% (CR), 54,0-64,0% (CaC), 64,0-66,0% (CaS), 68,0-

76,0% (CaL) e 88,0-100,0% (MG).  

Ocorreu um ganho de 24% na classificação da fitofisionomia C, do período chuvoso 

para o seco. Essa classe, considerada de transição no espaço de atributos estruturais 
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entre um cerrado ralo e aquele tipologicamente denso, foi a de menor acurácia na 

classificação. Para esse conjunto de atributos, a classe MG foi confundida com CD no 

período chuvoso. No entanto, no período seco, a acurácia para a MG foi de 100%. A 

acurácia global e o índice Kappa foram 60,0% e 0,53, respectivamente, para o período 

chuvoso, e 68,6% e 0,63 para o período seco. O ganho de 8,6% na acurácia para o 

período seco foi considerado significativo (p<0,01).  

5.2.2.4. Análise conjunta de todos os atributos 

Após a análise de cada conjunto de atributos separadamente, MDA foi aplicada sobre o 

conjunto total de variáveis (reflectância, IVs, bandas de absorção) com o objetivo de 

avaliar possíveis ganhos na acurácia da classificação das fitofisionomias analisadas. 

Dentre o conjunto total de atributos testados, foram selecionados no período chuvoso 25 

bandas espectrais do Hyperion, quatro IVs e quatro parâmetros da banda de absorção 

posicionada em 680 nm (clorofila). No período seco, os atributos selecionados foram 19 

bandas espectrais, cinco IVs e quatro parâmetros associados com bandas de absorção 

posicionadas em 680 nm (clorofila) e 980 nm (água foliar) (Tabela 5.7). 

Tabela 5. 7. Seleção dos melhores atributos para discriminar as fitofisionomias no período 

chuvoso e seco, considerando o conjunto total de variáveis submetidas para MDA 

(reflectância, IVs e parâmetros descritores de bandas de absorção). 

Período Parâmetros selecionados 

Chuvoso 
467, 477, 487, 609, 650, 671, 681, 701, 711, 732, 762, 772, 854, 894, 993, 1013, 1043, 1194, 

1245, 1255, 1527, 1618, 1739, 2082, 2203, SIPI, RENDVI, PSSR, MCARI,  

Profundidade, Largura, Área e Assimetria 680 nm 

Seco 
498, 599, 620, 681, 701, 732, 752, 782, 1094, 1164, 1245, 1305, 1558, 1578, 1669, 1679, 1729,  

2224, 2254, RENDVI, PSSR, PSRI, MCARI, NDII, Profundidade, Largura e Área 680 nm e 

Profundidade 980 nm 

 

Quando o MDA foi aplicado sobre o conjunto total de atributos, as duas primeiras 

funções discriminantes foram responsáveis por 87,0% e 93,0% da variância acumulada 

dos dados no período chuvoso e seco, respectivamente. Os escores para as duas 

primeiras funções discriminantes estão representados na Figura 5.16 para cada período. 

No período seco, as amostras de mesma classe apresentaram comportamento mais 

adensado do que no período chuvoso, resultando em uma maior separabilidade aparente.   
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Figura 5. 16. Projeção dos escores das fitofisionomias analisadas nas duas primeiras funções 

discriminantes para todos os atributos no período (a) chuvoso e (b) seco. 

 

As matrizes de confusão geradas a partir das amostras de validação para o período 

chuvoso e seco, respectivamente, estão detalhadas nas Tabelas B.7 e B.8 do Apêndice 

B. As acurácias de classificação para o período chuvoso e seco foram: 80,0-83,7% 

(CD), 56,8-65,9% (C), 76,1-80,0% (CR), 91,3-82,9% (CaC), 84,4-88,6% (CaS), 81,4-

91,1% (CaL) e 100,0-91,1% (MG). A acurácia global foi de 81,4% para o período 

chuvoso e 84,2% para o seco. O ganho em 2,8% na acurácia do período chuvoso para o 

seco foi resultante da melhor classificação principalmente das classes de cerrado típico 

(C) e campo limpo (CaL), resultado considerado significativo (p<0,01). Os valores do 

índice Kappa foram de 0,78 e 0,82 para o período chuvoso e seco, respectivamente. 

Quando comparado com o conjunto total de atributos, as maiores diferenças entre 

períodos foram reportadas pelas métricas de bandas de absorção. Porém, a acurácia 

global foi considerada baixa (60% para o período chuvoso e 68,6% para o período 

seco). Bandas ruidosas em 2100 nm foram selecionadas nos dois períodos, podendo 

causar algum tipo de influência na classificação geral, reduzindo os acertos das classes. 

A classificação utilizando todos os atributos produziu melhores resultados para os dois 

períodos. O uso de MDA, com a inclusão de diferentes atributos hiperespectrais, 

também foi analisado por Galvão et al. (2005) em abordagem próxima a utilizada neste 
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estudo. Os autores utilizaram MDA na discriminação de cinco variedades de cana-de-

açúcar no Sudeste do Brasil, obtendo bons resultados com a combinação geral de 

diferentes atributos. 

Millán et al. (2014) observaram que, durante a estação seca, sensores orbitais capturam 

de forma mais eficiente as diferenças estruturais na vegetação, correspondentes à área 

basal, densidade de árvores e condições de sub-bosque expressas através da abertura do 

dossel. Os mesmos autores afirmam também que, durante o período chuvoso, a resposta 

da vegetação pode se confundir pela maior interferência do dossel, mais vigoroso nessa 

época. No entanto, como verificado nesse estudo, ocorreu discriminação das 

fitofisionomias quando a resposta espectral foi analisada em uma única banda 

correspondente ao vermelho (680 nm), indicando também possibilidades de 

discriminação no período chuvoso em bandas particulares, que representem a máxima 

separabilidade entre as fitofisionomias analisadas. 

5.3.  Modelagem da AGB com atributos hiperespectrais e PLSR 

Conforme mencionado anteriormente, imagens Hyperion não foram obtidas em época 

simultânea a da coleta de dados em campo em 2015, ou em meses próximos no período 

seco desse ano. A imagem Hyperion utilizada na modelagem da AGB foi a 

correspondente ao período seco de 2014 (julho). A decisão de modelar a biomassa de 

2015 com a imagem de 2014 foi feita com base em dois pressupostos. O primeiro foi a 

semelhança no comportamento da precipitação ao longo dos dois anos analisados, 

conforme descrito anteriormente na seção Metodologia de Trabalho. Essa característica 

faz com que a vegetação tenha, numa premissa geral, um padrão sazonal semelhante ao 

longo desses dois anos. O segundo pressuposto se baseou no uso de uma imagem 

RapidEye adquirida simultaneamente às atividades de campo. Usando a imagem 

RapidEye de 2015, obteve-se a relação do NDVI com a biomassa observada em campo. 

Usando a imagem Hyperion de 2014 e a função de resposta dos filtros do RapidEye, 

simulou-se a resposta espectral desse sensor a partir dos dados Hyperion, obtendo-se 

também a relação do NDVI simulado com a biomassa observada em campo. A 

comparação das relações do NDVI com a AGB para a imagem Rapideye simulada a 

partir da imagem Hyperion 2014 e para a imagem Rapideye de 2015, adquirida 

concomitante às atividades de campo, é mostrada na Figura 5.17. Os resultados foram 
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consistentes entre os dois anos, com coeficientes de correlação (r) de +0,86 para 2014 e 

+0,85 para 2015. Diante desse resultado, optou-se pelo prosseguimento da modelagem 

de AGB medida no período seco de julho de 2015 com dados hiperespectrais do 

Hyperion obtidos no mesmo período em julho de 2014. 

Figura 5. 17. Relação do NDVI com a biomassa (AGB) para a imagem Rapideye simulada a 

partir da imagem Hyperion 2014, e para a imagem Rapideye 2015, adquirida 

concomitante ao campo. 

 

A seguir são apresentados cada um dos cinco modelos propostos neste trabalho. Ainda 

que a análise tenha sido feita com o objetivo de entender os aspectos da vegetação, vale 

ressaltar que a biomassa foi modelada utilizando todas as fitofisionomias, com o intuito 

de construir modelos generalistas para cada conjunto de variáveis independentes. No 

modelo Geral, foram reunidas todas as variáveis X dos modelos anteriores, além das 

razões de reflectância, resultando em 10777 atributos hiperespectrais como variáveis 

independentes. Para cada conjunto de atributos, foi realizada uma análise exploratória 

dos dados, anteriormente a modelagem da AGB. 
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5.3.1. Modelagem da AGB com Reflectância 

5.3.1.1. Análise exploratória da reflectância 

A Figura 5.18 mostra o grau de correlação entre a reflectância de cada uma das 146 

bandas espectrais do Hyperion e a biomassa da vegetação (AGB). 

Figura 5. 18. Correlação entre AGB e Reflectância de 146 bandas do sensor Hyperion. Valores 

acima de 0,4 e abaixo de -0,4 foram considerados significativos (p<0,05). 

 

Os comprimentos de onda que apresentaram as melhores correlações foram analisados 

em gráficos de dispersão para avaliar seu comportamento diante de cada amostra de 

campo (Figura 5.19). A melhor correlação positiva foi obtida com a reflectância em 874 

nm, região do infravermelho próximo (IVP), resultando em um coeficiente de 

correlação (r) de +0,66. Esse resultado indica que, quanto maior for a reflectância em 

874 nm, maior será a biomassa das fitofisionomias. A melhor correlação negativa foi 

obtida com a reflectância em 1719 nm, região do SWIR 2, com um r de -0,76. Portanto, 

quanto menor for a reflectância em 1719 nm, maior será a biomassa. Nessa região do 

espectro, há uma forte relação com o conteúdo de água na vegetação que absorve 

radiação (PONZONI et al., 2012). Os resultados da Figura 5.19 refletem a transição das 

fitofisionomias de cerrado com menor AGB (p.ex., CaL e CaS) para as de maior AGB 

(p.ex., C e CD), com estas últimas fitofisionomias tendo maiores valores de reflectância 

no IVP em 874 nm e menores valores no SWIR 1 em 1719 nm.   
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Figura 5. 19. Relação entre biomassa (AGB) e reflectância (a) em 874 nm, (b) 1719 nm 

(p<0,05). 

 

 

5.3.1.2. Modelagem PLSR da reflectância 

Os escores referentes aos dois primeiros fatores (PCs) do modelo PLSR de reflectância 

expressam como as amostras são projetadas ao longo de cada componente ou fator. A 

análise dos dois primeiros fatores é especialmente útil, uma vez que estes representam a 

maior parte de variância dos dados analisados (Figura 5.20).  
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Figura 5. 20. Distribuição dos escores nos dois primeiros fatores para os dados de calibração do 

modelo reflectância. Valores entre parênteses explicam a variância de X e de Y 

respectivamente, em cada fator analisado. Amostras fora da Elipse de Hotelling 

T² apresentam comportamentos extremos (α = 0,05). 

 

No modelo reflectância, PC1 e PC2 explicaram um total de 73% da variância de X e 

66% da variância em Y dos dados de calibração. Observou-se a formação de uma 

tendência de agrupamento apenas para as amostras de campo limpo (CaL). A formação 

de agrupamentos reflete a semelhança das amostras com relação às variáveis analisadas. 

As outras fitofisionomias permaneceram misturadas sem a formação de grupos 

específicos. A parcela de campo limpo (P39) apresentou comportamento passível de 

investigação por estar fora dos limites da Elipse de Hotelling T². Este comportamento 

foi verificado por meio da análise de influência. 

Os Loadings (fatores de peso) expressam como as variáveis são projetadas ao longo de 

cada fator do modelo. Na Figura 5.21, os comprimentos de onda (variáveis X) foram 

agrupados em regiões do espectro para que a relação dentro desses grupos e entre 

variáveis X e Y pudesse ser mais bem compreendida.  

A relação da variável Y (biomassa) foi positiva para o IVP, projetada em uma mesma 

direção no gráfico, e negativa para o Visível, SWIR 1 e SWIR 2, projetada em direções 

opostas. Algumas bandas em comprimentos de onda na região do IVP foram projetadas 

próximas ao centro, demonstrando ter baixa relação com a biomassa. Dentre elas, pode-

se destacar as posicionadas em 1124 nm, 1174 nm, 1245 nm, 1285 nm e 1302 nm.  
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Figura 5. 21. Distribuição dos loadings nos dois primeiros fatores para os dados de calibração 

do modelo PLSR de reflectância. Valores entre parênteses explicam a variância de 

X e de Y respectivamente, em cada fator analisado. 

 

A distribuição dos escores está diretamente relacionada à distribuição dos loadings. 

Quando os dois gráficos são analisados concomitantemente, é possível compreender a 

influência de cada variável nas diferenças entre as amostras. Variáveis na região do IVP 

exerceram grande influência no comportamento de amostras do cerrado denso (CD) e 

cerrado típico (C), ou seja, em amostras que possuam maiores valores de biomassa. Já 

as faixas do visível, SWIR 1 e SWIR 2 exerceram grande influência em amostras de 

baixa biomassa como campo limpo (CaL). 

Com a reflectância de 146 bandas usada como dados de entrada (variáveis X), foram 

necessários quatro fatores (PCs) para alcançar o melhor ajuste do modelo, ou seja, a 

variação dos dados de validação foi explicada ao maximizar a variância total explicada 

de Y em 64,18%, e minimizar a variância total residual (RMSE) em 6,72 t.ha
-1

 (Figura 

5.22). A complexidade e variabilidade da reflectância ao longo do espectro 

eletromagnético fez com que um número maior de fatores fosse necessário para explicar 

a variabilidade dos dados.  
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Figura 5. 22. Comportamento da (a) variância explicada de Y; e do (b) RMSE em cada fator do 

modelo PLSR de reflectância para calibração e validação. 

 

Na análise de influências, a amostra P39 (CaL), indicada pelo gráfico de escores como 

um possível outlier, apresentou leverage de 0,57, valor considerado alto (limite=0,33; 

p<0,005), demonstrando ter alta influência neste modelo. No entanto, como apresentou 

variância residual (0,25) abaixo do limite (Fcrit=0,88; p<0,005), sua exclusão não foi 

necessária (Figura 5.23). 

Figura 5. 23. Comparação entre a variância residual de X (limite Fcrit = 0,88) e a Leverage 

(limite = 0,33), verificando a influência de cada amostra na modelagem da AGB 

pela reflectância de 146 bandas como variáveis independentes X. 
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A validação do modelo reflectância pelo método de validação cruzada resultou em um 

coeficiente de determinação (R²) de 0,64. O RMSE de 6,72 t.ha
-1

 representa 40% da 

média dos valores observados. Analisando o modelo de maneira geral, a biomassa 

predita tende a subestimação em 53% das amostras, principalmente para as parcelas 

com valores de biomassa extremos, como as de cerrado denso (CD) e campo limpo 

(CaL). Valores medianos de AGB observada em cerrado ralo (CR), campo cerrado 

(CaC) e campo sujo (CaS) tenderam a superestimação (Figura 5.24).  

Figura 5. 24. Valores de AGB observados em relação aos valores preditos na validação cruzada 

do modelo PLSR de reflectância. 

 

As amostras de campo sujo apresentaram erro relativo elevado, superestimando a AGB 

em 287% na parcela 40 e 195% na parcela 42. Possivelmente, este fato ocorreu devido 

as diferentes características observadas em campo. Na parcela 40 foi observada a 

presença de indivíduos de porte arbóreo nas bordas da parcela por estar numa zona de 

contato fitofisionômico (Figura 5.25-a), porém estes não foram amostrados por não 

pertencerem aos seus limites. A influência desses indivíduos pode ter contaminado os 

pixels de borda, causando a superestimativa da AGB, considerando que o pixel 

amostrado na imagem Hyperion difere do tamanho da parcela em campo, incorporando 
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outros elementos da paisagem na resposta espectral da parcela. O mesmo 

comportamento foi analisado na parcela 42, amostrada num sitio em contato com a 

vereda, local de abundante invasão de Trembleya parviflora. Estas também foram 

observadas nas bordas da parcela, o que pode influenciar a resposta da mesma (Figura 

4.25-b). Trembleya parviflora é uma espécie de planta pioneira associada a solos 

úmidos, porém não encharcados, que quando introduzidas em outras áreas, fora de sua 

distribuição original, transforma-se em invasora (MEYER, 1998). Embora seja uma 

espécie da flora nativa, sua presença ocorre em adensamentos monoespecíficos inibindo 

o crescimento de outras espécies características de cada fitofisionomia. Na ESEC-AE o 

alastramento dessa espécie nos campos, e principalmente nas bordas das veredas, está 

relacionado ao rebaixamento do lençol freático, consequência da ação antrópica na 

região (MUNHOZ; RIBEIRO, 2008).  

Figura 5. 25. Parcelas (a) 40 e (b) 42 de campo sujo com indivíduos arbóreo-arbustivos 

influenciando no comportamento espectral. 

  

A parcela de cerrado denso (P16) teve seu valor subestimado em 55%. Essa parcela 

(Figura 5.26) apresentou o maior valor de AGB observada dentre as parcelas de mesma 

classe (37,86 t.ha
-1

). Esse alto valor de AGB é decorrente da altura média das árvores 

(3,14m) e não da área basal (21,07 m².ha
-1

), pois apresenta menor densidade de 

indivíduos (2390 ind.ha
-1

) e menor diâmetro médio (9,43 cm), se comparada à média de 

sua classe. Menor área basal significa menor grau de ocupação da área por indivíduos 

arbóreo-arbustivos (MACHADO; FIGUEIREDO-FILHO, 2009), expondo assim maior 

porção de solo ou de gramíneas. Esse fator pode ter contribuído para que para as 

características espectrais dessa parcela diferissem da AGB observada em campo, 

superestimando seu valor predito. 

b a 
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Figura 5. 26. Parcela 16 (CD). Caracteriza a presença de indivíduos com altura superior à 

média. 

 

5.3.2. Modelagem da AGB com Índices de Vegetação (IVs) 

5.3.2.1. Análise exploratória IVs 

A Tabela 5.8 apresenta os resultados de correlação entre os 22 IVs analisados e a 

biomassa observada em 45 amostras de campo.  

Tabela 5. 8. Coeficiente de correlação de Pearson (r) para as relações entre os índices de 

vegetação e a Biomassa (AGB) observada em campo. Valores sombreados 

indicam correlações significativas ao nível de significância de 0,05. 

 

 WBI VO G VIG VARI SIPI RVSI REPI RENDVI PSSR PSRI PRI NDWI NDVI NDLI NDII MSI MCARI LWVI2 EVI CRI1 CAI ARI

Biomassa 0.33 0.71 0.76 0.76 -0.71 0.20 -0.26 0.79 0.81 -0.77 -0.31 0.42 0.77 -0.33 0.76 -0.34 0.07 0.64 0.78 0.42 0.25 0.66

WBI 1 0.28 0.30 0.32 -0.22 0.33 -0.01 0.37 0.36 -0.27 -0.46 0.36 0.27 -0.26 0.37 -0.21 -0.11 0.21 0.29 0.18 -0.22 0.21

VO G 1 0.80 0.80 -0.84 0.08 -0.17 0.88 0.89 -0.84 -0.42 0.67 0.88 -0.30 0.89 -0.27 0.23 0.72 0.85 0.60 0.24 0.77

VIG 1 0.99 -0.81 0.37 -0.16 0.90 0.91 -0.92 -0.24 0.58 0.86 -0.46 0.84 -0.43 0.01 0.78 0.88 0.44 0.26 0.61

VARI 1 -0.81 0.37 -0.17 0.91 0.92 -0.91 -0.26 0.59 0.87 -0.47 0.85 -0.43 0.02 0.79 0.89 0.45 0.25 0.62

SIPI 1 -0.19 0.31 -0.93 -0.91 0.93 0.26 -0.54 -0.97 0.31 -0.86 0.20 -0.26 -0.80 -0.94 -0.60 -0.30 -0.89

RVSI 1 -0.06 0.36 0.27 -0.31 -0.23 0.06 0.20 -0.34 0.17 -0.10 -0.64 0.27 0.22 -0.13 0.00 0.06

REPI 1 -0.33 -0.31 0.30 0.15 -0.23 -0.34 0.15 -0.34 0.40 -0.11 -0.39 -0.35 -0.22 -0.14 -0.39

RENDVI 1 0.98 -0.95 -0.42 0.67 0.98 -0.43 0.94 -0.34 0.10 0.85 0.97 0.60 0.22 0.86

PSSR 1 -0.93 -0.41 0.68 0.97 -0.45 0.96 -0.35 0.20 0.85 0.96 0.62 0.21 0.85

PSRI 1 0.25 -0.60 -0.94 0.37 -0.88 0.40 -0.11 -0.80 -0.94 -0.51 -0.34 -0.79

PRI 1 -0.59 -0.35 0.00 -0.50 0.18 -0.07 -0.34 -0.32 -0.37 0.12 -0.39

NDWI 1 0.63 -0.17 0.79 -0.40 0.22 0.58 0.63 0.56 0.05 0.56

NDVI 1 -0.36 0.94 -0.26 0.25 0.86 0.98 0.64 0.24 0.91

NDLI 1 -0.37 0.08 -0.05 -0.30 -0.37 -0.31 -0.01 -0.24

NDII 1 -0.36 0.26 0.85 0.93 0.68 0.15 0.85

MSI 1 0.13 -0.32 -0.29 -0.20 -0.16 -0.16

MCARI 1 0.19 0.24 0.48 0.07 0.32

LWVI2 1 0.87 0.59 0.12 0.75

EVI 1 0.63 0.25 0.85

CRI1 1 0.06 0.65

CAI 1 0.15

ARI 1
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A relação entre a biomassa e os índices RVSI, REPI, PRI, NDLI, MSI, MCARI e CAI, 

não foram significativas (p<0,05). As melhores correlações com a biomassa estão 

associadas aos índices de banda estreita PSSR (r = +0,81) e PSRI (r = -0,77), 

relacionados com a bioquímica; RENDVI (r = +0,79), relacionado com a fisiologia e o 

estresse; e EVI (r = +0,78) e NDVI (r = +0,77), relacionados a estrutura da vegetação.  

Por meio da Figura 5.27 foi possível compreender a relação entre a biomassa, analisada 

nas diferentes fitofisionomias, e os índices que melhor se correlacionaram 

positivamente e negativamente. O aumento da complexidade estrutural das 

fitofisionomias (dos campos ao cerrado denso) resulta em aumento da biomassa da 

vegetação. Com o surgimento de indivíduos arbustivos e arbóreos, ocorre formação de 

dossel, menor exposição de gramíneas (vegetação seca em julho), resultando em 

aumento da concentração de pigmentos fotossintetizantes como a clorofila (HANSEN, 

2003). Esse incremento de clorofila faz com que ocorra maior absorção da radiação na 

faixa do vermelho, tendendo ao aumento do índice PSSR. Por este motivo, este índice 

está diretamente relacionado com a biomassa da vegetação. 

Figura 5. 27. Relação entre biomassa (AGB) e os índices (a) PSSR, (b) PSRI (p<0,05). 

 

Ao contrário do observado anteriormente, o índice PSRI tende a diminuir com o 

aumento da biomassa. Ao passo que a vegetação perde biomassa (do cerrado denso aos 

campos), ocorre aumento da reflectância no vermelho e NIR, causada pela perda de 
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clorofila e estrutura da vegetação, respectivamente, mantendo baixa reflectância no azul 

influenciada pela presença de carotenoides (COLE et al, 2014). Esses fatores fazem com 

que o índice PSRI tenha uma relação linear, porém negativa com a biomassa das 

fitofisionomias.  

5.3.2.2. Modelagem PLSR dos IVs 

No modelo PLSR com IVs, PC1 e PC2 explicaram um total de 64% da variância de X e 

67% da variância em Y dos dados de calibração. Assim como para o modelo de 

reflectância, observou-se uma tendência de agrupamento nas amostras de campo limpo 

para o primeiro fator. Ao passo que os IVs tentam capturar alterações em comprimentos 

de onda específicos, neste modelo, a amostra P38 (CaL) e P27 (CR) apresentaram 

comportamento passível de investigação por estar fora dos limites da Elipse de 

Hotelling T² (Figura 5.28). 

Figura 5. 28. Distribuição dos escores nos dois primeiros fatores para os dados de calibração do 

modelo PLSR com índices de vegetação. Valores entre parênteses explicam a 

variância de X e de Y, respectivamente, em cada fator analisado. Amostras fora 

da Elipse de Hotelling T² apresentaram comportamentos extremos (α = 0,05). 

 

As características que podem ter influenciado o comportamento no gráfico dos escores 

podem ser mais bem compreendidas quando se analisa o gráfico de loadings (Figura 

5.29). Valores loadings extremos negativos para os índices PSRI e SIPI confirmam a 

forte relação inversa com a biomassa. Esses índices, relacionados com a perda de 

pigmentos fotossintetizantes como a clorofila e carotenóides (MERZLYAK et al, 1999; 
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PENUELAS et al., 1995), influenciaram as amostras que apresentaram baixos valores 

de biomassa. Valores extremos desses dois índices podem explicar o comportamento 

detectado pelo teste Hotelling T² principalmente para a parcela de campo limpo P38.  

Figura 5. 29. Distribuição dos loadings nos dois primeiros fatores para os dados de calibração 

do modelo índices de vegetação. Valores entre parênteses explicam a variância de 

X e de Y respectivamente, em cada fator analisado. 

 
Diferente do modelo de reflectância, esse modelo que fez uso de 22 IVs como variáveis 

independentes, necessitou de apenas um fator para maximizar a variância total explicada 

de Y em 60,31% e minimizar o RMSE em 7,07 t.ha
-1

 (Figura 5.30) para os dados de 

validação.  

Figura 5. 30. Comportamento da (a) variância explicada de Y, (b) RMSE em cada fator do 

modelo PLSR com índices de vegetação para calibração e validação cruzada. 
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A variância residual das amostras de campo limpo P34 e P39 atingiram valores acima 

do limite proposto pelo teste F (Fcrit=1,18; p<0,005), 1,26 e 1,28, respectivamente. 

Porém, os valores correspondentes a leverage, 0,09 (P34) e 0,10 (P39) foram 

considerados baixos (limite=0,13; p<0,005), demonstrando sua menor influência no 

modelo (Figura 5.31). 

Figura 5. 31. Comparação entre a variância residual de X (limite Fcrit = 1,18) e a Leverage 

(limite = 0,13), verificando a influência de cada amostra na modelagem da AGB 

pelos 22 índices de vegetação como variáveis independentes X. 

 

Foram ajustados os coeficientes de regressão (B), para cada variável independente 

(Figura 5.32). Coeficientes com valores extremos (positivos ou negativos) indicam a 

importância da variável independente no modelo. 

Figura 5. 32. Coeficientes ajustados para o modelo PLSR com Índices de vegetação. 
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A validação do modelo IVs resultou em um R² de 0,60 e um RMSE de 7,07 t.ha
-1

, 

representando 42,3% da média dos valores observados (Figura 5.33). A biomassa 

predita foi superestimada em 56% das amostras, principalmente para as parcelas de 

cerrado ralo (CR), campo cerrado (CaC) e campo sujo (CaS).  

Figura 5. 33. Valores de AGB observados em relação aos valores preditos na validação cruzada 

no modelo PLSR com índices de vegetação. 

 

 

Os maiores erros relativos apresentados pelo modelo foram nas parcelas 42 (CaS) e 32 

(CaC), superestimando a AGB em 234% e 250%, respectivamente. Assim como no 

modelo de reflectância, a parcela 42 (CaS) teve seu valor de biomassa predito 

superestimado pela presença da espécie Trembleya parviflora. Na parcela 32 (CaC), 

foram observados indícios de queimada, como troncos mortos, sinais de carbonização e 

rebrotas basais ramificadas (SATO et al., 2010), assim como o surgimento de 

regeneração induzida pela passagem do fogo (Figura 5.34). 
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Troncos nessa situação foram amostrados apenas na altura das brotações e as 

regenerações não foram amostradas por não se enquadrar no nível de inclusão adotado 

(FELFILI et al., 2005a), resultando em baixa biomassa observada (4,87 t.ha
-1

). No 

entanto, esse comportamento causado pela passagem do fogo pode ter influenciado nos 

valores dos IVs, principalmente os relacionados a pigmentos fotossintetizantes. 

Figura 5. 34. Parcela de campo cerrado P32 com evidências de queimada. 

 

5.3.3. Modelagem da AGB com razões de bandas 

5.3.3.1. Análise exploratória das razões de bandas 

As correlações entre todas as possíveis razões das 146 bandas do Hyperion e a biomassa 

das fitofisionomias estão ilustradas na Figura 5.35. As melhores correlações positivas 

foram as resultantes da relação IVP/visível, principalmente no vermelho. Essa relação 

pode ser explicada pelo aumento da concentração de pigmentos fotossintetizantes e o 

aumento do índice de área foliar (IAF), maior complexidade do dossel, com o 

incremento de biomassa, resultando em maior absorção da radiação na região do visível, 

e aumento da reflectância no IVP (ASNER, 2008). Portanto, quanto maior a biomassa 

da vegetação, maior é a razão IVP/visível. As melhores correlações negativas 

resultaram da relação vermelho/verde, SWIR 1/IVP e SWIR 2/IVP. 
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Figura 5. 35. Correlação entre todas as possíveis razões das 146 bandas do Hyperion e a 

biomassa (AGB). 

 

A região do SWIR relaciona-se com o conteúdo de água na vegetação, e em menor 

grau, com o conteúdo de nitrogênio, celulose e lignina (ASNER, 2008). Com o 

incremento de biomassa na vegetação, há aumento na concentração de água vista pelo 

sensor e no acúmulo de lignina e celulose. O dossel torna-se mais complexo ou 

estruturado. Esses fatores geram maior absorção da radiação na região do SWIR e maior 

reflectância na do IVP, resultando em uma relação inversa com a biomassa. 

Obteve-se a melhor correlação positiva (r = +0,82) para a razão 1073/691 nm e negativa 

(r = -0,80) para 1719/1265 nm (Figura 5.36). Ambas as relações foram lineares. 
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Figura 5. 36. Relação entre biomassa (AGB) e a razão de reflectância (a) 1073/691 nm, (b) 

1719/1265 nm (p<0,05). 

 

5.3.3.2. Modelagem PLSR das razões de bandas 

No modelo razões de bandas os dois primeiros fatores explicaram um total de 50% da 

variância de X e 83% da variância em Y dos dados de calibração (Figura 5.37). 

Figura 5. 37. Distribuição dos escores nos dois primeiros fatores para os dados de calibração do 

modelo razões de banda. Valores entre parênteses explicam a variância de X e de Y 

respectivamente, em cada fator analisado. Amostras fora da Elipse de Hotelling T², 

apresentam comportamentos extremos (α = 0,05). 
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Como nos modelos anteriores, a amostra P39 de campo limpo apresentou 

comportamento passível de investigação por estar fora dos limites da Elipse de 

Hotelling T². Neste modelo, a grande quantidade de variáveis independentes (10585) 

não permite verificar, por meio do gráfico de loadings, a influência de cada variável X 

nos escores das amostras. Porém, a análise exploratória, realizada anteriormente, pode 

ser útil na compreensão da influência das diferentes razões de bandas na relação com as 

fitofisionomias analisadas. 

No ajuste ótimo do modelo razões de bandas foram necessários três fatores para 

maximizar a variância total explicada de Y em 65,19%, e minimizar o RMSE em 6,63 

t.ha
-1

 (Figura 5.38) para os dados de validação. 

Figura 5. 38. Comportamento da (a) variância explicada de Y, (b) RMSE em cada fator do 

modelo razões de banda para calibração e validação. 

 

Assim como no modelo reflectância, a amostra P39 (CaL) também exerceu alta 

influência (Figura 5.39), com leverage de 0,38 (limite=0,27; p<0,005). Sua exclusão 

não se tornou necessária uma vez que sua variância residual (0,67) foi considerada baixa 

para o modelo (Fcrit=1,35; p<0,005). 
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Figura 5. 39. Comparação entre a variância residual de X (limite Fcrit = 1,35) e a Leverage 

(limite = 0,27), verificando a influência de cada amostra na modelagem da AGB 

pelas 10585 razões de bandas como variáveis independentes X. 

 

A validação deste modelo resultou em um R² = 0,65 e um RMSE = 6,63 t.ha
-1

, 

representando 39,7% da média dos valores observados de AGB (Figura 5.40).  

Figura 5. 40. Valores de AGB observados em relação aos valores preditos na validação cruzada 

no modelo razões de bandas. 
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A biomassa predita foi subestimada em 51% das amostras. Assim como observado 

anteriormente, amostras com valores extremos de biomassa (CD e CaL) não foram bem 

explicadas pelo modelo, porém os erros relacionados as amostras de CaS foram 

considerados inferiores aos modelos já ajustados. A parcela P15 de cerrado típico (C) 

apresentou erro relativo de predição considerado alto, superestimando a AGB em 125%. 

Apesar do baixo valor de biomassa observado (12,42 t.ha
-1

), a parcela P15 possui 

densidade de indivíduos (2980 ind.ha
-1

) acima da média (2171 ind.ha
-1

) para esta 

fitofisionomia (Figura 5.41), principalmente de indivíduos da espécie Pau Santo 

(Kielmeyera coriacea). A alta densidade de indivíduos pode ter influenciado os 

elevados valores de reflectância no IVP observados nessa parcela, tendendo a 

superestimação de sua ABG.  

Figura 5. 41. Parcela P15 (C) com alta densidade de indivíduos principalmente de Kielmeyera 

coriácea. 

 

 

5.3.4. Modelo da AGB com parâmetros de bandas de absorção 

5.3.4.1. Análise exploratória das bandas de absorção 

As correlações entre os parâmetros descritores das bandas de absorção (profundidade, 

área, largura e assimetria) posicionadas em 680 nm, 980 nm, 1200 nm, 1700 nm, 2100 nm e 

2300 nm e a biomassa estão indicadas na Tabela 5.9. 
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Tabela 5. 9. Coeficiente de correlação (r) para as relações dos parâmetros descritores das bandas 

de absorção posicionadas em 680 nm, 980 nm, 1200 nm, 1700 nm, 2100 nm e 2300 

nm com a biomassa acima do solo (AGB). Os atributos são: P (profundidade da 

banda), L (largura), Ar (área) e As (assimetria). Valores sombreados indicam 

correlações significativas ao nível de significância de 0,05. 

 

Correlações significativas com a biomassa foram obtidas apenas para os parâmetros das 

bandas posicionadas em 680 nm e 980 nm, associadas à absorção por clorofila e água 

nas folhas, respectivamente. Os parâmetros em 1200 nm, também associados à absorção 

por água, e os parâmetros em 1700, 2100 e 2300 nm, associados à absorção por lignina 

e celulose, não foram considerados significativos. Segundo Galvão et al. (2005), feições 

espectrais de lignina-celulose tendem a ser mais bem definidas ou ter bandas de  

absorção  mais  profundas  em  espectros  de  vegetação não-fotossinteticamente  ativa, 

o que não foi consistente com os resultados obtidos. Mesmo após todos os 

processamentos efetuados nas imagens Hyperion, bandas em comprimentos de onda 

próximas ao centro da absorção por água e lignina-celulose apresentaram-se bastante 

ruidosas na data analisada, podendo assim comprometer a caracterização das feições 

correspondentes.  

 P L Ar As P L Ar As P L Ar As P L Ar As P L Ar As P L Ar As

0.78 0.65 0.79 0.20 0.44 0.39 0.42 -0.23 0.16 0.25 0.32 0.09 0.29 0.27 0.23 -0.05 0.29 0.01 0.28 -0.17 0.26 0.16 0.23 0.29

P 1 0.89 0.99 0.30 0.61 0.58 0.58 -0.28 0.11 0.24 0.39 0.12 0.32 0.30 0.28 -0.01 0.29 -0.26 0.23 -0.10 0.10 0.02 -0.02 0.09

L 1 0.90 0.12 0.51 0.47 0.45 -0.27 0.19 0.26 0.44 0.15 0.31 0.33 0.24 0.01 0.26 -0.21 0.20 0.02 0.06 0.05 0.00 0.05

Ar 1 0.29 0.65 0.61 0.62 -0.29 0.12 0.25 0.41 0.12 0.33 0.32 0.29 -0.02 0.29 -0.26 0.22 -0.06 0.09 0.02 -0.03 0.08

As 1 0.33 0.37 0.28 -0.09 0.13 -0.03 0.24 0.27 0.01 -0.05 -0.04 -0.07 0.07 -0.14 0.10 -0.06 0.37 0.00 0.01 0.08

P 1 0.84 0.93 -0.43 0.00 0.12 0.20 -0.03 0.45 0.35 0.41 -0.08 0.15 -0.30 0.01 0.01 0.20 -0.13 -0.14 -0.18

L 1 0.89 -0.23 -0.10 -0.01 0.07 -0.16 0.18 0.17 0.17 0.03 0.08 -0.33 0.06 0.05 0.25 0.00 -0.13 -0.13

Ar 1 -0.36 -0.12 0.11 0.09 -0.09 0.37 0.33 0.40 0.04 0.18 -0.27 0.03 0.08 0.21 -0.12 -0.19 -0.23

As 1 0.09 -0.17 -0.07 0.10 -0.46 -0.54 -0.45 -0.07 -0.13 0.15 0.09 0.13 -0.16 -0.02 -0.11 0.03

P 1 -0.13 0.79 0.36 0.27 0.17 0.32 0.04 0.16 0.19 0.17 0.17 0.00 -0.01 0.05 0.29

L 1 0.26 0.08 0.01 0.03 0.03 -0.05 0.13 -0.03 0.02 -0.01 0.05 -0.17 -0.01 -0.12

Ar 1 0.50 0.28 0.24 0.33 0.04 0.35 0.11 0.32 0.12 -0.06 -0.14 -0.12 0.19

As 1 0.05 0.13 0.11 0.05 0.22 0.21 0.30 -0.21 -0.14 0.02 -0.05 0.14

P 1 0.85 0.83 -0.24 -0.03 -0.04 -0.02 0.11 0.07 -0.05 -0.08 0.11

L 1 0.80 0.02 0.01 0.06 0.11 0.09 -0.04 -0.01 -0.09 0.23

Ar 1 0.22 0.05 0.01 0.04 0.18 0.09 -0.03 -0.02 0.13

As 1 0.04 0.18 0.10 0.14 0.05 0.08 0.12 0.01

P 1 0.17 0.68 0.00 -0.19 -0.27 -0.19 0.07

L 1 0.53 0.05 0.03 -0.04 0.09 0.13

Ar 1 -0.06 -0.06 -0.13 -0.05 0.19

As 1 -0.15 -0.22 -0.22 -0.06

P 1 0.36 0.57 -0.06

L 1 0.73 0.17

Ar 1 0.20

As 1

1700nm 2100nm 2300nm

Biomassa

680nm

680nm 980nm 1200nm

980nm

1200nm

1700nm

2100nm

2300nm
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A profundidade e a área da banda de absorção associada à clorofila (680 nm) 

apresentaram as melhores correlações com a AGB, produzindo valores r de +0,77 e 

+0,78, respectivamente (Figura 5.42).  

Figura 5. 42. Relação da biomassa (AGB) com (a) profundidade e (b) área da banda de absorção 

da clorofila em 680 nm (p<0,05). 

 
5.3.4.2.Modelagem PLSR com parâmetros de bandas de absorção 

Quando os atributos de bandas de absorção foram testados para a modelagem da AGB 

com PLSR, os dois primeiros fatores deste modelo explicaram um total de 34% da 

variância de X e 72% da variância em Y dos dados de calibração. A amostra P5 de 

cerrado típico (C) foi a única parcela que extrapolou os limites da Elipse de Hotelling T² 

(Figura 5.43). 
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Figura 5. 43. Distribuição dos escores nos dois primeiros fatores para os dados de calibração do 

modelo PLSR com parâmetros de bandas de absorção. Valores entre parênteses 

explicam a variância de X e Y, respectivamente, em cada fator analisado. 

Amostras fora da Elipse de Hotelling T² apresentam comportamentos extremos (α 

= 0,05). 

 
 
Por meio do gráfico de loadings (Figura 5.44), foi possível perceber a forte influência 

dos parâmetros da banda de absorção em 680 nm com amostras posicionadas à direita 

do gráfico, principalmente as parcelas de cerrado denso (CD), cerrado típico (C) e 

cerrado ralo (CR), ou seja, amostras que possuem maiores valores de biomassa. A forte 

relação da biomassa (representado em vermelho no gráfico de loadings) com 

parâmetros das feições em 680 nm (representadas em ciano) e 980 nm (representadas 

em vermelho), foi percebida pela proximidade em seus posicionamentos principalmente 

no primeiro fator do modelo. 
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Figura 5. 44. Distribuição dos loadings nos dois primeiros fatores para os dados de calibração 

do modelo parâmetros de bandas de absorção. Valores entre parênteses explicam 

a variância de X e de Y respectivamente, em cada fator analisado. 

 
Assim como ocorreu no modelo com IVs, apenas um fator foi necessário para 

maximizar a variância total explicada de Y em 48,58% e minimizar o RMSE em 8,05 

t.ha
-1

 para os dados de validação (Figura 5.45). Esse modelo apresentou a menor 

porcentagem de variância explicada e o maior RMSE dentre os modelos analisados, fato 

este que pode ter forte relação com a baixa correlação entre a biomassa e a maioria dos 

parâmetros analisados como variáveis independentes. 

 

Figura 5. 45. Comportamento da (a) variância explicada de Y, (b) RMSE em cada fator do 

modelo PLSR com parâmetros de bandas de absorção para calibração e validação 

cruzada. 
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Quando o gráfico de influências foi analisado, verificou-se que nenhuma amostra, e suas 

características intrínsecas, exerceu influência significativa no modelo, apresentando 

resíduos e leverages dentro do aceitável (Figura 5.46). 

Figura 5. 46. Comparação entre a variância residual de X (limite Fcrit = 1,70) e a Leverage 

(limite = 0,13), indicando a influência de cada amostra na modelagem da AGB 

pelos 24 parâmetros das seis bandas de absorção selecionadas como variáveis 

independentes X. 

 
Foram ajustados os coeficientes de regressão (B) para cada uma das 24 variáveis 

independentes, verificando-se a importância dos atributos da banda de absorção por 

pigmentos em 680 nm no ajuste do modelo (Figura 5.47). 

Figura 5. 47. Coeficientes ajustados para o modelo parâmetros de bandas de absorção. 
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Para este modelo, foram obtidos R² de 0,48 e RMSE de 8,05 t.ha
-1

, representando 48,2% 

da média dos valores observados de AGB (Figura 5.48). A biomassa predita foi 

superestimada em 60% das amostras. Diferente do observado anteriormente, 70% das 

amostras de campo limpo foi superestimado em valores de biomassa. As amostras de 

cerrado típico e principalmente as de cerrado denso, seguiram o padrão já analisado de 

subestimativa. 

Figura 5. 48. Valores de AGB observados em relação aos valores preditos na validação cruzada 

do modelo PLSR com parâmetros descritores de bandas de absorção. 

 

 

A amostra P39 de campo limpo teve seu valor de AGB subestimada em 123%, sendo a 

única amostra a apresentar valores negativos de biomassa. O solo arenoso e exposto, 

decorrente da ausência de espécies de gramíneas típicas dessa fitofisionomia e presença 

da invasora Trembleya parviflora (Figura 5.49), fizeram com que a resposta espectral da 

parcela 39 fosse significativamente diferente. Esse comportamento resultou em baixos 

valores para os parâmetros de absorção, principalmente para a banda relacionada à 
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absorção da clorofila em 680 nm, que foi considerada a mais importante para este 

modelo, resultando em subestimativas de biomassa para a parcela. 

Figura 5. 49. Parcela de CaL (P39) dominada pela espécie Trembleya parviflora. 

 

5.3.5. Modelagem da AGB com PLSR e todos os atributos 

O modelo geral, com todos os atributos, apresentou resultados semelhantes ao modelo 

PLSR com razões de bandas em todas as etapas. O elevado número de razões de bandas 

(10585 razões) fez com que o conjunto de variáveis X em questão dominasse o 

comportamento do modelo, tendendo a um ajuste muito similar. Os resultados de 

escores e influências foram os mesmos do modelo gerado com reflectância, 

confirmando a grande influência desse conjunto de variáveis independentes do ajuste do 

modelo. 

Mesmo com o domínio das razões de bandas, a entrada dos conjuntos reflectância, IVs e 

parâmetros de bandas de absorção resultaram em pequeno acréscimo na variância 

explicada de Y em 0,23% (65,42%) e um decréscimo do RMSE em 0,18% (6,60 t.ha
-1

) 

(Figura 5.50). 
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Figura 5. 50. Comportamento da (a) variância explicada de Y, (b) RMSE em cada fator do 

modelo geral para calibração e validação cruzada. 

 

Assim como no modelo razões de bandas, ocorreu a subestimativa dos resultados em 

51% das amostras. Porém, o R² de 0,66 e RMSE de 6,60 t.ha
-1

 foram resultantes do 

melhor ajuste para as amostras de C, CR e CaC (Figura 5.51). 

Figura 5. 51. Valores de AGB observados em relação aos valores preditos na validação cruzada 

do modelo PLSR com o conjunto total de atributos (reflectância, razões de 

reflectância, IVs e parâmetros descritores de seis bandas de absorção). 
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A comparação do desempenho dos modelos específicos e geral pode ser vista na Tabela 

5.10. Segundo Kooistra et al. (2004), para considerar um modelo mais preciso do que 

outro, o RMSE deve ser reduzido em pelo menos 2%. Tendo como base o modelo de 

reflectância, pois este não sofreu nenhum tipo de transformação, os modelos com IVs e 

parâmetros descritores das bandas de absorção atingiram resultados inferiores aos 

demais modelos. Mesmo necessitando de apenas um fator (PC) para a modelagem, as 

transformações do espectro para esses dois conjuntos de variáveis geraram um aumento 

do RMSE em 2,3% no modelo com IVs e de 8,2% no modelo com parâmetros de 

bandas de absorção. Esses resultados podem ser explicados pela baixa correlação entre a 

biomassa observada e algumas das variáveis analisadas dentro desses dois conjuntos de 

dados. Ocorreu uma redução do RMSE e incremento no R² nos modelos com razões de 

bandas. Porém, em geral, com base no critério mencionado acima, a melhora não 

atingiu 2% de redução do RMSE. O grande número de variáveis independentes do 

modelo geral, oriundas do conjunto razões de bandas, resultou em valores muito 

similares de R² e RMSE. Em resumo, dentre os modelos PLSR específicos, os de 

reflectância e razões de reflectância mostraram os maiores valores de R
2
 e os menores 

valores de RMSE, com o pior desempenho sendo observado para o modelo com 

parâmetros descritores das bandas de absorção (Tabela 5.10). O modelo Geral com 

todos os atributos mostrou um pequeno ganho na estimativa de AGB quando 

comparado com os modelos específicos de reflectância ou razões de reflectância.   

Tabela 5. 10. Desempenho dos modelos PLSR específicos e geral na predição da AGB das 

fitofisionomias do Cerrado. 

Modelo Nº  
de Fatores R² RMSE 

(t.ha-1) 

Reflectância 4 0,64 6,72 

Índices de Vegetação 1 0,60 7,07 

Razões de banda 3 0,65 6,63 

Parâmetros de bandas de absorção 1 0,48 8,05 

Geral 3 0,66 6,60 

 

Estudos em diferentes formações vegetais confirmam o potencial da regressão PLSR na 

estimativa de biomassa utilizando dados hiperespectrais (CHO et al., 2007; CLEVER et 

al., 2007; HANSEN; SCHJOERRING, 2003; MAREBEL; ALVAREZ-TABOADA, 

2013; VYAS; KRISHNAYYA, 2014). No presente estudo, o modelo reflectância 
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demonstrou superioridade no ajuste por PLSR (RMSE = 6,72 t.ha
-1

) em comparação ao 

ajuste por regressão linear simples com bandas individuais (RMSE = 7,24 t.ha
-1

), 

resultando em redução do RMSE em 3,1 %. No entanto, para os modelos IVs, razões de 

bandas e parâmetros de bandas de absorção, o ajuste de parâmetros individuais 

apresentou melhores resultados com relação a modelagem PLSR, resultados contrários 

aos encontrados por Cho et al. (2007) e Marabel e Alvarez-Taboada (2013). 

Os erros de ajuste obtidos neste estudo são compatíveis com os reportados por Laurin et 

al. (2014), ao estudarem uma floresta tropical Africana. No presente estudo, há várias 

fontes de incerteza que afetam os resultados, incluindo: erros inerentes introduzidos pela 

equação alométrica de estimativa de biomassa; erros de calibração da modelagem da 

AGB em 2015 com dados hiperespectrais de 2014 e erros de mensuração de parâmetros 

biofísicos realizados em campo. Esses erros, juntamente com os erros causados pela 

correção geométrica e radiométrica dos dados de sensoriamento remoto, são fontes 

conhecidas de incerteza na análise de dados de sensoriamento remoto (LU et al., 2012). 

Uma possibilidade de melhoria nas estimativas de biomassa para esse estudo e que vem 

ganhando espaço na literatura é a fusão entre dados hiperespectrais e LiDAR. Os dados 

LiDAR expressam com maior acurácia as mensurações de certos parâmetros biofísicos 

da vegetação e sua fusão com dados hiperespectrais vem se mostrando promissora em 

estudos de biomassa em diferentes tipologias vegetais (ANDERSON et al., 2008; 

CHEN, 2013; CLARK et al, 2011; LATIFI et al., 2015; LAURIN et al., 2014; 

SWATANTRAN et al., 2011). 
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6. CONCLUSÕES E RECOMENDAÇÕES 

Os resultados desse trabalho demonstraram que a análise dos atributos hiperespectrais 

proporcionou o detalhamento do comportamento espectro-sazonal de cada 

fitofisionomia presente na Estação Ecológica de Águas Emendadas (ESEC-AE). 

Analisados isoladamente, através dos conjuntos de atributos, ou de maneira geral com a 

reunião de todos eles, essas abordagens fizeram com que o objetivo central desse estudo 

fosse atingido, obtendo êxito na caracterização, na discriminação e na modelagem do 

gradiente de vegetação de fitofisionomias do Cerrado. 

Na análise florístico-estrutural observaram-se um total de 6.407 árvores, distribuídas em 

34 famílias e 76 espécies com características intrínsecas a cada fitofisionomia, 

apresentando diversidade e parâmetros estruturais próximos àqueles relatados na 

literatura. A subdivisão das fitofisionomias savânicas (CD, C, CR, CaC), teve o intuito 

de conter toda a densidade da vegetação presente na ESEC-AE, estratégia importante 

principalmente no aspecto espectral. Os parâmetros estruturais, como diâmetro e altura, 

permitiram expressar um gradiente entre as fitofisionomias, porém não demonstrando 

diferenças altamente significativas em valores médios. A biomassa apresentou valores 

médios que variaram de 34,46±2,7 t.ha
-1

 em parcelas de cerrado denso a 3,98±0,7 t.ha
-1

 

em parcelas de campo limpo. Os valores de AGB média não diferiram 

significativamente entre as fitofisionomias campestres (CaS e CaL), assim como 

ocorreu com os valores médios de AGB entre CR e CaC.  

A caracterização espectro-sazonal por meio de índices de vegetação e parâmetros de 

bandas de absorção sugere maior separabilidade entre fitofisionomias no período seco. 

Contudo, quando analisado através da reflectância de bandas isoladas, o período 

chuvoso demonstrou alta separabilidade entre fitofisionomias em bandas situadas no 

visível, principalmente no vermelho (680 nm). Já no período seco, usando essa mesma 

abordagem, o intervalo de maior separabilidade foi a região do SWIR 1 (1648 nm). 

A discriminação por MDA apresentou melhores resultados na análise geral dos atributos 

quando aplicada no período seco, confirmando a tendência observada na caracterização 

espectral das fitofisionomias. O ganho em 2,8% na acurácia do período chuvoso para o 

seco foi considerado significativo de acordo com o teste Z (p<0,01), com valores do 
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índice Kappa foram de 0,78 e 0,82 para o período chuvoso e seco respectivamente. Os 

maiores ganhos na acurácia entre períodos foram observados nas fitofisionomias 

cerrado típico e campo limpo ao longo dos conjuntos de atributos avaliados. Autores 

afirmam que no período seco sensores orbitais capturam de forma mais eficiente as 

diferenças estruturais na vegetação. Já no período chuvoso a resposta da vegetação pode 

se confundir pela maior interferência do dossel, mais vigoroso nessa época.  

O uso de dados do sensor hiperespectral Hyperion viabilizou a combinação de 

diferentes métricas na modelagem da AGB das fitofisionomias do Cerrado, 

possibilitando a compreensão da importância isolada e combinada dos diferentes 

atributos hiperespectrais como dados de entrada nos modelos PLSR. Os melhores 

resultados de estimativa de AGB foram encontrados para a modelagem geral, modelo 

que reuniu todos os atributos das análises anteriores (reflectância, IVs, razões de bandas 

e parâmetros de bandas de absorção), resultando em R² de 0,66 e RMSE de 6,60 t.ha
-1

. 

Esses valores foram próximos aos encontrados na modelagem por razões de bandas (R² 

= 0,65 e RMSE = 6,63 t.ha
-1

), possivelmente pelo alto número de atributos oriundos 

desse conjunto de métricas (10585 razões). O comportamento anômalo de algumas 

parcelas, com relação à estimativa de AGB, foi investigado e constatou-se que, a 

presença de espécies invasoras, exposição do solo em maior ou menor grau, assim como 

indícios de queimada, podem ter influenciado em seus elevados erros de estimativa. 

Essas características foram frequentemente observadas na ESEC-AE, confirmando as 

dificuldades de estimativas de parâmetros biofísicos em Cerrados, já relatadas por 

diferentes autores. Essa gama de atributos e possibilidades fornecidas a partir de dados 

hiperespectrais, podem embasar o desenvolvimento de estudos, principalmente no 

bioma Cerrado, com os futuros sensores hiperespectrais, HyspIRI e EnMAP. Esses 

sensores irão operar em faixas de imageamento mais amplas e com melhor relação sinal 

ruído, possibilitando maior acurácia nas análises. 

Uma possibilidade de melhoria na modelagem de parâmetros biofísicos em diferentes 

formações vegetais, e que vem ganhando espaço na atualidade, é a utilização de 

métricas derivadas de dados LiDAR. Estas métricas, analisadas juntamente com dados 

hiperespectrais, podem proporcionar uma maior acurácia na modelagem da estrutura do 
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gradiente de vegetação e, por conseguinte, melhorar os níveis de informações espaciais 

sobretudo, do teor de emissão e reabsorção de carbono nos domínios dos Cerrados. 
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APÊNDICE A - Média, desvio padrão e porcentagem de mudança para cada índice de vegetação calculado para o período chuvoso e seco. 

CLASSES ARI CAI CRI1 EVI LWVI2 MCARI MSI NDII NDLI NDVI NDWI PRI PSRI PSSR RENDVI REPI RVSI SIPI VARI VIG VOG WBI 

C
D

 

C
hu

vo
so

 

Média 12,51 0,23 7,89 0,41 0,03 0,02 0,60 0,22 0,06 0,75 -0,07 -0,06 0,01 6,78 0,61 0,71 -0,01 1,07 0,29 0,18 1,41 1,02 

Desvio 1,58 0,99 1,68 0,02 0,03 0,00 0,05 0,04 0,01 0,02 0,02 0,02 0,01 0,65 0,03 0,00 0,01 0,02 0,06 0,03 0,03 0,06 

Se
co

 Média 12,11 0,48 8,89 0,31 0,10 0,02 0,75 0,11 0,05 0,64 -0,10 -0,09 0,08 4,38 0,47 0,71 -0,01 1,16 0,07 0,05 1,30 1,02 

Desvio 0,90 1,17 1,86 0,02 0,04 0,00 0,07 0,05 0,01 0,03 0,02 0,03 0,02 0,49 0,05 0,00 0,01 0,03 0,05 0,04 0,03 0,07 

Mudança (%) -3,19 109,70 12,78 -24,56 277,79 -15,26 23,68 -49,77 -22,39 -14,35 -56,90 -65,74 913,96 -35,41 -21,61 0,00 5,56 9,28 -74,98 -71,91 -8,03 0,03 

C
 

C
hu

vo
so

 

Média 12,66 0,52 8,12 0,38 0,00 0,02 0,65 0,19 0,06 0,72 -0,08 -0,06 0,02 6,01 0,56 0,71 -0,01 1,09 0,22 0,14 1,38 1,03 

Desvio 0,90 1,06 1,46 0,02 0,04 39,47 0,06 0,04 0,01 0,03 0,02 0,02 0,02 0,76 0,05 0,00 0,01 0,03 0,07 0,04 0,03 0,07 

Se
co

 Média 11,82 0,43 7,69 0,28 0,05 0,02 0,90 0,02 0,05 0,59 -0,14 -0,09 0,12 3,64 0,39 0,71 -0,01 1,21 0,00 0,00 1,25 0,99 

Desvio 0,81 1,43 1,77 0,02 0,04 0,00 0,09 0,05 0,01 0,04 0,02 0,02 0,03 0,42 0,05 0,00 0,01 0,05 0,05 0,03 0,03 0,07 

Mudança (%) -6,66 -16,47 -5,25 -27,72 -3197,40 -14,07 39,71 -87,56 -24,27 -18,56 -67,34 -64,35 376,94 -39,55 -29,85 0,00 13,89 10,49 -101,54 -101,96 -9,94 -3,41 

C
R

 

C
hu

vo
so

 

Média 11,31 0,50 7,31 0,36 -0,03 0,02 0,70 0,13 0,06 0,67 -0,09 -0,06 0,05 4,94 0,50 0,71 -0,01 1,13 0,15 0,10 1,33 1,02 

Desvio 1,19 0,98 1,32 0,02 0,04 0,00 0,06 0,05 0,01 0,03 0,02 0,02 0,02 0,66 0,04 0,00 0,00 0,03 0,05 0,03 0,04 0,06 

Se
co

 Média 10,58 1,00 6,13 0,24 0,01 0,01 1,07 -0,06 0,04 0,52 -0,17 -0,09 0,17 2,88 0,32 0,71 -0,01 1,30 -0,07 -0,05 1,19 0,98 

Desvio 0,97 1,39 1,98 0,02 0,04 0,00 0,12 0,05 0,01 0,04 0,02 0,02 0,03 0,35 0,04 0,00 0,00 0,06 0,05 0,03 0,04 0,06 

Mudança (%) -6,42 102,37 -16,18 -33,15 -156,10 -32,02 52,55 -146,28 -24,10 -23,60 -86,69 -41,17 232,52 -41,74 -37,13 0,00 24,65 14,57 -149,18 -153,24 -10,37 -3,48 

C
aC

 

C
hu

vo
so

 

Média 12,14 0,28 8,76 0,35 0,02 0,03 0,65 0,18 0,05 0,68 -0,05 -0,07 0,05 5,21 0,50 0,71 -0,02 1,12 0,15 0,10 1,35 1,03 

Desvio 0,99 0,98 1,57 0,02 0,05 0,01 0,06 0,05 0,01 0,03 0,04 0,02 0,02 0,59 0,04 0,00 0,00 0,02 0,04 0,03 0,04 0,07 

Se
co

 Média 11,13 0,34 7,65 0,23 0,02 0,02 1,03 -0,03 0,04 0,50 -0,14 -0,09 0,21 2,78 0,29 0,71 -0,01 1,35 -0,11 -0,08 1,20 0,98 

Desvio 1,24 1,57 1,78 0,02 0,04 0,00 0,13 0,06 0,01 0,03 0,03 0,02 0,03 0,26 0,04 0,00 0,00 0,05 0,03 0,03 0,04 0,07 

Mudança (%) -8,36 20,23 -12,67 -34,62 -27,61 -39,37 57,66 -118,06 -24,66 -26,39 -196,29 -37,52 303,11 -46,74 -42,82 0,03 37,13 20,51 -170,71 -176,51 -10,98 -4,65 

                                           

 

Continua... 
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Conclusão 

CLASSES ARI CAI CRI1 EVI LWVI2 MCARI MSI NDII NDLI NDVI NDWI PRI PSRI PSSR RENDVI REPI RVSI SIPI VARI VIG VOG WBI 

C
aS

 

C
hu

vo
so

 

Média 10,02 0,61 6,33 0,34 -0,02 0,03 0,74 0,09 0,06 0,62 -0,10 -0,05 0,08 4,13 0,42 0,71 -0,02 1,15 0,08 0,05 1,28 1,00 

Desvio 1,15 0,86 1,25 0,03 0,03 0,01 0,06 0,05 0,01 0,04 0,02 0,02 0,02 0,57 0,04 0,00 0,00 0,04 0,05 0,04 0,04 0,06 

Se
co

 Média 9,28 1,09 4,77 0,19 -0,04 0,01 1,32 -0,17 0,04 0,43 -0,20 -0,07 0,24 2,25 0,20 0,71 -0,01 1,45 -0,14 -0,10 1,15 0,95 

Desvio 1,22 1,30 1,38 0,02 0,04 0,00 0,15 0,06 0,01 0,05 0,03 0,02 0,04 0,34 0,05 0,01 0,00 0,10 0,05 0,03 0,03 0,06 

Mudança (%) -7,37 77,20 -24,71 -42,97 64,49 -54,56 78,84 -279,18 -25,80 -31,41 -98,53 -30,93 217,68 -45,57 -51,45 0,12 46,42 25,38 -273,18 -282,49 -9,97 -4,34 

C
aL

 

C
hu

vo
so

 

Média 9,78 -0,13 6,50 0,28 -0,03 0,02 0,80 0,08 0,05 0,56 -0,07 -0,07 0,11 3,51 0,38 0,71 -0,02 1,22 0,03 0,02 1,27 1,02 

Desvio 1,49 1,09 1,93 0,04 0,05 0,01 0,11 0,08 0,01 0,06 0,04 0,02 0,03 0,66 0,05 0,00 0,00 0,05 0,05 0,04 0,04 0,08 

Se
co

 Média 6,88 0,61 4,28 0,15 -0,04 0,01 1,33 -0,16 0,04 0,32 -0,18 -0,08 0,33 1,77 0,13 0,71 -0,01 1,68 0,00 -0,13 1,11 0,96 

Desvio 1,69 2,14 1,55 0,02 0,04 0,00 0,13 0,06 0,01 0,04 0,03 0,02 0,04 0,17 0,03 0,01 0,00 0,11 0,04 0,03 0,02 0,08 

Mudança (%) -29,59 -584,17 -34,24 -46,29 39,42 -60,87 65,61 -301,15 -26,86 -43,02 -136,27 -17,97 192,59 -49,52 -66,63 0,43 47,89 38,05 -100,00 -789,37 -12,24 -5,32 

M
G

 

C
hu

vo
so

 

Média 14,38 0,11 10,82 0,47 0,11 0,02 0,48 0,31 0,06 0,82 -0,02 -0,08 -0,02 10,34 0,72 0,71 0,00 1,04 0,45 0,28 1,49 1,07 

Desvio 1,17 0,91 1,92 0,02 0,05 0,00 0,03 0,03 0,01 0,02 0,02 0,02 0,01 1,05 0,02 0,00 0,00 0,01 0,06 0,03 0,05 0,07 

Se
co

 Média 13,75 -0,14 16,20 0,45 0,27 0,02 0,42 0,34 0,04 0,80 0,02 -0,14 0,02 9,54 0,69 0,71 0,00 1,08 0,34 0,25 1,45 1,11 

Desvio 1,16 1,15 3,75 0,04 0,07 0,01 0,06 0,05 0,01 0,03 0,03 0,03 0,01 1,84 0,04 0,00 0,00 0,02 0,08 0,06 0,06 0,07 

Mudança (%) -4,38 -219,76 49,74 -5,17 153,10 15,15 -11,59 8,81 -21,42 -2,80 210,16 -69,76 180,31 -7,78 -4,08 0,00 -365,71 3,56 -24,52 -12,40 -2,76 3,06 
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APÊNDICE B - MATRIZ DE CONFUSÃO PARA CADA CONJUNTO DE 

MÉTRICAS HIPERESPECTRAIS EM CADA PERÍODO (CHUVOS E SECO). 

 

Tabela B.1. Resultados da Classificação por MDA para o conjunto reflectância de bandas no 

período chuvoso. 

Classes CD C CR CaC CaS CaL MG Total           
(pixels) 

Acurácia 
usuário 

(%) 
CD 37 7 0 1 0 0 0 45 82,2 

C 12 21 11 0 0 0 0 44 47,7 

CR 1 12 32 0 0 0 1 46 69,6 

CaC 0 0 3 40 3 0 0 46 87,0 

CaS 0 2 3 3 36 1 0 45 80,0 

CaL 0 0 0 3 8 32 0 43 74,4 

MG 1 0 0 0 0 0 41 42 97,6 

Total (pixels) 51 42 49 47 47 33 42 311   

Acurácia do produtor 
(%) 72,5 50,0 65,3 85,1 76,6 97,0 97,6 

  

Acurácia global (%) 76,8                 

Índice Kappa 0,73         

 

 

Tabela B.2. Resultados da Classificação por MDA para o conjunto reflectância de bandas no 

período seco. 

Classes CD C CR CaC CaS CaL MG Total           
(pixels) 

Acurácia  
usuário 

(%) 
CD 36 5 0 1 0 0 1 43 83,7 

C 13 22 8 1 0 0 0 44 50,0 

CR 2 5 29 8 1 0 0 45 64,4 

CaC 0 0 6 30 5 0 0 41 73,2 

CaS 0 1 3 3 36 1 0 44 81,8 

CaL 0 0 0 0 6 39 0 45 86,7 

MG 1 0 0 0 0 0 40 41 97,6 

Total (pixels) 52 33 46 43 48 40 41 303   

Acurácia do produtor (%) 69,2 66,7 63,0 69,8 75,0 97,5 97,6 
  

Acurácia global (%) 76,6                 

Índice Kappa 0,73 
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Tabela B.3. Resultados da Classificação por MDA para o conjunto índices de vegetação no 

período chuvoso. 

Classes CD C CR CaC CaS CaL MG Total           
(pixels) 

Acurácia do 
usuário (%) 

CD 34 10 0 1 0 0 0 45 75,6 

C 12 15 8 8 1 0 0 44 34,1 

CR 1 8 32 4 1 0 0 46 69,6 

CaC 0 1 6 36 3 0 0 46 78,3 

CaS 0 1 3 2 37 2 0 45 82,2 

CaL 0 0 0 3 8 31 0 42 73,8 

MG 0 0 0 0 0 0 42 42 100,0 

Total (pixels) 47 35 49 54 50 33 42 310   

Acurácia do produtor (%) 72,3 42,9 65,3 66,7 74,0 93,9 100,0 
  

Acurácia global (%) 73,2                 

Índice Kappa 0,69 
        

 

 

Tabela B.4. Resultados da Classificação por MDA para o conjunto índices de vegetação no 

período seco. 

Classes CD C CR CaC CaS CaL MG Total           
(pixels) 

Acurácia do 
usuário (%) 

CD 38 5 0 0 0 0 0 43 88,4 

C 10 27 7 0 0 0 0 44 61,4 

CR 1 10 28 5 1 0 0 45 62,2 

CaC 0 0 3 33 5 0 0 41 80,5 

CaS 0 0 4 2 35 3 0 44 79,5 

CaL 0 0 0 1 3 41 0 45 91,1 

MG 2 0 0 0 0 0 39 41 95,1 

Total (pixels) 51 42 42 41 44 44 39 303   

Acurácia do produtor (%) 74,5 64,3 66,7 80,5 79,5 93,2 100,0 
  

Acurácia global (%) 79,5                 

Índice Kappa 0,76 
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Tabela B.5. Resultados da Classificação por MDA para o conjunto parâmetros de bandas de 

absorção no período chuvoso. 

Classes CD C CR CaC CaS CaL MG Total           
(pixels) 

Acurácia do 
usuário (%) 

CD 27 13 2 2 0 0 6 50 54,0 

C 14 21 3 10 2 0 0 50 42,0 

CR 3 11 25 9 2 0 0 50 50,0 

CaC 0 4 9 27 10 0 0 50 54,0 

CaS 0 0 2 9 32 7 0 50 64,0 

CaL 0 0 0 2 14 34 0 50 68,0 

MG 6 0 0 0 0 0 44 50 88,0 

Total (pixels) 50 49 41 59 60 41 50 350   

Acurácia do produtor (%) 54,0 42,9 61,0 45,8 53,3 82,9 88,0 
  

Acurácia global (%) 60,0                 

Índice Kappa 0,53 
        

 

 

Tabela B.6. Resultados da Classificação por MDA para o conjunto parâmetros de bandas de 

absorção no período seco. 

Classes CD C CR CaC CaS CaL MG Total           
(pixels) 

Acurácia do 
usuário (%) 

CD 32 16 0 0 0 0 2 50 64,0 

C 11 33 1 5 0 0 0 50 66,0 

CR 0 13 22 11 4 0 0 50 44,0 

CaC 0 0 10 32 7 0 1 50 64,0 

CaS 0 0 4 6 33 7 0 50 66,0 

CaL 0 0 0 1 11 38 0 50 76,0 

MG 0 0 0 0 0 0 50 50 100,0 

Total (pixels) 43 62 37 55 55 45 53 350   

Acurácia do produtor (%) 74,4 53,2 59,5 58,2 60,0 84,4 94,3 
  

Acurácia global (%) 68,6                 

Índice Kappa 0,63 
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Tabela B.7. Resultados da Classificação por MDA para todos os atributos gerados no período 

chuvoso. 

Classes CD C CR CaC CaS CaL MG Total           
(pixels) 

Acurácia do 
usuário (%) 

CD 36 8 0 1 0 0 0 45 80,0 

C 10 25 9 0 0 0 0 44 56,8 

CR 3 8 35 0 0 0 0 46 76,1 

CaC 0 0 3 42 1 0 0 46 91,3 

CaS 0 2 3 1 38 1 0 45 84,4 

CaL 0 0 0 2 6 35 0 43 81,4 

MG 0 0 0 0 0 0 42 42 100,0 

Total (pixels) 49 43 50 46 45 36 42 311   

Acurácia do produtor (%) 73,5 58,1 70,0 91,3 84,4 97,2 100,0 
  

Acurácia global (%) 81,4                 

Índice Kappa 0,78 
        

 

 

Tabela B.8. Resultados da Classificação por MDA para o todos os atributos gerados no período 

seco. 

Classes CD C CR CaC CaS CaL MG Total           
(pixels) 

Acurácia do 
usuário (%) 

CD 36 7 0 0 0 0 0 43 83,7 

C 10 29 5 0 0 0 0 44 65,9 

CR 0 5 36 4 0 0 0 45 80,0 

CaC 0 0 5 34 2 0 0 41 82,9 

CaS 0 0 2 2 39 1 0 44 88,6 

CaL 0 0 0 0 4 41 0 45 91,1 

MG 1 0 0 0 0 0 40 41 97,6 

Total (pixels) 47 41 48 40 45 42 40 303   

Acurácia do produtor (%) 76,6 70,7 75,0 85,0 86,7 97,6 100,0 
  

Acurácia global (%) 84,2                 

Índice Kappa 0,82 
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