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“Não importa quanto a vida possa ser ruim, sempre existe algo que
você pode fazer, e triunfar. Enquanto há vida, há esperança”.

Stephen Hawking
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RESUMO

Esse trabalho propõe o método HSMI (Hierarchical Support vector machine with
Multiple kernels optimized by Invasive weed optimization) de classificação baseado
em máquinas de vetores suporte (SVM) que usa múltiplos kernels e atribui os ró-
tulos às classes de modo hierárquico. Uma árvore binária é criada automaticamente
pelo algoritmo proposto e cada nó realiza a classificação entre duas partições do
conjunto de classes pré-classificado pelo nó superior. A classificação é realizada pelo
classificador SVM com múltiplos kernels combinados aproveitando as diferentes ca-
racterísticas de cada kernel. A escolha pelas classes que compõem cada partição em
cada nó é feita por otimização junto com os parâmetros dos kernels e os coeficientes
da combinação linear entre eles. Para isso é empregado o algoritmo Infestação por
Ervas Daninhas (Invasive Weed Optimization, IWO). Esse novo método consegue
separar hierarquicamente as classes com melhor separabilidade segundo um classi-
ficador SVM multikernel otimizado para cada classificação binária. Os resultados
foram comparados com o método SVM com kernel gaussiano e SVM com kernel po-
linomial. Os resultados demonstraram que o método HSMI ao particionar as classes
de forma embutida permite a fusão de classes confusas identificadas no processo de
classificação.

Palavras-chave: Máquinas de Vetores de Suporte. Combinação de Classificadores.
Classificação Binária. Sensoriamento Remoto. Reconhecimento de Padrões.
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HSMI: HIERARCHICAL CLASSIFICATION METHOD BASED ON
MULTI-KERNEL SVM WITH META-HEURISTIC OPTIMIZATION

ABSTRACT

This work proposes the classifier method HSMI (Hierarchical support vector machine
with multiple kernels optimized by Invasive weed optimization) based on support
vector machine (SVM) that uses multiple kernels and assigns the labels to classes
in a hierarchical way. A binary tree is automatically created by the proposed algo-
rithm and each node performs the classification between two partitions of the set of
pre-sorted classes by the upper node. The classification is performed by the SVM
classifier with multiple kernels combined taking advantage of the different charac-
teristics of each kernel. The choice of the classes that make up each partition at
each node is done by optimization along with the parameters of the kernels and the
coefficients of the linear combination between them. For this the Invasive Weed Op-
timization algorithm (IWO) is used. This new method can separate hierarchically
classes with better separability according to a multi-kernel SVM classifier optimized
for each binary classification. The results were compared with the SVM method
with Gaussian kernel and SVM with polynomial kernel. The results showed that
the HSMI method in partitioning the classes of embedded form allows the fusion of
confused classes identified in the classification process.

Keywords: Support Vector Machine. Ensembles. Binary Classification. Remote
sensing. Pattern Recognition.
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1 Introdução

Para monitorar o crescimento urbano, observar o desmatamento e planejar área de
cultivo faz-se necessário o monitoramento e observação do uso e cobertura da Terra.
Devido ao vasto território a ser trabalhado, não é viável para os especialistas visita-
rem8 todos os lugares para recolhimento das amostras de áreas de interesse. Com o
avanço das tecnologias de satélite nos últimos cinquenta anos, grandes áreas de terra
podem ser verificadas pelos sensores ópticos e de radar. No entanto, estes produzem
grande quantidade de informações que são impossíveis de ser analisadas manual-
mente. Sensoriamento remoto como uma área de conhecimento pode ser aplicado
para realizar essa tarefa (COLWELL, 1997). Algoritmos computacionais são desen-
volvidos para processar esta grande quantidade de dados e extrair novas informações
sobre o uso e a cobertura da Terra.

Classificação de imagens em Sensoriamento Remoto é a extração de dados de áreas
da superfície terrestre que tem por intuito reconhecer padrões homogêneos dentro
da imagem. Classificação supervisionada é uma atividade preditiva, que consiste na
generalização de registros a partir de respostas conhecidas utilizadas para classificar
novos exemplos. A partir de um conjunto de treinamento constrói-se um modelo
para cada classe baseado nas características dos dados. As atividades preditivas
podem ser de classificação ou regressão (THEODORIDIS; KOUTROUMBAS, 2009). A
classificação ainda pode ser do tipo não supervisionada, que consiste de atividades
descritivas, sem conhecimento a priori do rótulo da classe como regras de associação,
clusterização e sumarização (THEODORIDIS; KOUTROUMBAS, 2009).

Diante da importância e necessidade de se obter resultados cada vez mais precisos,
diferentes métodos de classificação de imagens e variações de métodos já existentes
são constantemente desenvolvidos. De modo geral, os métodos de classificação de
imagens possuem características básicas, as quais permitem subdividi-los em pon-
tual, que efetua a avaliação somente do pixel, contextual, que avalia o pixel e sua
vizinhança, ou por regiões, que usa toda a informação de um segmento ou objeto da
imagem.

Normalmente, especialistas visitam áreas que representam cada classe e definem
essas áreas na imagem como dados rotulados. Em seguida, classificadores supervisi-
onados usam esses dados rotulados para treinar um algoritmo para reconhecer cada
classe. Finalmente, todos os conjuntos de informações são processados e cada padrão
é previsto para uma das classes de entrada. Dentre os classificadores supervisionados
mais utilizados na literatura, tem-se: Máquinas de Vetores Suporte - Support Vec-
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tor Machine (SVM), K-Vizinhos mais próximos (KNN), Máxima Verossimilhança
(MAXVER), Redes Neurais Artificiais (RNA) (KOVÁCS, 2002) e Indução de Ár-
vores de Decisão (IAD) (QUINLAN, 1986). Dentre estes, o SVM tem se destacado
na classificação pontual, por (SMOLA, 2000): algoritmo de arquitetura simples, boa
capacidade de generalização, convexidade da função objetivo, teoria bem definida
baseada na Teoria de Aprendizado Estatístico (TAE).

De modo geral, os procedimentos tradicionais de classificação utilizam o conceito
de classificação competitiva. Primeiro é selecionado um conjunto de classificadores
supervisionados disponíveis. As imagens são classificadas utilizando o conjunto de
treinamento. Posteriormente, calculam-se métricas de avaliação sobre o conjunto
de validação. Por fim, o classificador que produziu os melhores resultados dentre as
métricas avaliadas é escolhido para estender a análise a novas amostras (PARREIRA et

al., 2015). O uso deste procedimento deve-se ao fato de que diferentes classificadores
supervisionados geralmente produzem resultados com diferentes acurácias para um
mesmo conjunto de dados de entrada. O problema em usar classificação competitiva
é que optando por apenas um classificador pode-se gerar perda de informação para
uma determinada classe, já que classificadores geram erros amostrais diferentes para
cada classe (PARREIRA et al., 2015).

Na última década vem sendo proposto o uso de combinação de classificadores, que
combina as decisões de vários classificadores em apenas um único classificador.
Este tipo de classificador resultante é denominado ensemble (LEBLANC; TIBSHIRANI,
1996; BREIMAN, 2000). Para a construção de ensembles é possível manipular tanto
classificadores homogêneos quanto heterogêneos. Utilizar classificadores homogêneos
significa usar o mesmo tipo de classificador, ou seja, a mesma técnica de classificação.
A combinação neste caso é em nível de dados e características. No nível de dados,
pode-se combinar as amostras, enquanto no nível de características pode-se utilizar
técnicas de seleção ou extração de atributos. Por sua vez, os classificadores hetero-
gêneos utilizam algoritmos diferentes, mantendo fixos os dados e as características,
variando o nível de combinação ou o nível do classificador (KUNCHEVA, 2004).

Otimizar é a tentativa de encontrar a melhor solução a partir de várias soluções exis-
tentes, sem a identificação de um algoritmo eficiente que encontre a solução exata
em tempo polinomial. Por este motivo é considerada como um problema da classe
NP-Difícil (ZIVIANI, 2005). Problemas de otimização tem por finalidade encontrar
a solução - conjunto de valores para as variáveis do problema - que forneça o valor
máximo, ou mínimo, de uma função objetivo (NETO; BECCENERI, 2009). Algoritmos
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exponenciais com técnicas de tentativa e erro, algoritmos de aproximação e heurísti-
cas são técnicas e conhecimentos para buscar a melhor solução de um determinado
problema de otimização.

Meta-heurística é um método que resolve problemas de otimização de forma gené-
rica através da aproximação progressiva de um dado problema. É uma das técnicas
mais utilizadas atualmente e está dentre as mais completas em nível de busca de
solução. Por explorar de maneira abrangente o espaço de busca e por utilizar algo-
ritmos aproximativos para evitar o confinamento da busca em mínimos ou máximos
locais é considerada como de alta eficiência na descoberta de soluções (NETO; BEC-

CENERI, 2009) em relação às outras técnicas. Muitos trabalhos utilizam algoritmos
de otimização inteligentes, dentre os quais se destacam os bio-inspirados (algoritmos
baseados em simulações de ações da natureza) como Algoritmos Genéticos, Colônia
de Formigas e Colisão de Partículas.

Um dos mais recentes algoritmos de otimização bio-inspirados é denominado Infesta-
ção de Ervas Daninhas - Invasive Weed Optimization (IWO) (MEHRABIAN; LUCAS,
2006). Este algoritmo baseia-se na capacidade da infestação dessas ervas, conhe-
cidas como plantas invasoras devido à sua alta capacidade de reprodução. Estudos
demonstraram que, mesmo depois de 50 anos de existência de herbicidas, essas ervas
continuam se multiplicando em um mesmo campo de análise, gerando espécies mais
resistentes aos herbicidas. Isso se deve ao fato destas ervas possuírem capacidade
de crescimento rápido, eficiência no uso da água, alta adaptação climática, curto
intervalo entre floração e germinação, estruturas para dispersão que germinam em
quase todos os substratos úmidos sem uma fertilização específica, alta dormência,
alta longevidade e alta produção contínua (MEHRABIAN; LUCAS, 2006).

Nesta tese foi aplicada uma meta-heurística baseada no algoritmo bio-inspirado In-
festação de Ervas Daninhas (MEHRABIAN; LUCAS, 2006) para otimização dos parâ-
metros dos múltiplos-kernels utilizados no SVM, em uma combinação de classifica-
dores hierárquica.

1.1 Problema

Dado um conjunto de N amostras rotuladas {(xi, yi)}Ni=1 em que xi é um vetor de
atributos de dimensão D e yi ∈ {−1, 1} é o rótulo da classe daquela amostra, a
classificação é feita por uma função f(x) : RD → R onde a amostra é classificada
como y = −1 se f(x) < 0 ou y = 1 se f(x) ≥ 0. Classificar uma amostra significa
predizer sua classe com base em uma função previamente treinada f(x) usando um
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conjunto rotulado ou parte dele. Usualmente, o conjunto rotulado é dividido entre
conjunto de treinamento e teste. O primeiro é usado para treinar f enquanto o
segundo é usado para medir a acurácia da classificação.

Em (PARREIRA et al., 2015) foram realizados vários experimentos de classificações
um-contra-um para explorar e melhorar a acurácia de classificação. Foi utilizada
uma imagem LANDSAT/TM 5 (30 m) adquirida em 2009. A cena faz parte da
Mesorregião do Baixo Amazonas. As classes de entradas foram combinadas em pares.
Dois classificadores foram escolhidos para os experimentos: SVM e MAXVER. Cada
par de classe foi avaliado por ambos os classificadores, que atribuíram cada amostra
para uma classe do par. Ao final, foram usadas várias técnicas para unir os resultados.

Parreira et al. (2015) define um problema multiclasse X = {xi, ω}Ni=1 comM classes
em que ωi ∈ Ω = {ω1, ..., ωM} e supõe uma amostra rotulada {x1, ω1} com atributos
próximos à distribuição ω2. Isso conduz o classificador a errar a classificação, atri-
buindo à amostra x1 a classe ω2 ao invés de ω1. Mas como o classificador poderia
fazer a escolha correta pela classe ω1 baseado nas informações da amostra? A hipó-
tese em (PARREIRA et al., 2015) foi que a combinação dos resultados dos diferentes
classificadores para todos os pares de classes poderia corrigir o erro de classificação
ocorrido na classificação de um dos pares de classes. Entretanto os experimentos pro-
varam que isto não acontece e de fato o par de classe que produz resultado errôneo
é o responsável pela falha na classificação da amostra.

Apesar de o SVM ser na sua essência um classificador um-contra-um, foram criados
métodos para resolver SVM multi-classe. A maioria deles tentam combinar vários
resultados de SVM binários um-contra-um ou um-contra-todos. Alguns pesquisa-
dores tentaram outras soluções, como modificar os algoritmos SVM para resolver
problemas multi-classe em uma única etapa de otimização (WESTON et al., 1999).
No entanto, os resultados não mostraram melhora estatística. Eles mostram uma
redução de vetores de suporte e, portanto, o tempo de computação.

Conclui-se que para melhorar a precisão da classificação é necessário novas informa-
ções a partir da amostra. Existem diversas maneiras de extrair novas informações a
partir de uma amostra de pixel de imagens. Pode-se usar informações de contexto de
pixel (MATERKA et al., 1998; HARALICK, 1979; HARALICK et al., 1973; COGO, 1994)
ou mapear os atributos do pixel para um novo espaço dimensional. A segunda solu-
ção pode ser realizada através do desenvolvimento de funções kernel (VAPNIK, 1999).
Classificadores baseados em funções kernel são usados em diversas áreas, tais como
bio-informática (SCHÖLKOPF et al., 2004; DING; DUBCHAK, 2001; ZIEN; ONG, 2007;

4



NAHAR et al., 2007; DAMOULAS; GIROLAMI, 2008), diagnóstico de falha de circuitos
analógicos (CAI et al., 2013), classificação de texto (LODHI et al., 2002), reconheci-
mento de face (SENECHAL et al., 2011; LU et al., 2003) e imagens de sensoriamento
remoto (LU; WENG, 2007; NEGRI et al., 2014).

SVM é um classificador baseado em funções kernel, amplamente utilizado em senso-
riamento remoto. É inicialmente um classificador binário que otimiza um hiperplano
entre duas classes de amostras, a fim de maximizar a margem de separação entre
elas. Sempre que as classes não são linearmente separáveis, diferentes funções kernel
podem transformar o espaço de características em uma dimensão mais elevada, onde
as classes podem ser separáveis de forma linear(MULLER et al., 2001).

Parâmetros da função kernel e do SVM têm impacto sobre o resultado da classifica-
ção. Sua definição pode ser feita por qualquer método de otimização, com destaque
para a utilização de abordagens de meta-heurísticas como Simulated Annealing (SA)
(LIN et al., 2008), Ant Colony Optimization (ACO), Particle Swarm Optimization
(PSO) (OMKAR et al., 2007) e Algoritmo Genético (HOWLEY; MADDEN, 2005; HU-

ANG; WANG, 2006). Outros artigos desenvolvem métodos para escolher uma função
kernel que melhor se enquadra em cada problema (ALI; SMITH-MILES, 2006; AYAT et

al., 2005). O uso de múltiplos kernels combinados são tratados em (GÖNEN; ALPAY-

DIN, 2011; ZIEN; ONG, 2007; ZHUANG et al., 2011; VARMA; BABU, 2009; BACH et al.,
2004; DAMOULAS; GIROLAMI, 2008).

1.2 Objetivos

1.2.1 Objetivo Geral

O objetivo desta tese é propor um método de classificação estruturado hierarquica-
mente com Máquinas de Vetores de Suporte (SVM) implementados com múltiplos
kernels - Multiple Kernel Learning (MKL) e otimizados pelo algoritmo bio-inspirado
Infestação de Ervas Daninhas (IWO), denominado HSMI (Hierarchical support vec-
tor machine with Multiple kernels optimized by Invasive weed optimization). O mé-
todo classificador é composto por um ou mais estágios, os quais são dispostos em
arranjos mais complexos de diferentes classificadores individuais de forma a se ajus-
tar à natureza dos dados de entrada. A utilização de um único classificador permite
usualmente treinar apenas um tipo de característica do dado de entrada. Aplicar
combinação de classificadores permitirá que cada classificador trate um tipo de ca-
racterística. Ao final os resultados são combinados, melhorando a discriminabilidade
e evitando perda de informação de classes.
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1.2.2 Objetivos Específicos

Visando atingir o objetivo geral, podem ser relacionados os seguintes objetivos es-
pecíficos:

• Implementar e analisar o comportamento das classificações por pares de
classes.

• Aplicar e analisar classificação competitiva e cooperativa.

• Desenvolver método de classificação binária com otimização de parâmetros
do classificador.

• Desenvolver modelo hierárquico para combinação dos classificadores biná-
rios.

• Desenvolver método de otimização IWO para as funções multikernels.

• Construir arquitetura paralela para manipulação das Ervas Daninhas.

1.3 Organização da Tese

Esta tese está dividida em cinco capítulos. Uma breve descrição do conteúdo de cada
capítulo é apresentada a seguir:

• Capítulo 2 - Base Teórica: faz uma revisão sucinta de alguns conceitos
utilizados no desenvolvimento deste trabalho.

• Capítulo 3 - Apresenta a metodologia proposta, bem como a formalização
dos algoritmos desenvolvidos e implementação realizada.

• Capítulo 4 - Experimentos e Resultados: descreve os cenários, dados e
testes realizados, e resultados encontrados.

• Capítulo 5 - Considerações Finais: apresenta um resumo dos resultados ob-
tidos, trabalhos relacionados, principais contribuições e limitações, e pers-
pectivas futuras deste trabalho.
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2 Métodos de Classificação

2.1 Combinação de Classificadores

Ensemble é a combinação das decisões de vários classificadores, identificados na Fi-
gura 2.1 por D1, D2, · · · , DL, sendo L o número de classificadores utilizados, em
apenas um único resultado (LEBLANC; TIBSHIRANI, 1996; BREIMAN, 2000). Para
a construção dos ensembles é possível manipular tanto classificadores homogêneos
quanto heterogêneos. Utilizar classificadores homogêneos significa usar o mesmo tipo
de classificador, ou seja, a mesma técnica de classificação para D1, D2, · · · , DL. Em
geral, nestes casos, a combinação é a nível de dados e características. Ao nível de
dados pode-se combinar as amostras, como Bagging (BREIMAN, 1996) e Boosting
(FREUND et al., 1996; SCHAPIRE, 1990). Já para combinar características há as técni-
cas de seleção de atributos (PANTALEÃO, 2012) ou extração de atributos (HARALICK

et al., 1973). Por sua vez, os classificadores heterogêneos utilizam técnicas diferen-
tes, mantendo fixos os dados e as características, variando o nível de combinação
ou o nível de classificador (KUNCHEVA, 2004). A Figura 2.1 apresenta os diferentes
níveis do processo de classificação em que se pode combinar estratégias para constru-
ção de ensembles, onde X(1), X(2), X(L) são sub-espaços de atributos tratados pelos
classificadores correspondentes.

Figura 2.1 - Abordagens para a construção de ensembles em combinação de classificadores.

Fonte: Kuncheva (2004).

Existem três razões pelas quais é possível construir bons ensembles, são elas: esta-
tística, computacional e representacional (KUNCHEVA, 2004) (Figura 2.2). Suponha
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que temos um conjunto de dados H rotulado e diversas hipóteses (h1, h2, h3 e h4)
com um bom desempenho em H. Um algoritmo de aprendizado faz uma busca no
espaço de hipóteses para escolher a melhor precisão. Se o conjunto de treinamento é
muito pequeno se comparado ao espaço de hipóteses, sem uma quantidade suficiente
de dados, o algoritmo pode escolher diferentes hipóteses com a mesma acurácia no
conjunto de treinamento, tem-se um problema estatístico. Mesmo que os classifica-
dores tenham o mesmo desempenho sobre o conjunto de treinamento, eles podem
ter diferentes desempenhos na generalização. A Figura 2.2.a mostra uma razão es-
tatística. A curva externa representa o conjunto H; a curva interna um conjunto
de hipóteses com boa precisão no conjunto de treinamento; e o ponto f a hipótese
verdadeira.

Figura 2.2 - Três razões para construir bons ensembles.

Fonte: Dietterich (2000).

A razão computacional está no fato de que, mesmo existindo um conjunto de trei-
namento suficiente, pode ser difícil o algoritmo de aprendizado encontrar a melhor
hipótese, já que algoritmos de treinamento executam alguma estratégia de busca
aleatória que podem levar a diferentes ótimos locais (Figura 2.2.b).

Para o caso representacional, imagine que a hipótese f não pode ser representada por
nenhuma das hipóteses do espaço H (Figura 2.2.c). Por exemplo, um classificador
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ótimo para dados não-lineares será também não-linear. Caso o espaço dos classifica-
dores possíveis seja restrito a somente classificadores lineares, o classificador ótimo
não pertencerá a este espaço. Entretanto, um conjunto (ensemble) de classificadores
lineares pode aproximar qualquer fronteira de decisão com alguma precisão.

Para (KUNCHEVA, 2004) existem duas principais estratégias em combinação de clas-
sificadores: Fusão e Seleção, que na literatura apresentam os sinônimos: classificação
cooperativa versus competitiva, abordagem por conjunto versus módulo e topologia
múltipla versus híbrida, respectivamente. A fusão assume que cada classificador do
ensemble tem conhecimento sobre todo o espaço de características e combina previ-
sões de múltiplos classificadores para produzir a predição de uma única classe (WEBB

et al., 2011). A classificação resulta da opinião coletiva. Seleção é um classificador
de escolha dinâmica, assume que cada classificador ensemble é especialista em uma
região do espaço de características (WEBB et al., 2011). Seleção demonstra ser uma
arquitetura híbrida, ou seja, existe a escolha de um classificador para rotular uma
determinada entrada de dados (KUNCHEVA, 2004).

2.2 Esquemas de Combinação

Segundo Webb et al. (2011) os esquemas de combinação podem ser classificados a
partir da análise de seus aspectos: espaço de características, nível, grau de formação,
forma, estrutura e otimização.

2.2.1 Espaço de Características

São apresentadas duas abordagens sobre o espaço de características. A primeira
delas (C1) tem por objetivo analisar diferentes espaços de características utilizando
para cada espaço um determinado classificador. Esta abordagem é mostrada na
Figura 2.3, em que cada espaço de característica (S1, S2, ..., SL) é associado a um
classificador (Cl1, Cl2, ..., ClL) para o qual é estimada a probabilidade a posteriori da
classe associada p(c|xi) pelo espaço de característica Si. O elemento Com representa
a regra de combinação.

A segunda abordagem (C2) refere-se ao uso do mesmo espaço de característica por
um conjunto de classificadores. O combinador COM obterá o melhor classificador
através da combinação das saídas de cada classificador (Figura 2.4).
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Figura 2.3 - C1. Arquitetura de classificação - combinação cooperativa com divisão do
espaço de características.

Fonte: Webb et al. (2011).

Figura 2.4 - C2. Arquitetura de classificação - combinação cooperativa a partir do mesmo
espaço de características.

Fonte: Webb et al. (2011).
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2.2.2 Nível

A combinação de classificadores pode ser feita pela combinação das suas saídas em
diferentes níveis. A nível de dados, todos os atributos são tratados por um classi-
ficador que toma a decisão da classe. Isso é conhecido na literatura como sistema
centralizado. A nível de características, vários classificadores executam uma trans-
formação do espaço de características para um novo espaço de menor dimensão.
Entretanto, eles não atribuem uma classe para a amostra. Isso é feito por um com-
binador que recebe os espaços transformados de todos os classificadores para então
tomar a decisão final.

Esquemas de combinação a nível de decisão possuem vários classificadores no pri-
meiro estágio, que atribuem uma classe para cada amostra de entrada. Um combi-
nador, em um segundo estágio, utiliza um dentre diversos métodos para decidir a
classe da amostra a partir das classes atribuídas pelos classificadores do primeiro
estágio. Os métodos de combinação podem ser histogramas, árvores com pesos ou
redes bayesianas, dentre outros.

Kuncheva (2004) acrescenta outros métodos para combinar os resultados do primeiro
estágio no esquema a nível de decisão. Nível abstrato: cada classificador possui a
informação do rótulo da classe associada ao padrão; rank: lista ordenada, em que
o topo representa a classe mais provável; e medidas: uma medida/informação dada
por um especialista a fim de gerar um grau de confiança da classificação - mapa de
confiança.

2.2.3 Grau de Treinamento

Combinadores não treináveis ou fixos são aqueles que não necessitam de um passo
de treinamento ou ajuste. São representados pelos métodos de votação pela maioria,
máximo, soma, soma ponderada, produto e produto ponderado. Já combinadores
treináveis passam por uma etapa de treinamento para a construção de templates ou
definição dos valores de seus parâmetros.

Para tratar as seções subsequentes, considera-se um vetor d-dimensional de carac-
terísticas x, em que existem c classes possíveis rotuladas ω1, ω2, ..., ωc. Assume-se
um conjunto de k classificadores Cl1, Cl2, ..., Clk onde cada classificador Cli pro-
duz [PCli(ω1|x), PCli(ω2|x), ..., PCli(ωc|x)] na saída, em que PCli(ωj|x), representa a
hipótese de que o vetor x seja da classe ωj.
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2.2.3.1 Combinadores Não Treináveis

A Regra da Votação da Maioria é uma regra de decisão simples em que somente
os rótulos atribuídos pelo classificador são considerados e aquele que obtiver mais
votos é o vencedor. A classe ω̂ é atribuída pela avaliação da expressão 2.1, em que i
indica o índice do classificador e PCli indica o nível de confiança fornecido na saída do
classificador Cli. A função max count retorna a classe que obteve maior frequência
no argumento, já a função arg max retorna a classe ω dentre as classes de entrada
do problema Ω correspondente ao maior argumento.

ω̂ = max count
i=1,...,k

[
arg max
ω ∈Ω

[PCli (ω|x)]
]

(2.1)

O método de votação pode ser dividido em dois tipos: os que alteram a distribuição
do conjunto de treinamento baseado nos resultados da iteração prévia, como o al-
goritmo boosting (AdaBoost), ao qual pode ser atribuído pesos; e os que combinam
classificadores treinados no mesmo conjunto, como o algoritmo bagging (bootstrap
aggregating), que geram conjuntos de treino aleatoriamente, podendo produzir clas-
sificadores paralelos.

A Regra do Máximo é também uma regra de decisão simples, em que a classe com
o nível de confiança máximo é vencedora, independente do classificador (Definido
por: 2.2).

ω̂ = arg max
i=1,...,k, ω ∈Ω

[PCli(ω|x)] (2.2)

A Regra da Soma é baseada no somatório dos níveis de confiança fornecidos pelos
classificadores. Os níveis de confiança são somados para cada classe. A classe cuja
soma resultante for máxima é atribuída a amostra x (Definido por: 2.3).

ω̂ = arg max
ω ∈Ω

[
k∑
i=1

PCli(ω|x)
]

(2.3)

A Regra da Soma Ponderada é a soma ponderada na saída dos classificadores.
Dá-se maior peso aos classificadores mais competentes. O nível de confiança de cada
classificador é multiplicado por um peso wi, e os pesos são específicos para cada
classificador (Definido por: 2.4).
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ω̂ = arg max
ω ∈Ω

[
k∑
i=1

wi PCli(ω|x)
]

(2.4)

ARegra do Produto é baseada na multiplicação dos níveis de confiança fornecidos
pelos classificadores. Os níveis de confiança são multiplicados para cada classe, e a
classe que o produto resultante for máxima ganha a rotulação (Definido por: 2.5).

ω̂ = arg max
ω ∈Ω

[
k∏
i=1

PCli(ω|x)
]

(2.5)

A Regra do Produto Ponderado é definida pela multiplicação dos níveis de
confiança dos classificadores. O nível de confiança de cada classificador é elevado a
um coeficiente wi, correspondente ao classificador (Definido por: 2.6).

ω̂ = arg max
ω ∈Ω

[
k∏
i=1

[PCli(ω|x)]wi

]
(2.6)

2.2.3.2 Combinador Treinável

Combinador treinável foi proposto por (KUNCHEVA, 2004) para combinação de clas-
sificadores com saídas contínuas. Utiliza-se de um perfil de decisão mais comum para
cada classe ωj , denominado DTj (Equação 2.7), que será a média de todos os perfis
de decisão DP (Rk) calculado em uma etapa de treinamento.

DTj = 1
Nj

∑
CTk ∈ωj
CTk ∈ CT

DP (Rk) (2.7)

onde Rk é um registro pertencente a ωj do conjunto de treinamento CT e DP (x)
(Equação 2.8) é uma matriz representada pelas saídas (grau de confiança) para cada
c classes de nCl classificadores individuais Cli de um dado padrão de entrada x. E
rj é o número de registros de ωj em CT.
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DP (x) =



d1,1(x) · · · d1,j(x) · · · d1,c(x)
... ... ...

di,l(x) · · · d1,j(x) · · · d1,c(x)
... ... ...

dnCl,1(x) · · · dnCl,j(x) · · · dnCl,c(x)


(2.8)

Um valor de similaridade µj(x), que pode ser a distância euclidiana, será calculado
entre o perfil de decisão DP (x) do padrão a ser classificado e do DTj. Por fim, x
será associado à classe que fornecer o maior valor de µj(x) (Equação 2.9 e Equação
2.10).

µj(x) = S(DP (x), DTj), j = 1..c (2.9)

S(DP (x), DTj) = 1− 1
nCl × c

nCl∑
i=1

nCl∑
k=1

[DTj(i, k)− di,k(x)]2 (2.10)

2.2.4 Forma

A forma diz respeito ao tipo dos classificadores utilizados. Forma comum indica que
todos os classificadores do conjunto são do mesmo tipo, isto é, ou são todos redes
neurais, ou todos árvores de decisão, ou todos de um outro tipo. Essa combinação
de forma comum também é conhecida como combinação homogênea de classificado-
res. Essa forma é escolhida para se obter interoperabilidade, implementabilidade e
adaptabilidade.

Quando diferentes tipos de classificadores são utilizados, o esquema é caracterizado
como de forma dissimilar. Podem ser combinados algoritmos como redes neurais,
vizinhos mais próximos, árvores de decisão, dentre outros. Esta forma também pode
ser classificada como combinação heterogênea.

2.2.5 Estrutura

A estrutura paralela define que os resultados dos classificadores que compõe a com-
binação são repassados para o combinador de classificadores, que por sua vez gera
a decisão final. O modo serial depende dos resultados que são gerados pelos classifi-
cadores em uma etapa anterior. As saídas são sequenciais, tendo uma análise prévia
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sobre as classes. Na estrutura hierárquica, os classificadores são combinados numa
hierarquia de uma maneira semelhante à classificadores de árvore de decisão.

2.2.6 Otimização

É importante que se tenha uma maneira de escolher e otimizar a combinação de
um conjunto fixo de classificadores base, que terá como entrada a resposta de vários
classificadores e apenas uma decisão final como saída.

A otimização pode ser feita apenas no combinador final, ou para todos os classi-
ficadores constituintes, buscando em ambos os casos maximizar a performance do
processo de classificação. Esse processo de otimização deve tratar com grande nú-
mero de parâmetros e de problemas não lineares. Para essa perspectiva, pode-se
destacar o uso de metas-heurísticas.

Meta-heurística é uma das técnicas mais utilizadas atualmente e está dentre as mais
completas em nível de busca de solução. Por explorar de maneira abrangente o
espaço de busca e por utilizar algoritmos aproximativos para evitar o confinamento
da busca em mínimos ou máximos locais é considerada como de alta eficiência na
descoberta de soluções (NETO; BECCENERI, 2009) em relação às outras técnicas.

Vários são os algoritmos de meta-heurística: Algoritmos Genéticos, Recozimento
Simulado, Colônia de Formigas, Colisão de Partícula, Infestação de Ervas Dani-
nhas (IWO), dentre outros. Nesta sub-seção será abordado o método IWO, meta-
heurística de otimização utilizada na metodologia de combinação de classificadores
deste trabalho.

2.2.6.1 Método de Otimização por Meta-Heurística: Infestação de Ervas
Daninhas (IWO)

Para se entender o algoritmo de ervas daninhas IWO (MEHRABIAN; LUCAS, 2006),
são definidas algumas inter-relações entre o problema a ser otimizado e o processo
natural de infestação de ervas daninhas. Por erva daninha entende-se uma solução
do problema. A posição da erva daninha na sua colônia é definida pelo vetor de
variáveis do problema. A aptidão de uma erva daninha, descrita na sequência do
trabalho, é equivalente ao valor da função dada em que a erva daninha encontra-se
em uma posição na colônia. A aptidão representa um conjunto de valores para as
variáveis do problema. A metodologia de infestação aplicada pode ser visualizada
na Figura 2.5.
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Figura 2.5 - Metodologia desenvolvida.

Primeiramente é configurado um conjunto de parâmetros que regem o processo de
evolução do algoritmo. O processo é iniciado com a criação da primeira geração de
ervas daninhas. A partir daí é realizado um ciclo de iterações para representar a
evolução da colônia. Cada iteração realiza a reprodução das ervas daninhas gerando
as sementes novas, que em seguida são dispersadas e se tornam parte da população.
A exclusão de ervas daninhas elimina as menos aptas dentre toda população man-
tendo a quantidade de indivíduos limitada conforme os parâmetros iniciais. O ciclo
é repetido até alcançar o número de iterações definido nos parâmetros. Ao final, com
a quantidade máxima de iterações alcançada, espera-se encontrar a solução ótima
global através da erva com melhor aptidão. A seguir são detalhadas cada uma das
etapas do algoritmo.

Inicialização de Parâmetros

A escolha dos parâmetros de inicialização é fundamental para que se encontre uma
convergência para a solução ótima global. Esses parâmetros são:

• Popinitial = População inicial;

• Popmax = População máxima;

• itermax = Número máximo de iterações;

• Dproblema = Dimensão do problema;

• nsmax = Número máximo de sementes que uma erva daninha pode gerar
em uma reprodução;
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• nsmin = Número mínimo de sementes que uma erva daninha pode gerar
em uma reprodução;

• mod = Módulo de não linearidade para cálculo da variância;

• σfinal = Desvio padrão final;

• σinicial = Desvio padrão inicial;

• A[][] = Área para dispersão da população inicial, onde [dimensão][0=limite
mínimo; 1 =limite máximo].

Os parâmetros auxiliares são informações geradas durante a execução do algoritmo
e são apresentados a seguir.

• Fmin = Maior aptidão encontrada na população;

• Fmax = Menor aptidão encontrada na população;

• Fweed = Aptidão de uma erva daninha;

• iter = Iteração corrente;

• nsi = Número de sementes para reprodução de uma erva daninha i;

• σiter = Variância aplicada em uma dada iteração.

Reprodução

A reprodução ocorre no momento que cada erva daninha deve replicar e gerar novas
sementes. Calcula-se, através da equação da reta, inscrita no retângulo da Figura
2.6, o número de sementes a ser gerado em cada reprodução por cada erva daninha,
dada sua aptidão em relação às aptidões máxima e mínima na população naquela
iteração (Equação 2.11) (MEHRABIAN; LUCAS, 2006). Destaca-se que nesse momento
as sementes ainda não possuem posição na colônia.

nsi =
(
Fweed − Fmin
Fmax − Fmin

)
(nsmax − nsmin) + nsmin (2.11)
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Figura 2.6 - Procedimento de produção de sementes em uma colônia.

Fonte: Mehrabian e Lucas (2006).

Dispersão

A dispersão é baseada no cálculo do desvio padrão σiter de uma determinada iteração
que dependerá de itermax, índice de modulação não linear mod, desvio padrão inicial
σinicial e desvio padrão final σfinal (Equação 2.12) (MEHRABIAN; LUCAS, 2006). Após
calcular o desvio padrão de uma iteração i, é necessário gerar um vetor de valores
randômicos de uma distribuição normal centrada na posição xi,0 da erva daninha
pai. Cada um desses é o valor de uma variável do vetor de solução conforme Equação
2.13, onde rnd é um valor aleatório entre 0 e 1 que é aplicado à equação para gerar
o valor de xi de forma a seguir uma distribuição normal.

σiter = (itermax − iter)mod
(itermax)mod

(σinicial − σfinal) + σfinal (2.12)

xi = xi,0 ± σiter
√
−2ln(rnd) (2.13)

Exclusão Competitiva

O parâmetro de população máximo definido inicialmente é determinante para a con-
tinuidade de novas gerações. Após as novas ervas daninhas estarem distribuídas na
colônia, elas são incorporadas à população total, o que pode tornar o número de indi-
víduos da população superior ao parâmetro Popmax. Se ocorrer essa superpopulação,
a exclusão das ervas com menor aptidão é realizada até que se mantenha o limite
de população Popmax. Com isto, apenas os sobreviventes poderão se reproduzir nas
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próximas iterações.

2.3 Classificador por Indução de Árvore de Decisão (IAD)

O classificador por Indução de Árvore de Decisão (IAD) é um classificador supervi-
sionado não-linear, não-paramétrico, com método de seleção de atributos embutido
(embutido), onde a seleção faz parte do aprendizado. Uma árvore de decisão repre-
senta uma tabela de decisão ou conjunto de regras na forma de relação IF-THEN,
em que cada nó folha (nó de decisão) é o resultado de uma regra, representado por
uma classe (QUINLAN, 1993). As Árvores de Decisão (ADs) utilizam a estratégia
dividir-para-conquistar. Uma das vantagens de sua utilização é que não assumem
nenhuma distribuição particular para os dados e os atributos em questão podem ser
quantitativos, categóricos ou ausentes.

2.3.1 Representações dos Nós de Decisão

Na maioria dos casos, para um melhor aproveitamento da técnica de classificação
a ser utilizada é necessário transformar os dados. As transformações mais comu-
mente utilizadas são: normalização, agregação, codificação numérico-categórica e
codificação-numérica, construção de atributos e correlação de prevalência (SOARES,
2007).

A forma de representação dos nós pode influenciar de maneira decisiva no desem-
penho das árvores de decisão induzidas. Dependendo do tipo de atributo, existem
diferentes tipos de representação dos nós para o particionamento dos dados. A seguir,
são apresentadas algumas formas de representação considerando atributos quanti-
tativos, categóricos e ausentes.

Atributos Quantitativos - a estratégia empregada é realização de testes através de
um ponto de referência na distribuição dos valores. Para isso, devem-se ordenar todos
os valores do atributo em questão. Posteriormente, é escolhido o ponto de referência.
Utiliza-se então uma busca exaustiva para testar todas as partições possíveis geradas
de um ponto qualquer de referência para cisão. Qualquer ponto intermediário entre
dois valores diferentes e consecutivos dos valores observados no conjunto de treino
pode ser utilizado como possível ponto de referência. Geralmente utiliza-se o valor
médio entre dois valores diferentes e consecutivos.

Atributos Categóricos - os atributos contínuos podem ser discretizados e, se pos-
suírem poucos intervalos numéricos, podem ser tratados como categóricos. Algumas
abordagens de tratamento das categorias: gerar um ramo para cada categoria do
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atributo; gerar nós binários - Solução de Hunt (CLS) (HUNT et al., 1966); gerar par-
tição de atributos categóricos ordinais; gerar agrupamento de valores em dois ou
mais conjuntos.

Atributos com Valores Ausentes - algumas técnicas aplicadas para correção dos
valores ausentes são (HAN; KAMBER, 2006): exclusão de casos (ListWise Deletion);
preenchimento manual de valores; preenchimento com valores globais constantes;
preenchimento com medidas estatísticas; e preenchimento com métodos de Minera-
ção de Dados. Técnicas e métodos de tratamentos de valores ausentes podem ser
consultados em Parreira (2010).

2.3.2 Construção de uma Árvore de Decisão

O nó em uma AD é um nó teste em um atributo. Cada ramo representa um possível
valor para este atributo e cada nó folha é determinado por uma classe. Um percurso
da raiz da árvore até um nó folha é uma regra. A representação de uma árvore de
decisão pode ser visualizada na Figura 2.7. Vale ressaltar que uma AD representa a
disjunção de conjunções de restrições nos valores dos atributos, ou seja, cada ramo na
árvore é uma conjunção de condições, já as regras (conjunto de ramos) são disjuntas.

Figura 2.7 - (a) Exemplo de partição dos espaços de atributos (b) Exemplo de uma árvore
de decisão.

Fonte: Santos, R. D. C. (2011).

De acordo com (RUSSEL; NORVIG, 2004) qualquer função booleana pode ser escrita
como uma AD, o que poderia causar uma AD exponencialmente grande. Por exem-
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plo, sobre um conjunto de dados binários, uma função paridade que retorna 1 se
e somente se um número par de entradas é igual a 1; ou a função maioria, que
retorna 1 se mais da metade de suas entradas é igual a 1. Provavelmente para estes
casos a AD não seria uma boa representação. Importante observar que uma tabela
da verdade tem 2n linhas, por que para cada teste existem n atributos. Baseado
neste raciocínio, agrupar e classificar uma tabela de dados através do método da
força bruta, isto é, gerar uma tabela de decisão com todas as combinações possíveis
de todos os atributos em questão relacionados com suas classes, não é a melhor
opção para minimizar o esforço e os possíveis erros gerados na utilização de técnicas
que visam outras estratégias para classificação.

a)Indução de Árvores de Decisão (IAD)

Uma das maneiras mais simples de se pensar em construir uma AD é construir
uma árvore que possua um caminho da raiz até a folha para cada exemplo de uma
tabela que teste cada atributo. Na existência de exemplos ou descrições iguais, a
AD apresentará uma classificação correta. O problema desta maneira simples de
representação é que esta árvore irá memorizar as observações e, portanto, não es-
tará extraindo nenhum conhecimento a partir dos exemplos. Portanto, o objetivo
do método de classificação por AD não é só encontrar uma árvore que represente
todo o espaço de atributos/exemplos e sim adotar métodos de indução que classifi-
quem novos exemplos com menores árvores possíveis e que tenham maior poder de
generalização.

O Top-Down Induction of Decision Tree (TDIDT) é um algoritmo utilizado como
base para muitos algoritmos de indução de árvores de decisão, dentre eles os mais
conhecidos são ID3 (QUINLAN, 1986), C4.5 (QUINLAN, 1993) e CART (BREIMAN et

al., 1984). De forma geral, o algoritmo gera regras de decisão de uma AD através
de sucessivas divisões dos registros (R), levando em consideração os valores dos
atributos.

Considera-se que CT é um conjunto de treinamento, assumindo que as classes sejam
denotadas por C1, C2, ..., Ck, o algoritmo TDIDT é baseado nos seguintes passos
(REZENDE, 2003):

1. CT contém um ou mais registros, todos pertencentes à classe Cj. Assim,
a árvore de decisão para CT é um nó folha que identifica a classe Cj.

2. CT não contém registros. A árvore de decisão também é um nó folha, mas
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a classe associada deve ser determinada por uma informação adicional a
CT . Por exemplo, a classe mais frequente para o nó-pai desse nó pode ser
utilizada.

3. CT contém registros pertencentes a mais de uma classe. Assim, a pro-
posta é dividir CT em subconjuntos de registros que são ou tendem a ser
coleções de registros com classes únicas. Para isso, é necessário escolher
um atributo preditivo A. Cada indutor tem sua própria técnica para esco-
lher o atributo a ser utilizado no teste. Considera-se Q1, Q2, ..., Qn como
os possíveis resultados do teste. CT é então particionado em subconjun-
tos CT1, CT2, ..., CTn, onde CTi contém todos os registros de CT que têm
resultado Qi para o atributo A. A árvore de decisão para CT consiste de
um nó de decisão identificando o teste sobre o atributo A, e uma aresta
para cada possível resultado, ou seja, ‘a’ arestas. Uma ressalva: pode ser
considerado um subconjunto de atributos ao invés de apenas um atributo
A.

Os passos 1, 2 e 3 são aplicados recursivamente para cada subconjunto de exemplos
CTi. TDIDT é um algoritmo recursivo de busca exaustiva, que visa obter o atributo
mais eficiente ou mais importante e assim permita uma melhor divisão do conjunto
de registros em subconjuntos, de modo que todos os registros sejam classificados.

A maioria dos algoritmos de indução de árvores de decisão trabalha com funções de
divisão univariável, ou seja, cada nó interno da árvore é dividido de acordo com um
único atributo. Este tipo de árvore é denominado Árvore Comum de Classificação
Binária (Figura 2.8). Nesse caso, o algoritmo tenta encontrar o melhor atributo para
realizar essa divisão. A superfície de decisão é ortogonal ao eixo de um atributo,
ou seja, o hiperplano de decisão intercepta apenas um dos eixos coordenados. A
Equação 2.14 apresenta este modelo, onde xj é o valor de um dado atributo. O eixo
t intercepta o hiperplano em w0.

f(x|t, w0) = xj + w0 = 0 (2.14)

Outro tipo de partição é a Árvore de Decisão Oblíqua, Figura 2.9, que produz
hiperplanos não-ortogonais (BREIMAN et al., 1984; MURTHY et al., 1994). Esse modelo
é apresentado na Equação 2.15, onde nd é o nó de decisão, wnd é o vetor de pesos
do hiperplano (d-dimensional), wnd0 o valor limitante quando x está projetado sobre
wnd e T indica o vetor transposto (MEDEIROS et al., 2011).
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Figura 2.8 - Exemplo de uma Árvore Comum de Classificação Binária.

Fonte: Medeiros et al. (apud DUDA et al., 2001)

Figura 2.9 - Exemplo de uma Árvore de Decisão Oblíqua.

Fonte: Medeiros et al. (apud DUDA et al., 2001).
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fm(x|wnd, wnd0) = wT
ndx + wnd0 = 0 (2.15)

b) Determinação da Classe Associada à Folha

Quando se encontra um nó folha, durante a indução de uma árvore de decisão, é
necessário determinar qual classe deverá estar associada a ele. Essa determinação
pode estar associada à classe que minimiza a taxa de erro da classificação ou à classe
que minimiza os custos da classificação (GARCIA, 2003).

Atribuição da Classe mais Provável

A atribuição da classe mais provável à folha refere-se à classe que possui o máximo
de exemplos associados a ela (FONSECA, 1994), conforme apresentado na Equação
2.16, onde c é o numero de classes, r o número total de registros na folha, rj o
número de registros da classe j na folha.

ω̂ = arg max
j

(Pj) = max
j

rj
r

; j = 1 .. c (2.16)

Determinação Baseada na Noção de Custos

A determinação de uma classe baseada na noção de custos está associada à minimi-
zação dos custos gerados ao se adotar uma determinada classe e não a probabilidade
do erro resultante. A Equação 2.17 apresenta o cálculo deste custo, onde c é o nu-
mero de classes, pi a probabilidade da classe i e Ci,j o valor da linha i, coluna j da
matriz de custos. Isto significa que não será escolhida necessariamente uma classe
que apresente maior probabilidade de existência dentre os registros, mas sim a que
terá menor custo de adoção para uma folha. A matriz de custos define o custo do
número de erros diante de um número de casos testados para cada classe.

custo(m) =
N∑
i=1

piCi,j (2.17)

2.3.3 Limitações na Dimensão das Árvores de Decisão (Poda)

O número de parâmetros de uma árvore de decisão cresce linearmente com o número
de exemplos, assim uma árvore maior é induzida de forma a superajustar os exemplos
(os dados de treinamento), o que é denominado overfitting (super-especialização).
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A fim de resolver esse problema, a árvore então é podada até obter uma árvore
menor (mais simples). A Figura 2.10 mostra o impacto do overfitting no aprendizado
por AD. O eixo horizontal indica o número total de nós na AD à medida que a
árvore é construída. O eixo vertical indica o erro nas previsões feitas pela árvore.
Na linha pontilhada é mostrada a taxa de erro da AD calculada sobre o conjunto
de treinamento, enquanto que na linha sólida é mostrada a taxa de erro calculada
sobre um conjunto de teste (REZENDE, 2003).

Figura 2.10 - Impacto do Overffiting em aprendizagem por árvore de decisão - Relaciona-
mento entre tamanho da árvore de decisão e a taxa de erro.

Fonte: Rezende (2003).

O treinamento do classificador por árvore de decisão binária tradicional é comu-
mente composto de duas operações: crescimento da árvore (tree growing) e poda
de árvore (tree pruning). Primeiramente, o conjunto de dados precisa ser dividido
em growing set e pruning set. Apenas os dados do growing set são utilizáveis para
aprender as regras. O pruning set é utilizado para validação do aprendizado. O custo
computacional é maior, mas este processamento adicional usualmente é compensado
pela melhor generalização no aprendizado.

A poda tanto pode ser realizada durante o crescimento (pre-pruning) como após o
crescimento (pos-pruning). Conjuntos independentes de dados podem ser utilizados
em cada uma das fases: growing set para a fase tree growing e pruning set para a
fase de post-pruning.

Pre-pruning faz a poda no momento em que as regras são geradas, ou seja, estabe-
lece uma condição de parada quando uma regra é adicionada. Esta condição pode
ser: significância estatística, ganho de informação, redução de erro ou outra métrica
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qualquer. Alguns critérios de pre-pruning: 1) caso o nó não seja puro, isto é, so-
mente poderá ser dividido se nele houver instâncias rotuladas a duas ou mais classes
distintas; 2) caso a porcentagem mínima de instâncias estiver dentro da tolerância
definida pelo usuário; e 3) caso a porcentagem mínima de diminuição de entropia
estiver dentro do valor definido pelo usuário, quando estiver utilizando ganho de
informação como condição de parada. Se a medida encontrada estiver abaixo de um
valor limite (threshold), o particionamento é interrompido e a árvore para aquele
subconjunto é composta apenas pela folha mais apropriada. Evita-se assim a cons-
trução de subárvores que não serão utilizadas na árvore final. Sua desvantagem é a
dificuldade em se determinar a condição de parada, o que pode gerar underfitting.

Já pos-pruning faz a poda somente quando toda a árvore de decisão já foi gerada,
possui a vantagem de ser mais precisa e confiável (QUINLAN, 1986), porém para
crescer e podar é mais lenta que pre-pruning. Existem na literatura várias técnicas
de poda, as quais utilizam estimativas de erro num determinado nó, são elas: Redu-
ced Error Pruning (REP), Cost Complexity Pruning (CCP) e Error Based Pruning
(EBP). REP é uma das técnicas mais simples, proposta por (QUINLAN, 1986), des-
crita no livro de (ROKACH; MAIMON, 2008), que propõe obter estimativas de erro
a partir de um conjunto de validação independente do conjunto de treino utilizado
para construir uma árvore, reduzindo o volume de informação disponível para crescer
a árvore. Um algoritmo de poda basicamente percorre a árvore em profundidade,
posteriormente calcula para cada nó uma estimativa pessimista do erro no nó e
soma as estimativas dos erros dos nós descendentes. Caso a estimativa do erro no
nó é menor ou igual à soma das estimativas de erros dos nós descendentes, o nó é
transformado em folha (RIBEIRO, C. H., 2005).

2.4 Máquina de Vetores de Suporte - Support Vector Machine (SVM)

Seja uma função f(x) : Rm → R um classificador que atribui as amostras x à
classe y = −1 se f(x) < 0 ou y = 1 se f(x) > 0, onde x = (x1, x2, ..., xm) é um
vetor de atributos de dimensão m. E F um conjunto de funções f(x). Treinar um
classificador - supervisionado - significa escolher f para um conjunto de amostras
rotuladas (xi, yi) ∈ X tal que f classifique corretamente o maior número de amostras
em suas classes yi.

Define-se como erro empírico Remp de uma classificação a razão entre o número
de amostras classificadas erroneamente durante o treinamento e número total de
amostras treinadas. A Figura 2.11.c apresenta uma função de classificação f que
consegue distinguir com detalhes todas as amostras do conjunto de treinamento.
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Portanto, ela possui erro empírico nulo, pois não comete erros de classificação du-
rante o treinamento. Entretanto, ao usar essa função treinada para classificar um
novo conjunto de amostras rotuladas, pequenas variações nas amostras produzirão
erros de classificação. Isso indica que seu poder de generalizar outras amostras além
das de treinamento é baixo. Essa característica de generalização é medida pelo erro
funcional Rf (VAPNIK, 1999).

Observando a Figura 2.11.a as amostras são separadas em suas classes por uma
função mais simples, uma reta. As amostras de treinamento são classificadas com
erros, produzindo um erro empírico Remp > 0. Porém, para outros conjuntos de
entrada, essa função tem menor sensibilidade a ruidos nas amostras de entrada,
reduzindo o erro funcional. Isso indica melhor poder de generalização.

A Figura 2.11.b mostra uma função que busca equilibrar os erros empírico e fun-
cional. Assim, ela permite erros durante o treinamento para melhorar o poder de
generalizar outras amostras. O classificador Máquina de Vetores de Suporte (do in-
glês Support Vector Machine, SVM) define um hiperplano a partir de uma função
de classificação f(x) que separa o espaço de atributos em dois conjuntos disjuntos,
um para f(x) < 0 e outro para f(x) ≥ 0. A função f deve ser tal que a distância
entre o hiperplano e as amostras de cada classe seja maximizada. A essa distância
dá-se o nome de margem de separação.

Figura 2.11 - Erro empírico e funcional.

Fonte: Lorena e Carvalho (2007).

O método SVM tem recebido grande atenção nos últimos anos devida sua capacidade
de generalização e independência da distribuição dos dados (BRUZZONE; PERSELLO,
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2009). O hiperplano de separação é uma função definida por:

f(x) = 〈w, φ(x)〉+ b (2.18)

onde w representa o vetor ortogonal ao hiperplano de separação, b/||w|| é a distância
do hiperplano à origem do sistema de coordenadas e φ(x) é uma função adotada,
caso necessário, para remapear os vetores em um novo espaço (VAPNIK, 1998). Os
parâmetros da Equação 2.18 são obtidos a partir da solução do problema de otimi-
zação quadrática, onde l é o número de amostras de treinamento (THEODORIDIS;

KOUTROUMBAS, 2009):

max
 l∑
i=1

λi −
1
2

l∑
i=1

l∑
j=1

λiλjyiyj〈φ(xi), φ(xj)〉
 (2.19)

sujeito a

 0 ≤ λi ≤ ζ, i = 1, ..., l∑l
i=1 λi yi = 0

(2.20)

que consiste em encontrar λi para então calcular wT e b usando:

w =
∑
i∈SV

λi yi xi (2.21)

b = 1
#SV

∑
i∈SV

yi +
l∑

i=1

l∑
j=1

λiλjyiyj〈φ(xi), φ(xj)〉
 (2.22)

O problema de maximização em 2.19 e 2.20 é formulado pela equação de Lagrange,
na qual λi são os multiplicadores de Lagrange e yi = {−1,+1} define a classe da
amostra xi. ζ age como um limite superior de valores λi. Os vetores de suporte (SV )
são as amostras mais próximas do hiperplano e são usados para defini-lo através dos
parâmetros w e b. O algoritmo SVM é muito sensível à escolha adequada dos valores
dos parâmetros (CRISTIANINI; SHAWE-TAYLOR, 2000).

SV = {(xi, yi)|λi 6= 0; i = 1, ..., l} (2.23)
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2.4.1 Múltiplos Kernels

Em muitos casos as amostras não são linearmente separáveis, isto é, não podem ser
separadas por um hiperplano. Nesses casos, uma função φ(x) : Rm → Rk é usada
para mapear o espaço de atributos em um novo espaço vetorial Rk. A função φ deve
ser escolhida de modo que as amostras transformadas para Rk possam ser separadas
por um hiperplano.

Uma função Kernel é definida como K(xi,xj) = φ(xi) · φ(xj), ou seja, um função
que produza o mesmo resultado que o produto escalar dos vetores das amostras em
Rk. Assim, o SVM permite separar vetores de suporte com separação não lineares
usando um hiperplano linear (YU et al., 2012). Uma função Kernel mapeia o espaço
de características para um novo espaço vetorial, geralmente acompanhada de um
aumento da dimensão vetorial do espaço de atributos (k ≥ m) (GÖNEN; ALPAYDIN,
2011). As funções Kernels mais utilizadas são: linear (Equação 2.24), polinomial
(2.25) e gaussiana (2.26). Kernel Gaussiano é um tipo de kernel, da classe das
funções de base radial Radial Basis Function (RBF). O operador ‖ x ‖2

2 representa
o quadrado da norma euclidiana do vetor x.

KLIN = 〈xi,xj〉 (2.24)

KPOL = [a〈xi,xj〉+ c]d ; d ∈ N (2.25)

KRBF = exp
[
−γ ‖ xi − xj ‖2

2

]
; γ > 0 (2.26)

A seleção de funções Kernel para diferentes aplicações afetam os resultados da classi-
ficação (HSU et al., 2003). Geralmente, um único Kernel é selecionado através de uma
otimização (MULLER et al., 2001). Utilizar várias funções kernels de forma coopera-
tiva é uma abordagem alternativa para aproveitar as características de discriminação
de cada função Kernel em uma combinação entre elas (GÖNEN; ALPAYDIN, 2011).

Compor uma função Kernel a partir da soma não ponderada de vários kernels não é
uma forma otimizada. Se um dos kernels não for correlacionado às classes, um peso
positivo pode aumentar o ruído sobre os dados (ZIEN; ONG, 2007). A combinação
dos kernels pode ser feita de diversas formas, como soma ponderada dos kernels
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obtidos por otimização:

K(xi,xj) =
p∑
v=i

cv ·Kv(xi,xj); cv ≥ 0 (2.27)

Neste caso, o valor dos coeficientes cv deve ser definido de forma a aumentar a
contribuição dos kernels que possibilite separação das classes, e reduzir os demais.
Eles podem ser definidos por otimização (HUANG et al., 2013). Outro método é definir
os valores dos coeficientes a partir de funções das amostras de treinamento (LEWIS

et al., 2006). Gönen e Alpaydın (2011) faz uma revisão de diversas outras maneiras
de combinar kernels, por exemplo, pela multiplicação de diferentes funções kernel:

K(xi,xj) =
p∏
v=i

Kv(xi,xj) (2.28)
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3 Método de Classificação HSMI

Ensembles e máquinas de comitê tratam de agrupamentos de classificadores para
produzir como saída a indicação da classe de uma amostra de entrada. Ensembles
são composições de classificadores que individualmente realizam a classificação da
entrada com todas as classes do problema. Assim, individualmente, cada classificador
componente do ensemble é autônomo na tarefa de classificação. O resultado da
combinação dos resultados dos componentes em uma classificação final é geralmente
superior em relação a cada componente isolado (LIMA, 2004). A máquina de comitê
difere do ensemble por utilizar um conjunto de classificadores que isoladamente não
realizam a tarefa de classificação. A saída de cada classificador contribui para um
combinador produzir o resultado da classificação.

O método Hierarchical Support vector machine with Multiple kernels optimized by
Invasive weed optimization (HSMI) se enquadra como uma mistura de especialistas,
dentro do esquema de máquinas de comitê. Cada nó da árvore HSMI é especiali-
zada em particionar um subconjunto de classes, e não pode isoladamente fazer uma
classificação completa para todas as classes do problema. A saída de cada nó é uma
classificação final atribuída à amostra de entrada, ou é direcionada para a entrada
de outro nó especialista.

Neste trabalho de doutorado, será adotada a seguinte taxonomia:

• Classificadores competitivos: analisam todo espaço de característi-
cas/atributos em uma única vez; todos os classificadores implementados
classificam todas as classes; possui estrutura paralela;

• Classificadores cooperativos: a partir da definição de um espaço de ca-
racterísticas e regiões de competência pré-definidos gera-se um comitê de
classificadores; possui estrutura serial;

• Classificadores em cascata: verifica como dividir o espaço de atributos;
funciona de maneira semelhante ao cooperativo, mas em tempos diferentes;
espera ter um passo à frente para tomada de decisão; possui estrutura
hierárquica.

Seguindo esta padronização, no método HSMI, em cada nó da árvore a classificação
é competitiva. No conceito hierárquico, como resultado final, a árvore é cooperativa.
Portanto, tem-se um modelo em cascata cooperativo com análise competitiva em
cada nó.
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O método proposto trata da construção de uma árvore de classificadores especializa-
dos. É utilizado o método SVM descrito na seção 2.4, o algoritmo de otimização IWO
apresentado na seção 2.2.6.1, múltiplos kernels conforme a seção 2.4.1 e combinação
de classificadores segundo características detalhadas na seção 2. O nome HSMI foi
escolhido a partir das técnicas componentes, do inglês Hierarchical SVM-MKL-IWO.
Primeiramente será explorado o modelo de um nó, composto por um classificador, e
seu método de treinamento. Em seguida será apresentada a hierarquia proposta e a
sequência de treinamento dos nós. Na sequência é descrita a arquitetura construída
para execução paralela em cluster, aproveitando as características dos vários estágios
do treinamento. Por último, será apresentado o algoritmo de teste sobre o método
HSMI completo.

3.1 Descrição do nó e construção da árvore

Toma-se como hipótese que um classificador especializado na separação de apenas
duas classes produz melhor resultado que outro classificador cuja tarefa é classifi-
car mais de duas classes a partir do mesmo treinamento. Utiliza-se da estratégia
dividir-para-conquistar, de forma que cada classificador tenha responsabilidade em
distinguir entre duas classes e assim especializar-se nessa tarefa.

Parte-se de um conjunto de amostras rotuladas (xi, yi) ∈ X. As amostras são com-
postas por um vetor xi = (xi1, xi2, ..., xij), onde cada xij é chamado de atributo, ca-
racterística ou ainda canal para o caso de imagens, e um rótulo yi ∈ Ω = {1, 2, ..., C}
que indica a classe a qual a amostra pertence. C é o número de classes do problema.

Um nó é composto por um classificador especializado para separar as amostras X
em duas partes, identificadas por partição ΩL e partição ΩR. A Figura 3.1 mostra
três exemplos dentre as possíveis maneiras de particionar as classes 1, 2, 3, 4, 5. As
classes de um nó são combinadas de todas as maneiras, sem repetição, ou seja,
ΩL = CC

m, m = 1, 2, · · · , C/2. Cada combinação dá origem a uma partição. As
demais classes que não fazem parte de uma combinação são tomadas em outra
partição complementar. Cada par de partições, que contemplam assim todas as C
classes do nó, é definido como uma combinação θ. Portanto, uma partição é composta
pela união de um sub-conjunto de classes ΩL = {ωi} ⊂ Ω. A outra partição é
composta pelas demais classes ΩR = Ω− ΩL.

No texto será adotado o termo partição para identificar θ = (ΩL,ΩR). O conjunto
de amostras X é dividido em dois novos conjuntos, de treinamento A e de validação
B. Para cada partição θ são formados quatro novos conjuntos de amostras:
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Figura 3.1 - Particionamento das classes.
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AL = {(xi, yi) ∈ A | yi ∈ ΩL}

AR = {(xi, yi) ∈ A | yi ∈ ΩR}

BL = {(xi, yi) ∈ B | yi ∈ ΩL}

BR = {(xi, yi) ∈ B | yi ∈ ΩR}

(3.1)

Os conjuntos AL e AR são usados para treinar o classificador do nó, enquanto BL e
BR são usados para validar o treinamento. Define-se Πθ = [AL, AR, BL, BR] os dados
das amostras para cada partição θ. Esses conjuntos são definidos de forma que AL
e AR possuam o mesmo número de amostras, assim count(AL) = count(AR), em
que count() retorna o número de amostras do argumento. Além disso, cada classe
dentro da sua partição deve ter o mesmo número de amostras que as demais classes
na mesma partição, ou seja, count({(x, y) ∈ AL | y = ωi ∈ ΩL}) = count({(x, y) ∈
AL | y = ωj ∈ ΩL}), i 6= j. O mesmo procedimento é adotado para formação de BL

e BR em relação às amostras de B.

É utilizado para o nó um classificador SVM, que define um hiperplano de separação
pela função

f(x) = 〈w, φ(x)〉+ b (3.2)
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Conforme discutido na seção 2.4, o processo de treinamento deve encontrar os parâ-
metros w e b de f que maximize a margem de separação das classes. Nesse processo,
foi utilizada um função kernel construída pela combinação linear da função kernel
linear, da função kernel polinomial e da função kernel de base radial.

K(xi,xj) = c1〈xi,xj〉+ c2 [a〈xi,xj〉+ c]d + c3 exp
[
−γ‖xi − xj‖2

2

]
(3.3)

Deseja-se encontrar uma solução Qk = (c1, c2, c3, a, c, d, γ), com os valores dos parâ-
metros das funções kernel e dos coeficientes lineares, que sejam usados para treinar
o SVM com as amostras de treinamento A e que produzam a máxima acurácia sobre
o conjunto de validação B. Para isso, é utilizado o algoritmo de otimização IWO.
Cria-se uma população de soluções Q = {Qk}, k = 1, 2, 3...q com valores aleatórios
para cada parâmetro de Qk, onde q é a quantidade de população inicial pré-definida
para o algoritmo. Cada partição θ = (ΩL,ΩR) é combinada com todas as soluções
Qk, formando a população inicial de soluções Pk para o nó

P = Q× {θ} = {Pw = (Qk, θ)} (3.4)

O SVM é então treinado para cada Pw. Isso envolve selecionar o conjunto Ā =
AL∪AR da partição θ definida em Pw e usá-lo para treinar o SVM com os parâmetros
Qk de Pw. O SVM treinado SVMw passa para a fase de validação e cálculo da função
objetivo. As amostras xi de B̄ = BL∪BR correspondentes a mesma partição θ usada
no treinamento são processadas pelo SVM para predizer suas classes ȳi. Calcula-se
a acurácia Acc da classificação comparando-se ȳi com yi. Não se faz necessário o
cálculo de κ, pois todas as classificações são binárias. O valor da acurácia é usado
como função objetivo para o algoritmo IWO. Após se obter as acurácias de todos
Pw, eliminam-se aqueles com menor valor de Acc até se obter a quantidade limite de
população pré-definida para o IWO.

Para cada iteração do algoritmo IWO, faz-se a reprodução das soluções Pw segundo
os parâmetros de número mínimo e máximo de sementes pré-definidos no IWO, e
segundo a acurácia máxima e mínima da população existente, Equação 2.11. As
novas soluções P ∗w são aplicadas ao SVM, que é então treinado e validado segundo
o método já detalhado, obtendo-se as respectivas acurácias. O processo iterativo de
eliminação, reprodução, treinamento e validação é repetido até o número de iterações
pré-definido para o IWO.
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Ao final, a solução Pw = ((c1, c2, c3, a, c, d, γ), (ΩL,ΩR)) com melhor acurácia é se-
lecionada para compôr o nó com o respectivo classificador SVMw. Nesse processo,
destacam-se duas importantes contribuições deste trabalho. Ao mesmo tempo em
que os parâmetros do kernel são otimizados, a função objetivo da otimização é cal-
culada sobre um conjunto de amostras diferente do conjunto de treinamento. Isso
promove um equilíbrio entre o erro empírico minimizado por uma solução P (t)

w no
treinamento e o erro funcional avaliado sobre o conjunto de validação B̄. Assim, P (t)

w

não necessariamente é a solução escolhida para o SVM. A segunda contribuição é
a escolha das partições a serem separadas pelo nó ao mesmo tempo em que o clas-
sificador é especializado para cada particionamento. Dessa forma, ao escolher uma
partição θ = (ΩL,ΩR), o método usa durante a comparação entre os possíveis par-
ticionamentos classificadores especializados em cada partição. Este método híbrido
de seleção de espaço de amostras é semelhante aos chamados métodos embutido de
seleção de atributos. Pode-se então nomear essa estratégia de Método Embutido
de Seleção do Espaço de Amostras.

Obtém-se portanto para um nó dois subconjuntos de classes, ΩL e ΩR, junto com
o classificador SVMw especializado em separá-las, que produz a melhor acurária na
classificação binária entre ΩL e ΩR. O processo descrito é classificado como compe-
titivo, pois cada solução - erva daninha - Pw compete com as demais, e dentre elas
é escolhida uma para uso no classificador.

Descrito o método de treinamento de um nó, segue o processo de construção da
árvore HSMI. A árvore é composta por nós treinados segundo o método descrito.
Dado o conjunto X de amostras (xi, yi) e as classes ωi ∈ Ω para o nó raiz N1 na
Figura 3.2, este é treinado e recebe a tarefa de separar as partições Ω(1)

L e Ω(1)
R . No

exemplo Ω = {1, 2, 3, 4, 5}, Ω(1)
L = {1, 2} e Ω(1)

R = {3, 4, 5}. As classes definidas para
Ω(1)
L são atribuídas ao nó filho esquerdo, identificado na Figura 3.2 por N2, enquanto

as classes definidas para Ω(1)
R são atribuídas ao nó filho direito N3.

O nó filho usa as classes recebidas do nó pai como entrada para seu treinamento.
Assim, um nó N2 do exemplo da Figura 3.2 deverá trabalhar com as classes herdadas
de N1, ou seja, Ω(2) = Ω(1)

L . Cada nó é construído e treinado até que todos os nós
extremos possuam apenas uma classe para ΩL e uma classe para ΩR. Segundo a
classificação apresentada no início deste capítulo, ao passo que cada nó é treinado
por uma estratégia competitiva, a árvore é composta de forma cooperativa, pois
cada nó é responsável por uma parte da classificação, e a estrutura toda é necessária
para produzir o resultado final da classificação.
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Figura 3.2 - Construção da árvore HSMI.
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3.2 Arquitetura computacional e implementação

Os algoritmos e estruturas de dados descritos neste trabalho são apresentados em
pseudo código junto com instruções em linguagem C++. Isso torna a escrita mais
enxuta sem perder a clareza, considerando que o leitor tenha conhecimento na lin-
guagem C++. O código utiliza as bibliotecas LIBTIFF para ler arquivos TIFF. A
biblioteca OpenCV para tratar os dados de amostras e realizar a classificação SVM.
O tipo de dados Mat, presente nos algoritmos a seguir, é uma implementação do
OpenCV, que gerencia uma matriz de dados, geralmente utilizada para armazenar
imagens e amostras. O classificador proposto é identificado por HSMI, enquanto
cada nó compreende parte do algoritmo, identificado por SMI (SVM-MKL-IWO).

Para melhorar o desempenho computacional, e aproveitar o potencial de paraleliza-
ção do método HSMI, foi criada uma arquitetura de implementação paralela, cluster.
Por não fazer parte do escopo deste trabalho, a arquitetura em cluster não foi oti-
mizada, o que segue como sugestão de trabalho futuro. O cluster compreende de um
nó MESTRE e um conjunto de nós de TRABALHO, assim identificados na Figura
3.3. O nó MESTRE faz a inicialização das amostras em A e B, envia elas para todos
os nós de TRABALHO assim como as partições Π = (AL, AR, BL, BR). Em seguida
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inicia o processo de treinamento construindo a árvore HSMI. Um terceiro conjunto
de dados, conjunto de teste Γ, é usado para se obter o κ para o classificador HSMI
completo. O algoritmo do nó MESTRE é apresentado no Algoritmo 1.

Algorithm 1 Execução do processo MASTER.
1: X ← lê arquivo de amostras rotuladas
2: Separa amostras em treinamento A, avaliação B e teste Γ
3: Envia (A,B) para nós de TRABALHO
4: Inicia treinamento (Algoritmo 3)
5: Inicia teste (Algoritmo 4) com amostras Γ
6: Calcula κ com os resultados de teste
7: Executa outros classificadores com A, B e Γ
8: Gera arquivo com resultados

A Figura 3.3 mostra a responsabilidade dos nós MESTRE e de TRABALHO na
realização do treinamento da árvore HSMI. O nó MESTRE cria o nó raiz, inicializa
o algoritmo IWO para o nó raiz e distribui a população de soluções Pw entre os nós
de TRABALHO. Depois, recebe dos nós de TRABALHO as novas soluções P ∗w com
as acurácias de validação. A população excedente é eliminada e uma nova iteração
do IWO é executada.

O processo de treinamento em cluster é detalhado na Figura 3.4, que compreende
o treinamento SMI de um nó da árvore HSMI. A população inicial de soluções
P = {Pw} é inicializada a partir dos parâmetros aleatórios em Qk e as combinações
de partições θ criadas a partir da entrada Ω aplicada ao nó. P é então dividida em
conjuntos Pp. Cada Pp é enviado para um processo de TRABALHO. Os processos de
TRABALHO fazem a reprodução das soluções, treinamento e avaliação do SVMw, e
cálculo da respectiva acurácia de validação (Accw) para os conjuntos de parâmetros
e combinação de partições Pw. Para otimizar o processo, apenas os novos conjuntos
Pw, identificados por P ∗w, são processados, pois os demais já possuem sua respectiva
acurácia calculada em iterações anteriores.

Algumas estruturas de dados usadas são apresentadas no Algoritmo 2. O nó MES-
TRE recebe todas as soluções Pw, insere-as na população, elimina da população as
soluções com menor acurácia até atingir o limite populacional, e depois repete a
iteração. O algoritmo usado pelo nó MESTRE no processo de treinamento SMI de
um nó está listado em 3 e o algoritmo para execução de testes é listado no Algoritmo
4
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Figura 3.3 - Estrutura do Cluster.
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Figura 3.4 - Algoritmo SMI em cluster.
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Algorithm 2 Estruturas de dados usadas nos algoritmos.
1: vector<Mat&> A, B . amostras separadas por classes
2:
3: class PartitionPair Πθ

4: methods:
5: Mat getSamples() . verifica matCreated para criar Asamples, Alabels...
6: Mat getLabels()
7: attributes:
8: int θ . índice do objeto na lista de partições
9: boolean matCreated . true: Mat Asamples, Alabels... já criadas

10: vector<int> ÃL, ÃR, B̃L, B̃R . índices das amostras
11: Mat Asamples, Alabels, Bsamples, Blabels . dados e rótulos das amostras
12: vector<int> classL, classR . IDs das classes das partições
13: end class
14:
15: struct Weed Pw
16: vector<int> Pk . parâmetros da função multikernel
17: vector<int> ΩL, ΩR . IDs das classes das partições
18: int θ . índice da partição
19: float Acc . acurácia
20: end struct
21:
22: struct Node
23: SVM* SVMw

24: vector<int> X . conjunto de índices das amostras para classificação
25: vector<int> ΩL . IDs das classes da partição esquerda
26: vector<int> ΩR . IDs das classes da partição direita
27: Node* ptrL . Referência para nó esquerdo
28: Node* ptrR . Referência para nó direito
29: end struct
30:
31: struct NodeTrain
32: vector<int> Ω . IDs das classes a serem classificadas pelo nó
33: Node* node . Referencia para o nó correspondente na árvore treinada
34: end struct
35:
36: class HSMI
37: methods:
38: train()
39: predict()
40: attributes:
41: NodeTrain* rootTrain . árvore para treinamento
42: Node* root . árvore treinada
43: Mat classified . resultado da classificação
44: end class
45:
46: class Communication . Serializa e envia dados no cluster
47: end class 40



Algorithm 3 Treinamento da árvore HSMI - nó MESTRE.
1: rootTrain ← new NodeTrain(Ω)
2: rootTrain.node ← new Node()
3: root ← rootTrain.node
4: stack.push(rootTrain)
5: repeat
6: ptr ← stack.pop()
7: Ω← ptr.Ω
8: [SVMw, ΩL, ΩR] ← SMI<cluster>(Ω) . Figura 3.4
9: ptr.node.SVMw ← SVMw

10: ptr.node.ΩL ← ΩL

11: ptr.node.ΩR ← ΩR

12: if count(ΩL) > 1 then
13: nodeTrainL ← new NodeTrain(ΩL)
14: nodeTrainL.node ← new Node()
15: ptr.node.ptrL ← nodeTrainL.node
16: stack.push(nodeTrainL)
17: end if
18: if count(ΩR) > 1 then
19: nodeTrainR ← new NodeTrain(ΩR)
20: nodeTrainR.node ← new Node()
21: ptr.node.ptrR ← nodeTrainR.node
22: stack.push(nodeTrainR)
23: end if
24: free(ptr) . libera memória de NodeTrain sem desalocar o Node associado
25: until stack not empty
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Algorithm 4 Classificacão de amostras a partir da árvore HSMI treinada.
1: root.X = X . conjunto de índices das amostras para classificação
2: stack.push(root)
3: repeat
4: node ← stack.pop()
5: D ← data(node.X) . busca as amostras a partir dos índices em X
6: R = node.SVMw.predict(D)
7: ptr = &R[0]
8: ptrX = &X[0]
9: for i = 0 to count(R) −1 do

10: if *ptr < 0 then
11: XL.add(*ptrX)
12: else
13: XR.add(*ptrX)
14: end if
15: ptr++
16: ptrX++
17: end for
18: if node.ptrL not null then
19: node.ptrL.X ← XL

20: stack.push(node.ptrL)
21: else
22: for each x ∈ XL do
23: classified[x] ← ΩL

24: end for
25: end if
26: if node.ptrR not null then
27: node.ptrR.X ← XR

28: stack.push(node.ptrR)
29: else
30: for each x ∈ XR do
31: classified[x] ← ΩR

32: end for
33: end if
34: until stack not empty
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Figura 3.5 - Metodologia: Hierarquical Support vector machine with Multiple kernels and
Invasive weed Optimization (HSMI).
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4 Experimentos e Resultados

Os experimentos realizados neste trabalho foram executados em cluster com 18 má-
quinas em processamento paralelo. Cada máquina possui as seguintes configurações:
um processador 3.2GHz, AMD Phenom(tm) II X4 (4 núcleos) B97, com 4 GB de
RAM e sistema operacional Windows 7 de 64 bits.

O método HSMI foi comparado aos métodos SVM com kernel RBF e SVM com ker-
nel polinomial, já estabelecidos como padrões na literatura. Foram usadas duas con-
figurações para o SVM com kernel RBF, uma com γ = 0.167 e outra com γ = 0.004.
O primeiro parâmetro foi baseado na configuração padrão do software ENVI. Este
software é amplamente utilizado nas aplicações de Sensoriamento Remoto. O SVM-
RBF com γ = 0.004 foi escolhido a partir de uma otimização em um conjunto de
testes realizados. A terceira comparação foi feita com o SVM polinomial, utilizando
o parâmetro d = 2.0. Este valor foi atribuído por ser utilizado como padrão na clas-
sificação do ENVI. Deve-se observar que a função kernel adotada como padrão do
ENVI é a RBF. A matriz de confusão apresentada para comparação em cada expe-
rimento foi a do classificador SVM-RBF com γ = 0.004, que foi o melhor resultado
dentre os métodos de comparação.

Quando são criados polígonos sobre a imagem para definir regiões de interesse
(ROIs), ocorre que os pixels da região, por serem vizinhos, possuem alta correlação.
Se um destes conjuntos for usado para treinamento e outro conjunto para valida-
ção, pode acontecer que o conjunto de treinamento tenha baixa correlação com o
conjunto de validação. Isso levar levará a uma redução na acurácia calculada sobre
o conjunto de validação para um classificador treinado no primeiro conjunto.

Para a realização dos experimentos desta tese, cada dado de um estudo de caso foi
classificado 10 vezes, com variação do sorteio das amostras de treinamento, validação
e testes. A quantidade de amostras escolhidas para treinamento, validação e teste de
cada classe foi selecionada a partir da classe com o menor número de amostras (Smin).
Cada conjunto (treinamento, validação e teste) de uma classe recebe aleatoriamente
um terço (1/3) de (Smin). Esta escolha aleatória tem por intuito gerar combinação
de todos os tipos de amostras, evitando a correlação dentro do conjunto.

No caso do kernel polinomial da função multikernel optou-se por não restringir
os valores dos coeficientes a e c como positivos, de forma a se encontrar funções
discriminantes as melhores possíveis dentro do processo de otimização, mesmo que,
no caso de coeficientes negativos, algumas propriedades típicas de kernel não possam
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ser asseguradas.

4.1 Estudo de Caso 1 - Imagem Sintética

Uma imagem sintética refere-se a um conjunto de dados controlados, que permite a
verificação e avaliação de diversas características (PANTALEÃO, 2012).

4.1.1 Dados

Para este estudo de caso foi utilizada uma imagem com quatro classes com a mesma
quantidade de pixels, conforme apresentada na Figura 4.1.

A Figura 4.2 mostra cada um dos três canais da imagem sintética. Os canais um (1)
e dois (2) apresentam duas regiões bem caracterizadas, enquanto o canal três (3)
não apresenta boa capacidade de diferenciação dos pixels (PANTALEÃO, 2012). A
Figura 4.3 mostra as regiões utilizadas como amostras no processo de classificação.

O número de pixels utilizado das amostras é apresentado na Figura 4.4. Neste estudo
de caso, a classe 1 (Green) possui a menor quantidade de amostras (Smin = 1739).
Foram sorteados um terço (1/3) de 1739 pixels para cada conjunto, de treinamento,
validação e testes, para cada uma das quatro classes.

Figura 4.1 - Imagem Sintética. Composição colorida dos três canais: R, G e B. 512 linhas
e 512 colunas.

Fonte: Pantaleão (2012).
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Figura 4.2 - Imagem Sintética. Três Canais: (1)R, (2)G e (3)B.

Fonte: Pantaleão (2012)

Figura 4.3 - Imagem Sintética com a visualização das amostras das classes utilizadas.

Figura 4.4 - Número de pixels das amostras que foram utilizadas para treinamento, vali-
dação e teste. Conjunto de 4 classes.
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4.1.2 Resultados

O experimento usando SVM com kernel de base radial (RBF) configurado com
γ = 0.004 apresentou estatística kappa κ = 0, 996546. Sua matriz de confusão é
exibida na Tabela 4.1. As matrizes de confusão apresentadas possuem os conjuntos de
referência das classes organizados em coluna enquanto as linhas são as classificações
realizadas.

Tabela 4.1 - Imagem sintética - SVM-RBF γ = 0, 004

0 1 2 3
0 100,00% 0,00% 0,00% 0,00%
1 0,00% 99,76% 0,00% 0,79%
2 0,00% 0,00% 100,00% 0,00%
3 0,00% 0,24% 0,00% 99,21%

O experimento usando SVM com kernel polinomial configurado com d = 2 apresen-
tou κ = 0, 996. A matriz de confusão pode ser visualizada na Tabela 4.2.

Tabela 4.2 - Imagem sintética - SVM-POLY d = 2

0 1 2 3
0 100,0% 0,0% 0,0% 0,0%
1 0,0% 100,0% 0,0% 1,4%
2 0,0% 0,0% 99,8% 0,0%
3 0,0% 0,0% 0,2% 98,6%

O experimento realizado com o método HSMI apresentou κ = 0, 996. A matriz de
confusão é apresentada na Tabela 4.3.

Tabela 4.3 - Imagem sintética - HSMI

0 1 2 3
0 100,0% 0,0% 0,0% 0,0%
1 0,0% 99,7% 0,0% 0,9%
2 0,0% 0,0% 100,0% 0,0%
3 0,0% 0,3% 0,0% 99,1%

Os experimentos produziram duas configurações de árvores, apresentadas na Figura
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4.5. Apesar de as duas árvores serem diferentes, as classes com maior confusão fo-
ram separadas no último nível em ambos os casos. As soluções encontradas para os
parâmetros dos kernels da primeira e da segunda árvore estão listadas respectiva-
mente nas tabelas 4.4 e 4.5. Um exemplo da imagem classificada pelo método HSMI
é apresentado na Figura 4.6.

Figura 4.5 - Árvores treinadas para imagem sintética.

Nó 3
[0][2]

Nó 2
[1][3]

Nó 1
[1, 3][0, 2]

Nó 2
[0][2, 3]

Nó 3
[2][3]

Nó 1
[1][0, 2, 3]

Tabela 4.4 - Imagem sintética - HSMI - parâmetros da solução para a primeira árvore.

Nó Acc
Coeficientes Lineares POLY RBF
LIN POLY RBF a c d γ

1 1,00 0,26 2,57 3,19 4,84 3,01 2,00 2,82
2 1,00 3,88 13,16 15,83 8,46 9,78 1,00 7,37
3 1,00 1,57 0,88 1,62 3,16 4,98 2,00 0,19

Tabela 4.5 - Imagem sintética - HSMI - parâmetros da solução para a segunda árvore.

Nó Acc
Coeficientes Lineares POLY RBF
LIN POLY RBF a c d γ

1 1,00 1,92 4,84 2,33 2,46 0,10 1,00 4,44
2 1,00 3,45 2,76 1,35 0,55 3,08 2,00 4,02
3 1,00 2,06 1,14 0,29 4,52 4,33 2,00 2,95
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Figura 4.6 - Imagem sintética classificada pelo método HSMI.

4.2 Estudo de Caso 2 - Imagem Óptica

Sensoriamento Remoto é definido por (COLWELL, 1997) como “a medida ou aquisição
de informações de algumas propriedades de algum objeto ou fenômeno, por um
aparelho de registro remoto que não está em contato físico com o objeto ou fenômeno
sob investigação”. A ideia básica é mensurar as variações temporais, espectrais e
espaciais de objetos terrestres através de diferentes tipos de sensores que registram
a radiação eletromagnética refletida ou emitida por esses objetos. Assim, as imagens
capturadas por Sensoriamento Remoto têm como objetivo extrair informações das
características ambientais. O monitoramento ambiental está se expandindo a cada
ano diante da disponibilidade de imagens de satélites para pesquisa e dos avanços
da aplicação de sensores ópticos e micro-ondas.

Neste trabalho de doutorado foi realizado um estudo de sensoriamento remoto em
uma área da região amazônica localizada a leste da FLoresta NAcional de Tapajós
(FLONA) (Figura 4.7). Esta área é uma unidade de conservação federal criada pelo
Decreto N.o 73.684 - de 19 de fevereiro de 1974, que abrange uma área aproximada
de 600 mil hectares, localizados em terras de quatro municípios: Aveiro, Belterra,
Rurópolis e Placas, no oeste do estado brasileiro do Pará (SECRETARIA DE ESTADO

DE MEIO AMBIENTE, 1974).

Esta área é muito explorada por estudiosos devido à preocupação com as regiões de
desmatamento florestais, visto que esta região ocupa as florestas tropicais as quais
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abrigam grande parte da diversidade natural do planeta, além da grande partici-
pação dos ciclos hidrológicos e climáticos. Além disto, apresenta diversos trabalhos
realizados pelo INPE, bem como disponibilidade de imagens de sensoriamento re-
moto e informações de trabalhos realizados em campo sob diversas classes de ocupa-
ção do solo, tais como: floresta primária, florestas em diversas fases de regeneração,
agricultura e pastagem.

Figura 4.7 - Localização da área de estudo. a) localização em relação à Amazônia Legal
brasileira; b) localização em relação aos limites políticos e geográficos; c)
recorte aproximado da área de estudo de imagem LANDSAT5/TM de 29
de junho de 2010. Composição colorida 5(R)4(G)3(B).

Fonte: Reis (2014).

Esta Mesorregião do Baixo Amazonas localizada entre as coordenadas 55o1’51"W
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3o22’51"S e 54o42’16"W 2o56’53"S é caracterizada por ter o clima quente e úmido,
com predominância de floresta tropical, mais precisamente por floresta ombrófila
densa. Este tipo de floresta é uma mata de serranias próximas ao Oceano Atlântico,
caracterizada por espécies tropicais afro-brasileiras (VACCARO, 2002), com mata de
aspecto verde, árvores emergentes de até 40 metros de altura e vegetação arbustiva
densa.

Em virtude da grande expansão agrícola mecanizada nas duas últimas décadas,
caracterizada principalmente pela produção de soja e outros grãos, como arroz,
milho, sorgo e feijão, existem nestas regiões grandes áreas de floresta degradada,
principalmente causada por queimadas (VENTURIERI, 2007). Assim, há florestas em
diferentes estágios de regeneração, como resultado das modificações antrópicas nas
proximidades da rodovia BR-163 (Santarém/Cuiabá).

O calendário agrícola começa em dezembro, no início da estação chuvosa, com uma
ou duas atividades de plantio durante o ano, sendo as colheitas realizadas, respec-
tivamente, em março/abril e julho/agosto. As classes descritas na Figura 4.8 foram
definidas a partir de trabalhos de campo realizados em datas compatíveis com as
aquisições das imagens.

Para a construção de um primeiro cenário (Cenário 1), dez (10) classes são esque-
matizadas (REIS, 2014):

0 Área em Pousio (AP): áreas agrícolas em pousio, cobertas por palha ou
vegetação esparsa;

1 Área Cultivada (AC): culturas de grãos;

2 Floresta Degradada (FD): floresta degradada por atividades de fogo ou por
desmatamento seletivo, de forma que suas características originais tenham
sido alteradas, mas ainda possuam porte e fisionomia florestal;

3 Floresta Primária (FP): floresta em que a ação humana não provocou al-
terações significativas em suas características originais de estrutura e es-
pécies;

4 Pasto Limpo (PL): áreas com vegetação típica de pastagens, com predo-
mínio de herbáceas;

5 Pasto Sujo (PS): áreas com vegetação típica de pastagens, com presença
de espécies arbustivas e espécies invasoras;
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6 Solo Exposto (SE): áreas predominantemente de solo exposto;

7 Vegetação Secundária Inicial (VS1): áreas de vegetação secundária com
predominância de herbáceas e arbustos;

8 Vegetação Secundária Intermediária (VS2): áreas com presença de vegeta-
ção secundária com poucas espécies herbáceas e predominância de árvores
de pequeno porte e arbustos;

9 Vegetação Secundária Avançada (VS3): florestas secundárias em avançado
estágio de desenvolvimento, com predomínio de árvores geralmente entre 13
e 17 m, mas ocorrência de árvores emergentes e, em menor grau, arbustos
e herbáceas.

Figura 4.8 - Número de pixels das amostras que foram utilizadas para treinamento, vali-
dação e teste. Para imagem TM (Coluna 30m de resolução) e para imagem
de Radar (Coluna 15m de resolução). Conjunto de 10 classes.

Fonte: Reis (2014).

Para um segundo teste, construção de um segundo cenário, as dez (10) classes foram
reduzidas a um conjunto de (seis) classes (Cenário 2). As classes VS3, VS2 e VS1
foram integradas na classe denominada VS. E as classes FD e AP foram eliminadas
desta análise. Esta nova configuração é apresentada na Figura 4.9

4.2.1 Dados

No dia 23 de Julho de 1972, a National Aeronautics and Space Administration
(NASA) lançou nos Estados Unidos o primeiro satélite denominado Earth Resour-
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Figura 4.9 - Número de pixels das amostras que foram utilizadas para treinamento, vali-
dação e teste. Para imagem TM (Coluna 30m de resolução) e para imagem
de Radar (Coluna 15m de resolução). Conjunto de 6 classes.

Fonte: Reis (2014).

ces Technology Satellites (ERTS 1), pertencente ao quadro do Programa Espacial
“Earth Resources Technology Satellite”. O Land Remote Sensing Satellite-5 (LAND-
SAT/TM 5), pertecente a esse programa espacial, foi lançado em 1984 com o ob-
jetivo de mapeamento multiespectral em alta resolução da superfície da Terra. As
principais características das imagens LANDSAT-5 TM (JENSEN, 2009), são:

• Resolução espacial: 30 m

• Resolução radiométrica: 8 bits

• Resolução temporal: 16 dias

• Faixa imageada: 185 km

• Resolução espectral: 7 bandas (Visível (3), Infravermelho próximo (1), In-
fravermelho de ondas curtas (2), e Infravermelho termal (1))

No Estudo de Caso 2 foi utilizada a imagem multi-espectral LANDSAT-5 TM, ban-
das 1, 2, 3, 4, 5 e 7, adquirida em 29/06/2010, apresentada na Figura 4.10. Para
uma melhor compreensão do tratamento das imagens óticas utilizadas nesta tese,
ver Reis (2014).

Neste estudo de caso foram realizados dois processos de classificação, um utilizando
a legenda com dez (10) classes (Cenário 1) e outro com seis (6) classes (Cenário 2).
O número de pixels utilizado das amostras para a imagem TM de dez (10) classes
é apresentado na Figura 4.8. Neste estudo de caso, a classe 7 (VS1) possui a menor
quantidade de amostras (Smin = 499). Foram sorteados um terço (1/3) de 499 pixels
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Figura 4.10 - Imagem LANDSAT5/TM de 29 de junho de 2010, composição colorida
5(R)4(G)3(B). Coordenadas referentes a UTM/WGS84.

Fonte: Reis (2014).
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para cada conjunto, de treinamento, validação e testes, para cada uma das dez
classes. O número de pixels utilizado das amostras para a imagem TM de seis (6)
classes é apresentado na Figura 4.9. Neste estudo de caso, a classe 0 (AC) possui a
menor quantidade de amostras (Smin = 1112). Foram sorteados um terço (1/3) de
1112 pixels para cada conjunto, de treinamento, validação e testes, para cada uma
das seis classes.

4.2.2 Resultados

Primeiramente a imagem TM foi classificada em um conjunto de 10 classes. O expe-
rimento usando SVM com kernel de base radial (RBF), configurado com γ = 0.004,
apresentou κ = 0, 738153. A matriz de confusão é apresentada na Tabela 4.12. No
teste do SVM-RBF, com γ = 0, 167, o resultado foi de κ = 0, 677644. Usando o
SVM com kernel polinomial, obteve-se κ = 0, 316867.

Tabela 4.6 - Imagem TM - 10 classes - SVM-RBF γ = 0, 004

0 1 2 3 4 5 6 7 8 9
0 90,6% 0,0% 0,0% 0,0% 0,8% 0,0% 6,6% 0,0% 0,0% 0,0%
1 0,0% 97,8% 0,0% 0,0% 3,3% 1,7% 0,0% 0,1% 0,0% 0,0%
2 0,0% 0,0% 35,4% 2,5% 0,0% 0,0% 0,0% 2,2% 23,3% 12,0%
3 0,0% 0,0% 9,3% 82,8% 0,0% 0,0% 0,0% 0,0% 2,2% 12,0%
4 1,7% 0,5% 0,0% 0,0% 89,2% 1,0% 0,0% 0,0% 0,0% 0,0%
5 0,0% 1,0% 0,0% 0,0% 6,7% 89,5% 0,0% 5,4% 1,4% 1,6%
6 7,7% 0,0% 0,0% 0,0% 0,0% 0,0% 93,4% 0,0% 0,0% 0,0%
7 0,0% 0,7% 1,4% 0,0% 0,0% 6,1% 0,0% 87,8% 4,0% 0,1%
8 0,0% 0,0% 23,3% 0,2% 0,0% 1,7% 0,0% 4,5% 42,8% 19,2%
9 0,0% 0,0% 30,6% 14,5% 0,0% 0,0% 0,0% 0,0% 26,4% 55,1%

O experimento usando o método HSMI resultou em κ = 0, 729139. A matriz de
confusão é visualizada na Tabela 4.7. A Figura 4.11 mostra a árvore produzida nos
experimentos, cujos nós têm como solução os parâmetros listados na Tabela 4.8. A
imagem classificada pelo método HSMI é visualizada na Figura 4.12.
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Tabela 4.7 - Imagem TM - 10 classes - HSMI

0 1 2 3 4 5 6 7 8 9
0 92,6% 0,0% 0,0% 0,0% 2,4% 0,0% 10,0% 0,0% 0,0% 0,0%
1 0,8% 98,4% 0,0% 0,0% 2,8% 2,8% 0,0% 1,8% 0,0% 0,0%
2 0,0% 0,0% 38,8% 3,6% 0,0% 0,0% 0,0% 1,6% 23,3% 16,3%
3 0,0% 0,0% 15,7% 90,0% 0,0% 0,0% 0,0% 0,0% 5,4% 24,7%
4 1,0% 0,2% 0,0% 0,2% 88,6% 3,2% 0,0% 0,0% 0,0% 0,0%
5 0,0% 1,0% 0,0% 0,0% 6,0% 89,8% 0,0% 6,4% 1,8% 1,0%
6 5,6% 0,0% 0,0% 0,0% 0,0% 0,0% 90,0% 0,0% 0,0% 0,0%
7 0,0% 0,4% 5,2% 0,0% 0,2% 2,6% 0,0% 87,8% 5,6% 0,4%
8 0,0% 0,0% 26,7% 1,0% 0,0% 1,0% 0,0% 2,4% 45,0% 22,1%
9 0,0% 0,0% 13,7% 5,2% 0,0% 0,6% 0,0% 0,0% 18,9% 35,5%

Figura 4.11 - Árvore treinada para imagem TM com 10 classes.

Nó 3
[1, 4, 5][2, 3, 7, 8, 9]

Nó 4
[7][2, 3, 8, 9]

Nó 1
[0, 6][1, 2, 3, 4, 5, 7, 8, 9]

Nó 2
[0][6]

Nó 6
[3][2, 8, 9]

Nó 8
[8][2, 9]

Nó 5
[1][4, 5]

Nó 9
[2][9]

Nó 7
[4][5]
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Tabela 4.8 - Imagem TM - 10 classes - HSMI - parâmetros da solução.

Nó Acc
Coeficientes Lineares POLY RBF
LIN POLY RBF a c d γ

1 1.00 18.09 2.89 5.68 1.88 10.66 1.00 23.46
2 0.94 0.03 0.00 0.21 15.33 12.11 1.00 0.03
3 0.99 0.00 0.00 0.01 6.87 17.26 1.00 0.02
4 0.98 13.30 5.17 4.31 -1.97 -7.61 1.00 0.04
5 0.99 0.00 0.00 27.60 9.98 12.79 2.00 0.07
6 0.92 4.19 1.75 2.20 4.32 2.10 4.00 1.98
7 0.98 4.54 1.15 5.11 -8.38 5.96 4.00 2.90
8 0.74 4.23 1.22 54.46 2.23 -6.26 1.00 4.37
9 0.73 0.68 0.00 21.25 5.48 -10.31 1.00 12.55

Figura 4.12 - Imagem TM - 10 classes - classificada pelo método HSMI.
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Um segundo cenário foi proposto unindo as classes com menores contrastes até
obter-se 6 classes (Cenário 2). Usando o classificador SVM-RBF, com γ = 0, 004, o
resultado foi de κ = 0, 908649. A matriz de confusão é apresentada na Tabela 4.9.
No teste do SVM-RBF, com γ = 0, 167, o resultado foi de κ = 0, 886487. Já para o
SVM com kernel polinomial, obteve-se κ = 0, 469369.

Tabela 4.9 - Imagem TM - 6 classes - SVM-RBF γ = 0, 004

0 1 2 3 4 5
0 97,6% 0,0% 3,1% 0,8% 0,0% 0,1%
1 0,0% 85,3% 0,0% 0,0% 0,0% 13,0%
2 0,0% 0,0% 91,7% 1,3% 0,0% 0,0%
3 2,4% 0,0% 5,1% 97,0% 0,0% 4,2%
4 0,0% 0,0% 0,0% 0,0% 100,0% 0,0%
5 0,0% 14,7% 0,1% 0,9% 0,0% 82,7%

O experimento para imagem TM com 6 classes usando o método HSMI obteve
κ = 0, 911216 e a matriz de confusão é apresentada na Tabela 4.10.

Tabela 4.10 - Imagem TM - 6 classes - HSMI.

0 1 2 3 4 5
1 98,6% 0,0% 3,4% 2,6% 0,0% 0,4%
2 0,0% 87,4% 0,0% 0,0% 0,0% 13,4%
0 0,4% 0,0% 92,5% 2,0% 0,0% 0,0%
3 0,7% 0,0% 3,9% 93,9% 0,0% 2,9%
4 0,0% 0,0% 0,1% 0,0% 100,0% 0,0%
5 0,3% 12,6% 0,0% 1,6% 0,0% 83,2%

A Figura 4.13 mostra a árvore produzida nos experimentos com 6 classes, cujos nós
têm como solução os parâmetros listados na Tabela 4.11. A imagem classificada pelo
método HSMI é visualizada na Figura 4.13.

4.3 Estudo de Caso 3 - Imagem Radar

A área de estudo deste terceiro estudo de caso é a mesma descrita na seção 4.2. A
imagem utilizada nesse experimento é uma imagem de radar, enquanto a imagem
usada na seção 4.2 é uma imagem óptica.

Apesar das imagens obtidas por sensores ópticos possuírem maior facilidade de inter-
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Figura 4.13 - Árvore treinada para imagem TM com 6 classes.

Nó 2
[1, 5][0, 2, 3]

Nó 4
[0][2, 3]

Nó 1
[4][0, 1, 2, 3, 5]

Nó 3
[1][5]

Nó 5
[2][3]

Tabela 4.11 - Imagem TM - 6 classes - HSMI - parâmetros da solução.

Nó Acc
Coeficientes Lineares POLY RBF
LIN POLY RBF a c d γ

1 1.00 2.94 4.78 2.78 0.12 0.57 3.00 1.27
2 0.99 0.18 0.22 2.00 1.44 3.21 1.00 0.09
3 0.86 0.00 0.06 16.77 5.77 -15.09 1.00 0.03
4 0.99 0.00 0.00 0.07 9.68 -5.65 1.00 0.03
5 0.98 0.55 0.27 7.30 1.10 -18.30 1.00 0.37

pretação, as quais se relacionam com as características químicas, físicas e biológicas
dos alvos, os sensores apresentam vulnerabilidade na visibilidade atmosférica. Senso-
res micro-ondas são imageadores ativos, denominados Radar de Abertura Sintética
(Synthetic Aperture Radar, SAR). As imagens dos sensores SAR identificam a forma,
textura e propriedades dielétricas dos alvos. Sua aplicação deve-se ao fato de apre-
sentarem independência das condições atmosféricas e maior poder de penetração na
cobertura vegetal da região (HESS et al., 1990).

As imagens de radar apresentam vantagens em relação aos dados ópticos em sua
utilização nestas regiões tropicais (FLONA) por estas áreas apresentarem alta pro-
babilidade de ocorrência de nuvens (LEWIS, 1998). O grande problema da imagem de
radar é o ruído speckle, um ruído multiplicativo, proporcional à intensidade do sinal
recebido. Ele é uma das principais causas de distorções radiométricas da imagem
SAR. O ruído speckle gera uma textura granulosa que prejudica a interpretação das
imagens SAR, apresentando menor poder discriminatório das classes.
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Figura 4.14 - Imagem TM - 6 classes - classificada pelo método HSMI.

4.3.1 Dados

No dia 24 de janeiro de 2006, com o intuito de observar e extrair imagens de todo
o planeta, foi lançado pela Agência Espacial Japonesa (JAXA) o Phase Array L-
Band Sinthetic Aperture Radar (PALSAR), que é um radar a bordo do satélite
japonês Advanced Land Observing Satellite (ALOS) para fins de monitoramento de
desastres ambientais, levantamento de recursos naturais e, em especial, de suporte
à cartografia. As principais características da imagem de Radar ALOS/PALSAR
(JAXA, 2008) usada nos experimentos, são:

• Comprimento de onda: Banda L (aprox. 23 cm)

• Modo de operação: Fine Beam Dual (FBD)

• Polarizações: HH+HV
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• Ângulo de incidência: 38,7◦

• Espaçamento entre pixels: 9,36 m em range x 3,19 m em azimute

• Faixa imageada: 70 km

• Resolução radiométrica: 32 bits

• Resolução espacial: ≈ 10 m em range x ≈ 4,5 m em azimute

No Estudo de Caso 3 foram utilizadas duas imagens de SAR em amplitude multi-
polarizadas (HH e HV) do sensor ALOS/PALSAR, modo Fine Beam Dual (FBD),
nível de processamento 1.1, adquiridas no dia 21/06/2010, apresentada na Figura
4.15. As imagens foram ortorretificadas e para redução do ruído speckle foi utilizado
o filtro Stochastic Distances Nonlocal Means (SDNLM) desenvolvido por Torres et
al. (2014). Nesta filtragem foi utilizado o tamanho de janela igual 5x5 pixels, tama-
nho do patch em 3x3 pixels e nível de confiança dos testes estatísticos em noventa
por 90%. Mais detalhes do filtro SDNLM em Torres et al. (2014) e para melhor
compreensão do tratamento das imagens de radar utilizado neste cenário em Reis
(2014).

Primeiramente a imagem de Radar foi classificada em um conjunto de 10 classes
(Cenário 1). O experimento usando SVM com kernel de base radial (RBF), configu-
rado com γ = 0.004, apresentou κ = 0, 333247. A matriz de confusão é apresentada
na Tabela 4.12. Usando o SVM com kernel polinomial, obteve-se κ = 0, 069.

Tabela 4.12 - Imagem TM - 10 classes - SVM-RBF γ = 0, 004

0 1 2 3 4 5 6 7 8 9
0 90,6% 0,0% 0,0% 0,0% 0,8% 0,0% 6,6% 0,0% 0,0% 0,0%
1 0,0% 97,8% 0,0% 0,0% 3,3% 1,7% 0,0% 0,1% 0,0% 0,0%
2 0,0% 0,0% 35,4% 2,5% 0,0% 0,0% 0,0% 2,2% 23,3% 12,0%
3 0,0% 0,0% 9,3% 82,8% 0,0% 0,0% 0,0% 0,0% 2,2% 12,0%
4 1,7% 0,5% 0,0% 0,0% 89,2% 1,0% 0,0% 0,0% 0,0% 0,0%
5 0,0% 1,0% 0,0% 0,0% 6,7% 89,5% 0,0% 5,4% 1,4% 1,6%
6 7,7% 0,0% 0,0% 0,0% 0,0% 0,0% 93,4% 0,0% 0,0% 0,0%
7 0,0% 0,7% 1,4% 0,0% 0,0% 6,1% 0,0% 87,8% 4,0% 0,1%
8 0,0% 0,0% 23,3% 0,2% 0,0% 1,7% 0,0% 4,5% 42,8% 19,2%
9 0,0% 0,0% 30,6% 14,5% 0,0% 0,0% 0,0% 0,0% 26,4% 55,1%
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Figura 4.15 - Imagem ALOS/PALSAR de 21 de junho de 2010, em amplitude e
na composição colorida HH(R)HV(G)HH(B). Coordenadas referentes a
UTM/WGS84.

Fonte: Reis (2014).
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O experimento usando o método HSMI resultou em κ = 0, 339737. A matriz de
confusão é visualizada na Tabela 4.13. A Figura 4.16 mostra a árvore produzida nos
experimentos, cujos nós têm como solução os parâmetros listados na Tabela 4.14. A
imagem classificada pelo método HSMI é visualizada na Figura 4.17.

Tabela 4.13 - Imagem de Radar - 10 classes - HSMI

0 1 2 3 4 5 6 7 8 9
0 35,5% 7,7% 0,0% 0,0% 8,8% 4,8% 3,9% 0,0% 0,0% 0,0%
1 14,8% 57,4% 0,0% 0,0% 9,7% 4,1% 0,6% 0,1% 0,0% 0,0%
2 0,0% 0,2% 15,3% 11,1% 0,1% 0,1% 0,0% 8,6% 8,5% 13,3%
3 0,0% 0,1% 17,1% 20,2% 0,0% 1,8% 0,0% 12,3% 19,0% 15,7%
4 14,3% 6,9% 0,1% 0,0% 24,2% 5,4% 3,7% 0,0% 0,0% 0,0%
5 8,1% 18,8% 0,7% 1,6% 30,2% 60,8% 0,6% 6,0% 3,5% 0,9%
6 26,9% 6,2% 0,0% 0,0% 23,4% 1,1% 91,2% 0,0% 0,0% 0,0%
7 0,2% 2,4% 29,5% 32,8% 3,4% 20,4% 0,0% 47,0% 35,7% 37,2%
8 0,2% 0,2% 21,0% 21,0% 0,2% 1,2% 0,0% 15,5% 21,3% 16,7%
9 0,0% 0,1% 16,4% 13,4% 0,0% 0,3% 0,0% 10,5% 11,9% 16,1%

Figura 4.16 - Árvore treinada para imagem de Radar com 10 classes.

Nó 3
[6][0, 1, 4, 5]

Nó 5
[0, 1, 4][5]

Nó 1
[2, 3, 7, 8, 9][0, 1, 4, 5, 6]

Nó 2
[7][2, 3, 8, 9]

Nó 7
[1][0, 4]

Nó 9
[0][4]

Nó 8
[9][2]

Nó 6
[3][2, 9]

Nó 4
[8][2, 3, 9]
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Tabela 4.14 - Imagem de Radar - 10 classes - HSMI - parâmetros da solução.

Nó Acc
Coeficientes Lineares POLY RBF
LIN POLY RBF a c d γ

1 0.96 7.15 8.15 14.98 8.69 -1.40 1.00 9.07
2 0.60 11.73 3.67 5.55 -10.55 11.74 10.00 5.73
3 0.89 0.00 0.00 2.67 2.10 -3.87 1.00 0.00
4 0.58 0.00 4.56 20.29 3.51 -0.09 0.00 0.91
5 0.82 0.00 0.00 0.03 4.51 3.91 0.00 0.30
6 0.58 0.03 0.01 2.94 10.49 -6.37 1.00 0.19
7 0.78 0.11 0.00 17.08 18.83 14.67 2.00 0.63
8 0.54 0.34 22.97 0.46 12.73 4.65 0.00 4.47
9 0.74 0.05 0.03 17.97 20.28 -12.35 1.00 7.26

Figura 4.17 - Imagem de Radar - 10 classes - classificada pelo método HSMI.
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Um segundo cenário foi proposto unindo as classes com menos contraste, resultando
em seis (6) classes (Cenário 2). O número de pixels utilizado das amostras para a
imagem radar de seis (6) classes é apresentado na Figura 4.9. Neste estudo de caso,
a classe 0 (AC) possui a menor quantidade de amostras (Smin = 4286). Foram sor-
teados um terço (1/3) de 4286 pixels para cada conjunto, de treinamento, validação
e testes, para cada uma das seis classes.

4.3.2 Resultados

O conjunto de 6 classes foi usado para experimento. O resultado para classificação
com SVM-RBF, γ = 0.004, apresentou κ = 0.532353. A matriz de confusão é visua-
lizada na Tabela 4.15. Usando o SVM com kernel de base radial (RBF), configurado
com γ = 0.167, obteve-se κ = 0.52916. No SVM com kernel polinomial, obteve-se
κ = 0.0077.

Tabela 4.15 - Imagem RADAR - 6 classes - SVM-RBF γ = 0, 004

0 1 2 3 4 5
0 51,7% 0,0% 1,0% 0,6% 0,1% 0,0%
1 0,8% 49,1% 0,4% 5,3% 0,0% 42,6%
2 35,4% 0,0% 58,6% 21,5% 12,7% 0,0%
3 7,4% 7,8% 25,2% 69,4% 0,4% 6,8%
4 4,0% 0,0% 14,2% 0,1% 86,8% 0,0%
5 0,6% 43,1% 0,6% 3,1% 0,0% 50,6%

O resultado do método HSMI obteve κ = 0.534174. A matriz de confusão é visuali-
zada na Tabela 4.16.

Tabela 4.16 - Imagem RADAR - 6 classes - HSMI

0 1 2 3 4 5
0 63,0% 0,0% 8,2% 7,1% 0,4% 0,0%
1 0,9% 45,9% 0,4% 8,3% 0,0% 39,3%
2 21,5% 0,0% 44,3% 12,1% 7,8% 0,0%
3 7,5% 3,6% 26,2% 65,6% 0,3% 3,7%
4 5,8% 0,0% 19,5% 1,3% 91,4% 0,0%
5 1,5% 50,6% 1,3% 5,7% 0,0% 56,9%

A árvore resultante do classificador HSMI está descrita na Figura 4.18. Os nós foram
otimizados com parâmetros listados na Tabela 4.17.
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Figura 4.18 - Árvore treinada para imagem de RADAR com 6 classes.

Nó 3
[4][0, 2, 3]

Nó 4
[3][0, 2]

Nó 1
[1, 5][0, 2, 3, 4]

Nó 2
[1][5]

Nó 5
[0][2]

Tabela 4.17 - Imagem RADAR - 6 classes - HSMI - parâmetros da solução.

Nó Acc
Coeficientes Lineares POLY RBF
LIN POLY RBF a c d γ

1 0.96 3.15 24.25 4.93 -4.70 -6.19 2.00 15.62
2 0.56 18.59 1.62 2.53 -2.66 -11.97 1.00 0.14
3 0.91 1.19 0.00 10.01 -1.71 17.97 0.00 0.75
4 0.80 0.00 1.98 15.12 1.98 6.94 1.00 0.69
5 0.79 0.13 0.06 16.91 1.39 12.89 1.00 1.98
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5 Considerações Finais

5.1 Resumo dos Resultados Obtidos

Dentre os resultados apresentados, a função kernel RBF notoriamente apresenta
resultados melhores quando comparado a função kernel polinomial, algo já conhecido
na literatura. Quanto ao método HSMI comparado a função kernel RBF houve uma
pequena melhora.

Os resultados da imagem TM com 10 classes produziu uma árvore que comprova
o poder de discriminabilidade das classes confusas, colocando-as em níveis mais
profundo da árvore durante o treinamento. O teste com 6 classes foi selecionado
eliminando-se ou agrupando-se as classes que foram separadas nos nós mais pro-
fundos da árvore de 10 classes. Enquanto o resultado do HSMI para 10 classes não
foi melhor que o SVM RBF otimizado, o HSMI para 6 classes conseguiu elevar a
acurácia de classificação quando comparado ao SVM RBF otimizado.

O que deve ser levado em consideração é que o método de particionamento de en-
trada embutida no processo de treinamento do classificador, adicionando à classi-
ficação competitiva em cada nó da árvore e à classificação hierárquica cooperativa
produz um maior conhecimento do comportamento das classes dentro do processo
de classificação, gerando inclusive uma seleção automática das classes com maior e
menor separabilidade. Na literatura, os outros métodos geralmente utilizam medidas
estatísticas do espaço de classes, como Distância Jeffreys-Matusita - JM (DUTRA;

HUBER, 1999), numa etapa prévia ao treinamento do classificador.

Para medir a discriminabilidade das classes na seleção de atributos em uma árvore
de decisão, sabe que “uma divisão que mantêm as proporções de classes em todas
as partições é inútil”, já “uma divisão onde cada partição todos os exemplos são da
mesma classe tem utilidade máxima”. Isto por que na árvore de decisão busca-se para
cada nó o atributo que possui o maior ganho de informação. O ganho de informação
mede a redução da entropia causada pela partição dos exemplos de acordo com os
valores do atributo (SHANNON; WEAVER, 1948).

Na árvore de seleção de classes, o método HSMI permite que na classificação binária
de cada nível da árvore as classes vão sendo ajustadas, buscando conjuntos de par-
tições com todos os exemplos da mesma classe, fornecendo ao longo do processo o
poder de discriminabilidade. Ao término da construção da árvore, no resultado final
da cooperação dos nós, quando a classificação apresenta algumas confusões no nó
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raiz, conclui-se que estas classes devem ser agrupadas para um melhor conhecimento
de suas características antes de uma nova divisão de amostras em um novo processo
de classificação.

As árvore de decisão utiliza a estratégia dividir-para-conquistar. Nesta árvore imple-
mentada também utiliza-se da estratégia dividir-para-conquistar no uso das classifi-
cações binárias das partições selecionadas. Uma diferença é que não há um processo
indutor de poda para evitar o overfitting (super-especialização), já que a árvore pode
ter altura máxima igual ao número de classes menos um.

Quando se usa uma maior quantidade vetores de suporte no processo de classificação,
aumenta-se a complexidade do SVM, o risco empírico é reduzido e isto gera um maior
aumento da acurácia no conjunto de treinamento. Porém na validação das amostras
a acurácia de validação é reduzida, aumentando o risco funcional. Isto é avaliado
dentro do SVM, em que o ajuste da função discriminante se faz necessário.

O uso da meta-heurística IWO dentro do processo de classificação do SVM permite
realizar uma discussão sobre o risco empírico e funcional. Cada erva daninha re-
presenta um SVM-MKL, desta forma cada erva gera um hiperplano de ajuste. O
processo de otimização busca o mínimo do risco funcional, buscando paralelamente
o mínimo do risco empírico, dado que o SVM já realizou o treinamento da função
descriminante.

5.2 Trabalhos Relacionados

Bruzzone e Cossu (2002) combina em cascata algoritmos paramétricos (máxima
verossimilhança) e não paramétricos (rede neural RBF) para uma classificação par-
cialmente supervisionada. Lima (2004) faz uma revisão abrangente das técnicas de
seleção e combinação de componentes em ensembles para então propor novas configu-
rações usando componentes SVM. Ele justifica a falta de procedimentos sistemáticos
na literatura para definição dos tipos de kernels e do parâmetro C que designa o erro
aceitável na formulação do hiperplano de separação, e passa a propor métodos para
essas definições. Realiza ainda experimentos com modelos de ensembles baseados
em redes neurais e SVM, seleção dos componentes através de Algoritmo Genético e
estuda a ordenação das componentes.

Bernardini (2006) combina classificadores simbólicos utilizando medidas de regras de
conhecimento e Algoritmos Genéticos para envolver esses classificadores em um único
classificador. Villanueva (2006) aplica comitês de máquinas em predição de séries
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temporais indicando que esta estratégia pode conduzir a ganhos de desempenho
quando comparado ao uso de um único preditor. Coelho (2006) propõe um ensembles
de redes neurais artificiais do tipo perceptron multicamadas, que foi otimizado por
uma meta-heurística imuno-inspirada (opt-aiNet).

Santos et al. (2007) combina em cascata múltiplas redes neurais MLP para a fusão
de dados multitemporais. Waske e Benediktsson (2007) baseia-se na fusão da decisão
de saídas diferentes. Cada fonte de dados é tratada separadamente e classificada por
uma Máquina de Vetores Suporte (SVM). Usa dois regimes de votos para decisão
final das classificações competitivas.

Wong e Yan (2008) combina quatro classificadores competitivos: Distância Mínima,
Distância de Mahalanobis, Máxima Verossimilhança e KNN. Cinco regras de de-
cisão bayesiana, incluindo as regras do produto, soma, máxima, mínima e a regra
mediana foram utilizadas para construir um ensemble com a combinação dos classi-
ficadores competitivos. Henriques (2008) classifica imagens de ambientes coralinos,
combinando classificadores de distância mínima comMáquina de Vetores de Suporte.
Utiliza uma combinação de classificadores em três fases. Em cada fase é aplicado um
conjunto de classificações competitivas pré-definidas e ao final é criada uma unidade
combinatória das classificações parciais.

Salvadeo (2009) combina múltiplos classificadores, como MAXVER e SVM, utili-
zando combinadores treináveis e não treináveis para reconhecimento de face humana
variando a extração de atributos com PCA. Nascimento (2009) realiza uma confi-
guração heterogênea de ensembles de classificadores com a investigação em bagging,
boosting e multiboosting, aplicando algoritmos genéticos como meio de configuração
automática dos diferentes tipos de componentes.

Araújo (2010) gera um algoritmo para reconhecimento de características faciais ba-
seado em filtros de correlação, usando cascata de classificadores com os métodos
discriminante de Fisher e AdaBoost.

Cavalcanti et al. (2011) propõe uma metodologia que usa múltiplas técnicas de
extração de características, com diferentes abordagens. Ao final, faz a fusão dos
sub-problemas classificados. Outra parte do trabalho usa seleção dinâmica de classi-
ficadores. Bakos et al. (2011) realiza classificação hierárquica por árvore de decisão
binária (HBDT). Utiliza o algoritmo HBDT para selecionar cadeias de processa-
mento adequadas para a fusão de decisão. A fusão de decisão real é realizada de
forma não supervisionada, usando um mapeamento ponderado dos valores de pro-
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babilidade na adesão de múltiplos classificadores.

Lima (2012) constrói um comitê de SVM gerado pelo algoritmo Adaboost. Utiliza
uma camada de aprendizagem por reforço para ajustar parâmetros do comitê evi-
tando que desequilíbrios nos classificadores componentes do comitê prejudiquem o
desempenho de generalização da hipótese final. Santos (2012) aplica aprendizado
semi-supervisionado em tarefas de classificação hierárquica multirrótulo. Em um
dos experimentos, utiliza ensembles de modo hierárquico para analisar o comporta-
mento do aprendizado semi-supervisionado. Santana (2012) utiliza meta-heurísticas
bio-inspiradas para seleção de atributos, uma abordagem baseada em filtro, para a
construção de comitês de classificadores.

Padilha (2013) aplica Algoritmos Genéticos a um comitê de SVM com formulação
por Mínimos Quadrados (LS) para selecionar os parâmetros e mensurar cada clas-
sificador SVM. Ao final, é realizada uma combinação linear das respostas de cada
máquina ponderada pelos pesos. Morais (2013) propõe um comitê de classificadores
dinâmico com a integração de duas etapas. A primeira etapa usa o algoritmo bagging
e a segunda, durante a fase de operação, atribui notas a cada classificador do comitê.

Alguns trabalhos encontrados na literatura se aproximam da proposta HSMI. O mé-
todo DAGSVM proposto por Platt et al. (1999) cria um gráfico direcionado acíclico
(Directed Acyclic Graph, DAG), onde cada nó é um classificador SVM que produz
uma classificação binária na sua saída. A abordagem é a mesma da estratégia um-
contra-um. Assim, todas as combinações de pares de classes são testadas em algum
nó do grafo, sendo necessários K(K − 1)/2 nós. Essa abordagem não cria especia-
listas em particionar o espaço de entrada como proposto para o método HSMI. A
quantidade de nós necessários na hierarquia DAGSVM é K(K − 1)/2, enquanto o
modelo HSMI utiliza apenas K − 1 nós. Observa-se ainda que o número de nós do
grafo DAGSVM cresce de forma quadrática, enquanto o HSMI possui a ordem de
grandeza do número de classes do problema.

Vural e Dy (2004) usa a mesma estratégia de dividir as classes em dois subconjuntos
a cada nó de uma árvore binária. Uma das suas contribuições é a comparação do
tempo de teste dessa estrutura, que usa apenas K − 1 nós, com as abordagens um-
contra-um, um-contra-todos e DAGSVM. Os resultados demonstraram significativa
redução no tempo de teste para o método proposto.

Entretanto, a estratégia de treinamento dos nós e a escolha das classes a serem
separadas em cada nó propostos por Vural e Dy (2004) não otimizam o classificador.

72



No que diz respeito a separação das classes, são sugeridas métricas de separação por
média dos atributos das amostras de cada classe, separando as classes que possuem
média maior e menor em relação a média de todas as amostras de treinamento.
Sugere-se também o uso do método de vizinhos mais próximos (KNN) a partir
da mesma métrica de médias das classes. Nenhuma dessas estratégias de seleção de
classes e treinamento busca encontrar o particionamento que resulta na minimização
do erro de classificação sob a ótica do classificador utilizado, como é feito no método
HSMI.

Em relação ao treinamento do classificador de cada nó, Vural e Dy (2004) sugere o
uso adaptativo de uma função kernel para cada nó, mas não propõe otimizar seus
parâmetros, nem utiliza múltiplos kernels para especializar o classificador. O método
HSMI por sua vez, contribui com a otimização dos parâmetros de uma função multi
kernel para cada nó, com foco na acurácia da classificação. Isso resolve os dois
problemas, de treinamento do classificador e de seleção das classes pertencentes
as duas partições, em uma única otimização. Assim, ao mesmo tempo em que as
classes são separadas buscando a maior separabilidade entre elas, isso se dá perante
a especialização do classificador para tal tarefa.

Ayat et al. (2005) apresenta diversas referências sobre kernels e otimização de parâ-
metros. Propõe um método para calcular os hiper-parâmetros do SVM usando erro
empírico. Usa experimentos para comparar os resultados com os métodos Generali-
zed Approximate Cross-Validation (GAVC) e Vapnik-Chernovenkis (VC). Friedrichs
e Igel (2005) e Zhuang et al. (2011) abordam ajustes dos parâmetros multikernels.

Alguns trabalhos que utilizam meta-heurísticas para otimização dos parâmetros do
SVM: Huang e Wang (2006), Omkar et al. (2007), Lin et al. (2008) eMantovani et
al. (2015) .

Cheong et al. (2004) converte o problema multi-classe em problema binário e utiliza
uma arquitetura de árvore para essa solução. As decisões binárias são feitas pelo
SVM. A separação nos nós em dois grupos é realizada de duas formas, a primeira
usa o kernel para plotar em duas dimensões e depois divide em dois grupos com
uma confusão mínima. O segundo método maximiza a distância entre dois centros de
grupos buscando a minimização da variância de cada grupo. O resultado apresentado
da nova metodologia estatisticamente é igual ao do SVM padrão um-contra-um.

Madzarov et al. (2009) utiliza classificação binária em modo árvore aplicando SVM
multi-classe. As subtarefas de decisão binária do SVM usa algoritmo de clustering.
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Para a consistência em relação ao modelo de SVM, o modelo de cluster utiliza
medidas de distância no espaço do kernel, em vez do espaço de entrada. Outros
trabalhos que realizam classificação binária utilizando SVM são Fei e Liu (2006),
Wang et al. (2009) e Moustakidis et al. (2012).

Huang et al. (2013) utiliza IWO para otimizar os coeficientes de uma combinação
linear entre um kernel polinomial, que apresenta boa generalização e um kernel
gaussiano, que colabora com um bom treinamento local. Cai et al. (2013) aplica
IWO para otimizar o parâmetro g do kernel RBF do SVM para encontrar falha em
circuito elétrico. Apresenta uma tabela em que o parâmetro otimizado melhora a
acurária da classificação.

5.3 Principais Contribuições e Limitações

A primeira contribuição é a integração de diferentes conceitos, como meta-heurística
bio-inspirada IWO, SVM, MKL, classificação hierárquica e particionamento do es-
paço de entrada, em um único método.

A segunda contribuição é a criação de um novo conceito: particionamento do espaço
de entrada embutido no processo de treinamento do classificador.

A vantagem do método HSMI é permitir encontrar, durante o treinamento, níveis
ou nós da árvore e as classes em que a confusão entre elas aumenta. Isso permite
combinar classes durante o processo de treinamento para melhorar a acurácia da
classificação.

Uma das limitações do método HSMI é o grande tempo necessário para treinar o
classificador. Por outro lado, após treinado, o tempo para predição de amostras é o
menor entre as estratégias um-contra-um, um-contra-todos e DAGSVM.

Outra limitação é o fato de que as imagens não foram exploradas no uso das téc-
nicas de extração e seleção de atributos. Estes fatores poderiam consideravelmente
aumentar o valor da acurácia no processo de classificação.

Também não foram testadas aqui qual efeito de limitar os coeficientes do kernel po-
linomial da função multikernel como positivos. Observa-se, no entanto, que, mesmo
que em alguns casos valores negativos foram obtidos, os resultados da classificação
foram consistentes.
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5.4 Perspectivas Futuras

Como sugestões para trabalhos futuros, são citadas:

• Adicionar o parâmetro C do SVM no processo de otimização.

• Gerar um método threshold similar ao da classificação por indução de ár-
vore de decisão, com o intuito de interromper o particionamento quando os
valores de acurácia são baixos e as classes passarem a se confundir. Como
a árvore possui aprendizado cooperativo, um pre-pruning utilizando o th-
reshold não causaria underfitting, pois o processo de indução da árvore é
conhecido e a altura é pré-definida.

• Desta forma, a boa capacidade de generalização do SVM estaria sendo ex-
plorada até o ponto de threshold. Desse modo, a partir de um determinado
nó, podem ser adicionados outros métodos de classificação com diferentes
abordagens na classificação competitiva, incluindo outros métodos de com-
binação de classificadores para aumentar o poder de discriminabilidade das
classes confusas.

• Desenvolver um quantificador para incertezas de classificação.

• Desenvolver modelos mais apurados de computação paralela,cluster, para
redução do tempo computacional.

• Adicionar outras funções kernels na função multikernel.

• Avaliar o custo computacional do método HSMI.

• Adicionar a combinação de dados ópticos e de radar, realizando a fusão
utilizando a metodologia HSMI.
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